IVAN JANIGA

APLIKOVANA PRAVDEPODOBNOST
A STATISTIKA PRE INZINIEROV

STATISTICKA ANALYZA JEDNEHO A DVOCH SUBOROV DAT
1. diel

P(x< X <x;)-F(x,)-F(x))

P(X>x)=1-F(x,)

IIIIIIIIIIIIIIIIIIIII



APLIKOVANA PRAVDEPODOBNOST
A STATISTIKA PRE INZINIEROV

STATISTICKA ANALYZA JEDNEHO A DVOCH SUBOROV DAT
1. diel






IVAN JANIGA

APLIKOVANA PRAVDEPODOBNOST
A STATISTIKA PRE INZINIEROV

STATISTICKA ANALYZA JEDNEHO A DVOCH SUBOROQV DAT
1. diel

SLOVENSKA TECHNICKA UNIVERZITA V BRATISLAVE
2013



Publikacia Aplikovand pravdepodobnost a statistika pre inZinierov — Statistickd
analyza jedného a dvoch suborov dat je prvy diel z dvoch ucebnic zo spolo¢nym
nazvom Aplikovana pravdepodobnost a Statistika pre inZinierov.

Prvy diel ucebnice je rozSirenim skript pre bakalarske Stadium Zdklady
aplikovanej Statistiky o Cast ucCebnej latky pre inzinierske S$tudijné programy,
napriklad kvalita produkcie, mechatronika a iné, ale aj pre doktorandské Studium
vSetkych Studijnych programov.

Prvé tri kapitoly uéebnice su venované pravdepodobnostnym metoédam. Dalsie
kapitoly pojednavaju o Statistickom spracovani jedného a dvoch suborov dat.

Aj ked’ je text napisany najmi pre Studentov technického zamerania, pouZzitelny
je aj pre inzinierov z technickej praxe avedeckych pracovnikov, ktorym moze
pomdct’ pri spracovani a vyhodnocovani experimentalnych dat.

Vsetky prava vyhradené. Nijaka Cast’ textu nesmie byt pouzita na d’alSie Sirenie
akoukol'vek formou bez predchadzajiceho stihlasu autorov alebo nakladatelstva.

© doc. RNDr. Ivan Janiga, PhD.

Recenzenti: prof. Ing. Ladislav Starek, PhD.
doc. RNDr. Stefan Varga, CSc.

Schvalila Vedecka rada Strojnickej fakulty STU v Bratislave.

ISBN 978-80-227-4046-3



PREDHOVOR ....ouiiiiiintinensensaissensesssisssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssass 9
1 PRAVDEPODOBNOST ..ocuiucensetnsenssenssenssessssssssssssesssssssssessssssssssssssssssssssssssss 11
1.1 Nahodny experiment, vyberovy priestor a ndhodna udalost’ ............c.ccceeevrennnnee. 11
1.2 Operacie s nahodnymi udalostami..........ccccveeeiiieiiiieniie e 15
1.3 Pojem pravdepodObnOSti........cccueiecuiieiiiieiiee et e 18
1.4 Podmienend pravdepodobnost..........cc.eoiiiiiiiiiieriiene e 21
1.5 NezaVISIOSt UAAIOSH .....cccviieciiieciie e e e eare e e 27
1.6 Spolahlivost’ systémov s M BIOKMI .......cocueriiriiriiiiiiiiieieeceeeceen 29
1.6.1 Seriovy systém s M BLOKMI ........cecuiiiiiiiiiiiieiicee e 29
1.6.2 Paralelny systém s M blOKMi .......cccueeviiiiiiiiiieiieieeeee e 30
1.6.3 Sériovo-paralelny systém s M bloKMi........c..ccveveiieviieniiiiniieiieeecie e 30

2 NAHODNE PREMENNE .......coriumrinneenneenssessssesssensssesssssssssssssssssssssssessssssssssssssessess 32
2.1 Diskrétne nahodné premenne............oocuveeeciiieeiieeeiiie ettt 33
2.1.1 Rozdelenia pravdepodobnosti a pravdepodobnostné funkcie ...................... 33
2.1.2 Distribucng fUnKCIC.........eeeiuviiiiiieeiii e 35
2.13 Ciselné charakteristiky diskrétnej nahodnej premenne; .............c..co.e.e........ 37
2.1.4 Diskrétne rovnomerné rozdelenie............oceevuerierienienienienienieneeeeeseene 39
2.1.5 Binomicke rozdelenie..........covuerieriiiiiiriiiiiieeeeee e 40
2.1.6 Hypergeometricke rozdelenie...........cocvevveeiienieiciienieeieeieceeeeeee e 43
2.1.7 P0isSONOVO 10ZAEIENIE .......oveiiiiiiiiieie e 48

2.2 Spojité NAhodné PremeENnNE ............eeevuvieeiiieeieeeiee e e 51
2.2.1 Rozdelenie pravdepodobnosti spojitej nahodnej premenne;j ........................ 51
222 Ciselné charakteristiky spojitej ndhodnej premennej ................coovveeveneeee. 55
223 Spojité rovnomerné rozdelenie...........oceeuerierieriinieninienieeeeeee e 58
224 NOrmalne roZdelEnie. .......ccuevuiiriiriiiiiiieieiieeee et 60
225 Gama TOZACIENIC ....c..eeeieiieiieieieie ettt 68
2.2.6 Exponencialne rozdelenie..........c.oovveriieiiieeiieniieeie e 69
2.2.7 Weibullovo rozdelenie. .. ......covevieriieriiriiriieieeeeee e 72
2.2.8 Logaritmicko-normalne rozdelenie ...........ccccceeeviiieriieeiiieciee e 74

3 VIACROZMERNE NAHODNE PREMENNE ......ccuvtunsimermcsssscssascssssssssssssssssssnes 77
3.1 Dve diskrétne nahodné premenneé .............ceeeeieieeiieeiiie et 77
3.1.1 Zdruzené rozdelenie pravdepodobnosti.........ccceevieeiiieniieiiienieeieeee e, 77
3.1.2 Marginalne rozdelenie pravdepodobnosti ..........ccceeeeeeriieiiiiiieniieieeee, 79
3.1.3 Podmienené rozdelenie pravdepodobnosti .........ccceeeveevieeiienieeciienieeieenee. 81
3.14 INEZAVISIOSE ...ttt sttt 83

3.2 Viacrozmerné diskrétne ndhodné premenneé ..............ccoeevveveiienieeieenieecieenie e 83

3.2.1 Zdruzené rozdelenia pravdepodobnosti..........cceerieeiiieniieiiienieeieeeie e 83



6 Obsah

322 Multinomické rozdelenia pravdepodobnosti..........c.ceceeeeiieriieciienieeniiennans 85
33 Dve spojité ndhodné Premenne............ocvvevvieiieriieiiienie ettt e 86
3.3.1 Zdruzené rozdelenia pravdepodobnOSti .........ccccvvieeciieeriieeriie e 86
3.3.2 Marginalne rozdelenia pravdepodobnosti.........c.ccecveeeviieeiieeeciieeeiie e 88
333 Podmienené rozdelenia pravdepodobnosti...........cecueevieeiiieniieniieniieieeee 90
334 NEZAVISIOSE ...eviieiiieeiiee ettt ettt e e eeeta e e etaeeetaeeeaaeeeebaeeeareeas 92
34 Viacrozmerné spojité ndhodné premenne.............occveeeveerieeeiieerieeiieenieeieesee e 94
3.5 Zavislost’ ndhodnych premennych..........ccocoeviiiiiiiiiniiiiieceee e 95
3.5.1 Kovariancia a KOrelacia...........cceeruirierieriiiieieieeeeee e 95
3.5.2 Nahodny vektor a kovariancnd matica...........cceeeveerieeriienieenieeneeeieesreennenn 98
3.6 Viacrozmerné normalne rozdelenia............cooceeiiiiiiiniiiiiiiiieeeeeee e 99
3.6.1 Dvojrozmerné normalne rozdelenie............cceevveeeeiieeniieeiiie e 99
3.6.2 Viacrozmerné normalne rozdelenic ..........ccoveevveierieeenieeeeiee e 101
3.7 Line4rne kombinécie ndhodnych premennych ...........cccoooiiiiiiiiiiiiniiieeee, 101
3.8 Rozdelenia odvodené z normalneho...........coocveviiiiiiiniiniiiiniicceeee 104
3.8.1 2 (chi-kvadrat) Tozdelenie. ............ccooueveveveieeeeieeeeeeeeee e, 104
3.8.2 t-rozdelenie (Studentovo rozdelenie).........cceeecvieeiiieenciiieeie e, 105
3.8.3 F-rozdelenie (Fisherovo-Snedecorovo) ..........cceeeerieiiiienieniienieeee 107
3.9 Momentoveé vytvarajlice funkcie ..........ceeeeeeiiiiiiiniiiiieeieeee e 109
3.10  CebySEVOVA NETOVIOS .........veeeeeeeeeeeeeeeeee e 112
4 TVORBA NAHODNEHO VYBERU A OPISNA STATISTIKA ..c.ccoreumrcunncene 114
4.1 Zakladny subor a ndhodny VYDET.........ccveiiiiiiiiiiieiiecieceee e 114
4.2 Vyberové charakteristiky — StatiStiKy........ceeveeriieriierieeiieeieeieeee e 115
4.2.1 Ciselné metody zakladného spracovania dat ...............occeeeeeeeeeeeeeeeeeeeenn. 117
422 Grafické metody zédkladného spracovania dat ..........ccccceeevvvieeiieeeceeennneen. 120
5 BODOVE ODHADOVANIE PARAMETROV .....uoueeueererreeseesessssssssssnsssssssessesses 126
5.1 VO ottt 126
5.2 Vseobecné pojmy bodového odhadovania ...........ccceeeieeiieiiiiniieiieniieceeee, 127
5.2.1 Nevychylené odhady ..........cccoeoiiniiiiiiniiiee e 127
52.2 Rozptyl bodového odhadu ..........c.oeoieeiiiiiieiiieieceece e, 129
523 Smerodajna Chyba.......c..cccuieiiiiiiiiiiciieeee e 130
5.2.4 Hodnota bootstrapového odhadu smerodajnej chyby .........cccceveeeneeenneen. 131
5.2.5 Stredné kvadraticka chyba odhadu ...........ccoeoeieeiiiii e, 132
53 Metdda bodového odhadovania............cccueeeeciiieiiiieiiiecciee e 134
54 Rozdelenie vyberovych charakteristik Centralna limitnd veta ..........cccccoceeveeens 137
6 STATISTICKE INTERVALY PRE JEDEN VYBER .....coosstuseunenneennesnascsseens 143
6.1 TIVOQ oot 143

6.2 Interval spol’ahlivosti pre stredni hodnotu normélneho rozdelenia
SO ZNAMYM TOZPLYLOM....eiiiiiiiiiie e s 144
6.2.1 Vyvoj intervalu spol'ahlivosti a jeho zakladné vlastnosti .............c.c.......... 144
6.2.2 Urcenie 10ZSahU VYDEIU .....eeiiiiiiiiieciie ettt 146

6.2.3 Jednostranné hranice Spolahlivosti..........ccccveevciiiiiiiieeniieeeeeee e 147



Obsah

6.2.4 Interval spol'ahlivosti z vel'kého vyberu pre gz .....ccoovvieiiiiiiiiiinien 148
6.2.5 Bootstrapové intervaly spolahlivosti..........ccceeviieriieriieiienieeiieeie e 149
6.3 Interval spol’ahlivosti pre stredni hodnotu normalneho rozdelenia
S NEZNAMYM TOZPEYIOIM Lottt e e e s 151
6.3.1 Interval spol'ahlivosti pre u ztrozdelenia.........c.coceeveivenieniienienieenenne, 152
6.4 Interval spol’ahlivosti pre rozptyl normalneho rozdelenia ...........ccccoeieeeieenneenne 153
6.5 Interval spol'ahlivosti z vel'kého vyberu pre podiel jednotiek
v zékladnom subore s danou v1astnoStOU.........ccceevveriereeriiriienieeeeeeeeee 154
6.5.1 Urcenie 10zSaht VYDEIU.......cciiiiiiiiieiiecieciececee e e 156
6.6 Predik¢ény interval pre budice pozorovanie...........cccceeevveeeieecieeneeesieenieeieeeeeens 157
6.7 Statisticky toleran¢ny interval pre normalne rozdelenie ...............cocoveuevceeeeennne 159
7  TESTY HYPOTEZ PRE JEDEN VYBER .......ccooevterresueereeresnesnesssnssssssssessessessens 161
7.1 Testovanie RYPOLEZ......c.eoeuiiriiiiiieiieeieee e 161
7.1.1 Statistické NYPOtEZY .........cveeveeeeeeeeeeeeeeeeee e, 161
7.1.2 Testy Statistickych hypotéz..........ooveviieiiiiiiiii e 162
7.1.3 Vseobecny postup pri testovani Statistickych hypotéz ..o 168
7.2 Testy o strednej hodnote normalneho rozdelenie, rozptyl znamy....................... 169
7.2.1 Testy hypotézy o strednej hodnote...........ccceevveeriieiieeciienieeieeee e 169
7.2.2 P hodnota v testovani hypotéz............ccecvveviiiieiiiieieecie e 171
7.2.3 Stvislost’ medzi testovanim hypotéz a intervalmi spolahlivosti................ 172
7.2.4 Chyba 2. druhu a volI'ba rozsahu Vyberu........ccccoeeeveiviiniininiiniiiccicen 173
7.2.5 Testovanie pri velkom rozsahu vyberu ..........cccoooiiiiiiiiiiiniiice 177
7.3 Testy o strednej hodnote normalneho rozdelenia, rozptyl nezndmy................... 177
7.3.1 Testovanie hypotézy o strednej hodnote ............ccceevvevcienieniiienieeieeee, 177
7.3.2 P hodnota pre TSt .. .ieuieie et 179
7.3.3 VoI'ba rozsahtl VYDETU .....c.veevuiiiiieiiieiieciie ettt 180
7.4 Testy hypotéz o rozptyle normélneho rozdelenia ............ccccoeevveviieiienieecieennnnne, 181
7.4.1 Testovanie hypotézy 0 TOZPtyle.......ccccvveeiiieeiiieeieecie e 181
7.4.2 Chyba 2. druhu a vol'ba rozsahu vyberu........c.ccccvivviiieiiiieiieie e 183
7.5 Testy hypotéz o podiele jednotiek v zakladnom subore
S danou VIASTNOSTOU. ... ..iiiiiiiieiie et et 184
7.5.1 Testovanie hypotéz o podiele z vel'kého vyberu ..........ccoovveviiiiieniiieenne, 184
7.5.2 Testovanie hypotéz o podiele z malého vyberu..........ccccoevieiiienieniiennnnne, 186
7.5.3 Chyba 2. druhu a volI'ba rozsahu vyberu...........cccccoevieviienieniieiieeeeene 187
7.6 Testy dObrej ZNOAY .....ccuvieviieiieiieeceee e e 188
7.6.1 Pearsonov chi-kvadrat test.................... yeeenrrrr—rreeeeeea——————————aeeeeeaan———————aaaaas 188
7.6.2 Shapirov-Wilkov test Normality ..........ccccceeeviieeiieiiieecieeee e 193
7.7 Testy v kontingenénych tabul’kach ... 194
8 INDUKCNA STATISTIKA PRE DVA VYBERY ..cuceicumsennnscnsnscsssssssssssssssens 198
8.1 UVOM oottt 198

8.2 Indukcie pre rozdiel strednych hodndt dvoch normalnych rozdelenti,
TOZPLYLY SU ZNAME.......coiiiiieiiieiie ettt e e s 198



8 Obsah

8.2.1 Testy hypotéz pre rozdiel strednych hodnét, rozptyly st zname............... 199
8.2.2 VolI'ba r0Zsahul VYDETU.......cccviiiiiiiiieiiieiiecieeeeeee et 201
8.2.3 Interval spol’ahlivosti pre rozdiel strednych hodnot,

TOZPEYLY SU ZNAME ... e 203

8.3 Indukcie pre rozdiel strednych hodndt dvoch normélnych rozdeleni,
TOZPLYLY SUNEZNAME ....cviiiiieiiieiieeiie ettt ettt et ettt e e eeeeaeeas 205
8.3.1 Testy hypotéz pre rozdiel strednych hodnoét, rozptyly su nezname........... 206
8.3.2 VolI'ba r0Zsahtl VYDETU.......coviiiiiieiieiiiciieceeee e 210
833 Interval spol’ahlivosti pre rozdiel strednych hodnot ...........ccceevvevvennnnnnee. 211
8.4 PATOVY t-t@ST . neiieeiiieeeiie ettt et e e e e et e et e e eaaeeens 213
8.5 Indukcie pre rozptyly dvoch normalnych rozdeleni ...........cccoeevveeeiieeieennnennee. 217
8.5.1 Testovanie hypotéz o rovnosti dvoch rozptylov ........cccceeveivevciieenceeenneen. 218
8.5.2 Chyba 2. druhu a volI'ba rozsahu Vyberu ......c..ccccevveveiiiiiiiniininicneccee. 220
8.5.3 Interval spol’ahlivosti pre podiel dvoch rozptylov.........ccoeeeeviieiieniennen. 220
8.6 Indukcie o dvoch podieloch v zakladnych siboroch............ccoocveviiiciiiniinnenen. 222
8.6.1 Testovanie hypotézy H, : p, = p, pri vel'kom rozsahu vyberu................. 222
8.6.2 Testovanie hypotézy H, : p, = p, pri malom rozsahu vyberu .................. 224
8.6.3 Chyba 2. druhu a vol'ba rozsahu Vyberu ..........ccoocveeviiiiiiiniieieeieeieees 226
8.6.4 Interval spol'ahlivosti Pre P, — Py ceeeeveirenierienieneneneeeeeeeereee e 227
PRILOHY wcoouuiinniunncsnsnscsssnsisssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssss 229

LITERATURA c.eeeeeeeeveeeeeeevesessssssssesssssssssssssnssssssssesssssssssssssssssssssssssssssssssssnssssssssssssssssnes 265



Predhovor

Kniha Aplikovand pravdepodobnost a Statistika pre inZinierov. 1. diel: Statistickd analyza
jedného a dvoch suborov dat je prvy diel z dvoch ucebnic zo spolo¢nym nazvom Aplikovana
pravdepodobnost a Statistika pre inZinierov.

Prvy diel ucebnice je napisany najmi pre predmet Zaklady aplikovane;j Statistiky, ktory
sa vyu€uje v druhom ro¢niku bakalarskeho stiidia ako povinne voliteI'ny predmet. Tento diel
ucebnice obsahuje Cast’ ucebnej latky aj pre inzinierske Studijné programy, napriklad kvalita
produkcie, mechatronika a iné, ale aj pre doktorandské Studium vsetkych Studijnych
programov.

Aj ked’ je text napisany najmi pre Studentov technického zamerania, pouZzitelny je aj
pre inzinierov ztechnickej praxe a vedeckych pracovnikov, ktorym moéze pomdct’ pri
spracovani a vyhodnocovani experimentalnych dat.

Text prvého dielu u¢ebnice obsahuje osem kapitol.

Kapitoly 1, 2 a 3 pokryvaju zékladné pojmy ako su pravdepodobnost’, diskrétne
a spojité nahodné premenné, pravdepodobnostné rozdelenia a ich ¢iselné charakteristiky,
zdruzené pravdepodobnostné rozdelenia, nezavislost’ ndhodnych premennych a spol'ahlivost
systémov s m blokmi. Uvedené kapitoly poskytuju primerane kompletné spracovanie tychto
tém, pricom sa vyhybaji mnohym matematickym alebo viac teoretickym informacidm.

Kapitola 4 je venovana tvorbe nahodného vyberu zo zdkladného stboru, vyberovym
charakteristikdm, ¢iselnym a grafickym metédam zdkladného spracovania dat. Kapitola 5 sa
zaobera bodovym odhadovanim parametrov. Tato kapitola uvadza tiez niektoré z dolezitych
vlastnosti odhadov, metdodu maximalnej vierohodnosti, vyberové rozdelenia a centralnu
limitn vetu. V tejto kapitole je prezentovana aj pocitacova technika nazyvana bootstrap,
ktora je pouzita na ziskanie hodnoty bootstrapového odhadu smerodajnej chyby.

Kapitola 6 pojednava o intervalovom odhadovani pre jeden vyber. Uvedené su intervaly
spolahlivosti pre stredné hodnoty, rozptyly a podiely, predikéné a Statistické tolerancné
intervaly. Tato kapitola obsahuje aj bootstrapové intervaly spol’ahlivosti. Kapitola 7 opisuje
testy hypotéz pre jeden vyber. Uvedené su testy pre stredné hodnoty a rozptyly, testy pre
podiel p z velkého aj malého rozsahu vyberu, testy dobrej zhody a testy v kontingencnych
tabul’kach. Kapitola 8 uvadza testy a intervaly spol’ahlivosti pre dva vybery. K dispozicii st
podrobné informacie a priklady metdd na stanovenie vhodného rozsahu vyberu. Cielom je
oboznamit’ Studenta s pouzivanim jednotlivych technik pri rieSeni redlnych technickych
problémov. Kladie sa doraz na to, aby Student pochopil prislusné pojmy. Uprednostiiuje sa
logicky, heuristicky rozvoj postupov pred formalnym matematickym.

Pri pisani ucebnice sa kladol doraz na to, aby text bol ¢o najblizsi k inZinierskemu

mysleniu. Vyhybalo sa exaktnym matematicky formulovanym definicidm. Nové pojmy st
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definované tak, aby boli zrozumitel'nejSie technikom a pritom nestracali svoju ,,exaktnost™.

Kazdy pojem sa preto vysvetluje aj na prikladoch a obrazkoch.

Ziada sa upozornit’ na nicktoré rozdiely od bezne dostupnych slovenskych a &eskych
ucebnych textov z oblasti Statistiky. V prvej kapitole sa kladie doraz na Statisticku definiciu
pravdepodobnosti, ktord ma v inzinierskej praxi velky vyznam, obzvlast' v Statistickej
regulacii produkénych a meracich procesoch. Ciselné a grafické metddy opisnej §tatistiky st
prezentované aj na konkrétnom priklade z praxe.

Uvadzaju sa tri druhy Statistickych intervalov. Okrem intervalu spolahlivosti pre
parametre rozdeleni sa ucebnica zaoberda predikénym intervalom ohranic¢ujicim hodnotu
budiceho merania, ktoré sa chce urobit’. To je niekedy vel'mi ddlezité pri rozhodovani sa, ¢i
urobit’ alebo neurobit’” d’alSie meranie. Za vel'mi dolezity sa povazuje Statisticky tolerancny
interval, ktory sdanou spolahlivostou pokryva aspoil zadany podiel hodndt celého
zékladného stiboru. Pomocou tohto intervalu sa prispelo k vyrieSeniu niekol’kych zévaznych
problémov v praxi. V tejto Casti sa text uCebnice opiera o vysledky publikované v troch
monografiach autorov Garaja a Janigu, uvedenych v literature.

V testovani hypotéz je v praxi velmi dolezitd chyba druhého druhu a s fiou suvisiaca
sila testu, ktord pomdha detegovat’ odchylky od menovitej hodnoty meranej veliiny, ¢o ma
velky vyznam napr. v regulécii procesov. Nemaly vyznam ma aj stanovenie rozsahu vyberu,
t.j. kol’ko merani treba urobit, aby sa s danou spolahlivostou detegoval rozdiel medzi
menovitou hodnotou a skuto¢nou hodnotou parametra rozdelenia. Na to slizia najmé krivky
operativnej charakteristiky, ktoré su uvedené v prilohe.

Ucebnica obsahuje vela rieSenych prikladov, na ktorych si zrozumitel'ne vysvetlené
zakladné pojmy. V prilohe su uvedené najpotrebnejsie Statistické tabul’ky.

Dakujem prof. Ing. Ladislavovi Starekovi, PhD. a doc. RNDr. Stefanovi Vargovi, CSc.
za podnetné pripomienky a vypracovanie recenznych posudkov. Chcem podakovat’ aj doc.
RNDr. Viktorovi Witkovskému, PhD. a Mgr. Monike Kovacovej, PhD., za pomoc pri pouZiti
simulacnych metdd. Velké uznanie a vdaku vyjadrujem RNDr. Daniele Richtarikovej, PhD.
za editacné prace, RNDr. Jane Gabkovej, PhD. za cenné metodické pripomienky, a Mgr.
Milade Omachelovej, PhD. za nadherné obrazky.

Autor



Pravdepodobnost 11

1 PRAVDEPODOBNOST

Pri spracovani a analyze Statistickych udajov sa vyznamnou mierou vyuzivaji metody
teorie pravdepodobnosti, ktord sa zaobera Stadiom zéakonitosti, ktorymi sa riadia nahodné
udalosti. Pojmom néhoda tu rozumieme suhrn nekontrolovanych a ¢asto aj nekontrolovatel’-
nych vplyvov, ktoré sa od jedného pokusu k druhému v rdmci dané¢ho experimentu zivelne
menia. Z hladiska tedrie pravdepodobnosti experiment nespajame len s nejakou experimen-
talnou Cinnostou, ale v SirSom zmysle predstavuje taku ¢innost’, ktorej vysledok nie je jedno-
znaéne urceny systémom podmienok, za ktorych sa uskutocnuje a pri ktorych ho mozno I'u-
bovol'ne velakrat opakovat. Takymto pokusom je napriklad vyrobny proces, prenos sprav,
prevadzka urcitého zariadenia, ale aj lieCebny proces, Sl'achtenie rastlin a pod.

V tejto tivodnej cCasti k pravdepodobnosti budeme pouzivat’ zdkladné pojmy z mnozin
a mnozinovych operacii. Predpokladame, Ze Citatel’ je oboznameny s touto tematikou.

1.1 Nahodny experiment, vyberovy priestor a nahodna udalost’

V tejto Casti vysvetlime terminy ndhodny experiment, nahodny pokus, vyberovy prie-
stor, elementarna udalost a nahodna udalost. Ur¢ime vyberovy priestor a udalosti ndhodného
experimentu. Definujeme zlozené udalosti z existujicich udalosti pomocou mnozinovych
operacii. Definujeme, kedy st dané udalosti disjunktné (vzajomne sa vylucujice) a kedy tvo-
ria uplny systém. Na zobrazenie vyberového priestoru a udalosti pouzijeme Vennove diagra-
my a stromové diagramy.

Nahodny experiment a pokus

Experiment, ktorého vysledok nie je jednoznacne urceny podmienkami, za ktorych prebieha
a ktory mozno I'ubovolne velakrat zopakovat’ za tych istych podmienok, nazyvame nahodny
experiment. Realizacia nahodného experimentu sa nazyva nahodny pokus alebo len pokus.

V nahodnom experimente su niektoré zdroje premenlivosti vysledkov kontrolovatel'né
a niektoré nekontrolovatelné. Napriklad, pri skusani zivotnosti ziaroviek k zdrojom premenli-
vosti (variability) patri materidl, vyrobny postup, vyrobné prostredie (teplota, vlhkost’ atd’.),
meraci pristroj, kolisanie elektrického prudu, pozorovatel’ (merac).

Pre modelovanie a analyzu ndhodného experimentu musime poznat’ mnozinu moznych
vysledkov experimentu.
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Vyberovy priestor a elementarna udalost’

Mnozina vSetkych moznych vysledkov ndhodného experimentu sa nazyva vyberovy priestor
tohto experimentu. Oznacuje sa znaCkou (2. Vysledok ndhodného experimentu sa nazyva
elementarna udalost’ a oznacuje sa zvyc¢ajne malym pismenom.

Vyberovy priestor sa ¢asto definuje na zaklade cielov danej analyzy.

Priklad 1.1

Ur¢ime vyberovy priestor experimentu, v ktorom vyberieme plastovy vylisok konektora
a odmeriame jeho hrubku. Mozné hodnoty hribky zdvisia od presnosti meracieho pristroja
a tiez od hornej Specifikac¢nej hranice a dolnej Specifikacnej hranice pre hrabku.

Pretoze zaporné hodnoty hribky sa nemozu vyskytnat, vyberovy priestor by sme mohli
definovat’ ako mnozinu kladnych realnych cisiel

Q:R+:{x|x>0}

Ked’ zoberieme do uvahy, ze hribka konektorov ma byt vicsia ako 11 mm a menSia
ako 12 mm, vyberovy priestor by mohol byt

Q={x|l1<x<12}
Ked analyza ma za ciel’ iba posudit’, ¢i urcity dielec md malu, stredni alebo velku
hrubku, potom vyberovy priestor by sa mohol definovat:
2 = {mala, stredna, vel'ka}

Ked’ cielom analyzy je iba skamat’, ¢i urcity dielec vyhovuje alebo nevyhovuje vyrob-
nym Specifikdciam, potom by sa vyberovy priestor mohol zjednodusit’ na mnozinu dvoch vy-
sledkov:

€2 = {vyhovuje,nevyhovuje}

Existuju dva typy vyberovych priestorov diskrétny vyberovy priestor a spojity vyberovy prie-
stor.
» Diskrétny vyberovy priestor pozostava z kone¢nej alebo spocitateI'nej mnoziny moz-
nych vysledkov.
= Spojity vyberovy priestor je interval (kone¢ny alebo nekonecny) realnych cisel.

Pozndmka. V tomto priklade je vyberovy priestor (2 ={vyhovuje, nevyhovuje} diskrétny
a vyberovy priestor £2=R" spojity.

Priklad 1.2

V experimente vyberieme dvojicu konektorov a odmeriame ich hrabku. Vyberovy prie-
stor bude kladny kvadrant v rovine

OQ=R"xR"
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V pripade, ze analyza ma za ciel’ posudit’, ¢i urcity konektor vyhovuje alebo nevyhovuje
Specifikaciam, potom vysledok ,,vyhovuje* oznacime ,,v** a vysledok ,,nevyhovuje* ozna¢ime
1. Ak usporiadana dvojica ,,vn““ znamena, ze prvy konektor vyhovuje a druhy nevyhovuje
Specifikaciam, vyberovy priestor reprezentuju Styri vysledky:

0= {vv,vn,nv,nn}

Ked’ sa zaujimame iba o pocet vyhovujucich konektor vo vybere, vyberovy priestor bu-
de

2=1{0,1,2}

Ako dalsi priklad uvazujme experiment, v ktorom sa hribka meria dovtedy, kym vy-
brany konektor nespliia $pecifikicie. Vyberovy priestor mdze byt reprezentovany takto

Q= {n,vn,vvn,vvvn,vvvvn,. . }

Teraz uvazujme nahodny experiment, v ktorom sa vyberaju jednotky z davky na kontro-
lu. Pred zaciatkom experimentu sa rozhodne, ¢i sa ma skontrolovana jednotka pred vyberom
d’al$ej jednotky vratit’ naspat’.

Vyber bez opakovania

V pripade nahodného experimentu, v ktorom sa uz vybrana jednotka nevrati naspit’ do subo-
ru, ide o vyber bez opakovania. To znamena, ze sa ziadna jednotka zo stiboru nemoze dostat’
do vyberu viackrat. Teda zloZenie stiboru, z ktorého vyberame, sa po kazdom vybrani jednot-
ky meni.

Ak napriklad subor obsahuje tri jednotky {x,y,z} a v najom experimente vyberame dve

jednotky bez opakovania, vyberovy priestor reprezentuje mnozina
Q= {xy,xz,yx,yz,zx,zy}

Tento vyberovy priestor zachovava poradie vybranych jednotiek tak, ze vysledky xy
a yx su dva rézne prvky vyberového priestoru.
Vyberovy priestor, ktory neuvazuje poradie vybranych jednotiek, reprezentuje mnozina

Q={{x.y}{xz}.{y.2}}

Niekedy su potrebné usporiadané vysledky, inokedy zase postacia neusporiadané vysledky.

Vyber s opakovanim

V nahodnom experimente, v ktorom sa kazda vybrana jednotka pred vyberanim d’alSej jed-
notky vrati spét’ do stiboru, z ktorého vyberame, ide o vyber s opakovanim.

Ak sa v predchadzajlicom experimente budi vyberat’ dve jednotky s opakovanim, vybe-
rovy priestor usporiadanych vysledkov predstavuje mnozinu

Q= {xx,xy,xz,yx,yy,yz, zx,zy,zz}

a neusporiadané vysledky tvoria vyberovy priestor
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Q={{x.x}boyh fozh v o) v 2h iz 2]

Pozndmka. Ak je rozsah suboru dostato¢ne velky a vyber predstavuje len pomerne mala
¢ast,, nie je nutné medzi obidvoma spdsobmi vyberu rozliSovat’. Vyber bez opakovania sa ¢as-
tejSie vyskytuje v priemyselnych aplikacidch.

Stromovy diagram

Vyberové priestory mozno opisat’ aj graficky pomocou stromovych diagramov. Uve-
dieme priklad.

Priklad 1.3

Vyrobca automobilov dodéva vozidla vybavené podl'a vybranych poziadaviek. Vozidlo
sa objedndva s automatickou prevodovkou alebo bez nej, s klimatizaciou alebo bez nej,
s jednou z troch volieb stereofénnej sustavy a s jednou zo Styroch farieb exteriéru. Ak sa vy-
berovy priestor skladd z mnoziny vSetkych moznych typov vozidla, aky je pocet vysledkov vo
vyberovom priestore?

Vyberovy priestor obsahuje 48 vysledkov, ¢o dostaneme aj pomocou stromového dia-
gramu na obrazku 1.1.

Prevodovka =—=========c=-c-cccececee===
Automaticka Manualna
Klimatizdcia == e e e e e e e e e e e e e e m m ==
Ano Mie Ano Nie
Stereo iy’ Rkl il ol
2l 3 1 2 3 1 2 2l 3
Farba ———y - ———pm - iy il Tl Sl i

1

1. Automaticka prevodovka, bez klimatizacie, stereo typu 2, farba exteriéru 4.

Obrazok 1.1. Stromovy diagram réoznych typov vozidiel

Casto nas zaujimajii iba niektoré z vysledkov nahodného experimentu t. j. nejaka pod-
mnozina mnoziny vSetkych moznych vysledkov.

Nahodna udalost’

Nahodna udalost’ (d’alej len udalost’) je podmnozina vyberového priestoru patriaceho
k ndhodnému experimentu. Vyberovy priestor (2 je tzv. ista udalost’. Opakom je tzv. ne-
mozna udalost’, ktord nemdze nastat’ pri Ziadnej z realizacii nahodného experimentu. Ozna-
cujeme ju znackou & .
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Nahodné udalosti budeme oznacovat’ velkymi pismenami 4, B, C ..., a ak treba bude-
me pismena indexovat’. S udalost'ami budeme vykonavat’ operacie ako s mnozinami.

1.2 Operacie s nahodnymi udalost’ami

Na definovanie novej udalosti zlozenej z existujiicich pouzijeme mnozinové operacie.

Zjednotenie nahodnych udalosti

Zjednotenim nadhodnych udalosti 4,, 4,, ..., A, budeme nazyvat’ udalost’, ktord nastane prave

vtedy, ked’ nastane asponl jedna z udalosti 4,, 4,, ..., A, . OznaCovat’ ju budeme takto:

4u@umu4:U4
i=1

Prienik nahodnych udalosti

Prienikom nahodnych udalosti 4, 4,, ..., 4, budeme nazyvat’ udalost, ktora nastane prave

vtedy, ked’ nastanu sucasne vSetky udalosti 4,, 4,, ..., 4, . Oznacovat’ ju budeme takto:

Andn 04, =4

i=1

Implikacia dvoch nahodnych udalosti

Udalost” 4 implikuje udalost’ B vtedy, ked’ udalost’ B nastane vZdy, ked’ nastane udalost’ 4.
Vztah ,,A implikuje B* zapiSeme takto:

AcB

TotoZnost’ (ekvivalentnost’) dvoch nahodnych udalosti

Dve udalosti 4 a B st totozné (ekvivalentn¢) A = B prave vtedy, ked’ plati:

AcB a Bc A

Doplnok nahodnej udalosti

Doplnok ndhodnej udalosti A je ndhodna udalost’ A’, ktora nastane prave vtedy, ked’ 4 nena-
stane. Plati vzt'ah:

A=0-4

Rozdiel nahodnych udalosti

Rozdiel udalosti 4 a B je udalost’, ktord nastane prave vtedy, ked’ udalost’ 4 nastane a sti¢asne
udalost’ B nenastane. Oznacuje sa takto:

A-B=ANDB'
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Pre T'ubovol'né udalosti £, a E, patriace danému ndhodnému experimentu mozno apli-
kovat nasledujtice zakony:

1. Komutativny zakon
ENE,=E NE, E VUE,=E, UE,
2. Distributivny zakon

(E,NE,)UE,=(E, UE,)N(E, VE,)
(E,VE,)NE,=(E, NE;)U(E,NE,)

3. De Morganove pravidla

(ElmEz)’:El'uEz’ (EIUEZ),:E{(\EZ’
Priklad 1.4

Meranie Casu potrebného na ukoncenie chemickej reakcie, by sa mohlo modelovat’ po-

mocou vyberového priestoru £2=R", ¢o je mnozina kladnych redlnych &isel. Definujme dve
udalosti

A={x[2<x<8} a B={x[4<x<98]

Potom ich zjednotenie a prienik dava tieto dve udalosti:
AUB={x[2<x<98} a AnB={x[4<x<8}

Okrem toho
A'={x[0<x<2alebox28} a A'NB={x[8<x<98]

Disjunktné (vzajomne sa vylucujice) udalosti a iplny systém

Dve udalosti 4, B su disjunktné (vzajomne sa vylucujiice), ak nemaja ziaden vysledok spo-
lo¢ny. Pre disjunktné udalosti plati:

ANB=0

Udalosti E,,E,,...,E, s disjunktné (vzajomne sa vylu€ujuce), ak nemaju ziaden vysledok

spolo¢ny. Pre disjunktné udalosti plati:
E.NE, =@ previetky dvojice (i,/); i # j.
Disjunktné udalosti E,,E,,...,E, tvoria Giplny systém, ak sa ich zjednotenie rovna 2 t.j.

EUE,U..UE =0
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E,

Obrazok 1.2. Vzdjomne sa vylucujuce udalosti tvoriace uplny systém

Priklad 1.5

V experimente hodime naraz dvomi hracimi kockami. Ur¢ime:
a) (Vyberovy priestor) Definujme vyberovy priestor experimentu.
Vyberovy priestor je 2= {(x,y)|x =1,...,6;y = 1,...,6} , kde x a y reprezentuji vysledok

kazdej kocky. Pretoze je 6 moznych vysledkov na prvej aj druhej kocke, vyberovy priestor
obsahuje 6 x6 =36 vysledkov.

b) (Udalost) Z vyberového priestoru zistime dvojice, ktorych stcet sa rovna 5 (4) a dvojice,
ktorych prva kocka ukazuje neparne Cislo (B).

A= {(1, 4),(2,3),(3,2),(4, 1)}

B={(1,).(1,2)..(1,6),(3.1).(3.2),..-2(3.6).(5.1).(5.2).....(5.6)}

¢) (Mnozinové operacie s udalostami) Vyjadrime AUB; ANB; B'.

AUB={(L1),(L2),...,(1,6),(2.3).(3.1).(3,2),....(3.6).(4,1),(5,1).(5.2).....(5.6)}

AnB={(1,4),(3,2)}

B'={(2.1).(2,2),....(2.6),(4.1).(4.2).....(4,6).(6,1),(6.2).....(6.6)}

d) (Vzdjomne sa vylucujuce udalosti) St udalosti 4 a B vzajomne sa vylucujiuce?
Nie, lebo ANB#0

e) (Uplny systém udalosti) Tvoria udalosti 4 a B pIny systém?
Nie, lebo AU B =2

Priklad 1.6

Nahodny experiment spociva v hadzani kockou jedenkrat. Definujeme udalosti 4 —
padnutie parnecho ¢&isla a B — padnutie &isla delitePného tromi. Co znamenajii udalosti
AUB, AnB, A, B', A-B, B—A? Odpovede vyjadrime slovne aj mnozinovo.

AU B znamena padnutie niektorého z Cisel 2, 3,4, 6,t.j. AUB= {2, 3,4, 6}
AN B znamena padnutie ¢isla 6,t.j. AN B = {6}

A" znamena padnutie neparneho éisla, t. j. A" = {1, 3, 5}
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B’ znamena padnutie niektorého z ¢isel 1, 2,4, 5,t.j. B'= {1, 2,4, 5}
A— B padnutie niektor¢ho z ¢isel 2,4,t.j. A—B= {2, 4}
B — 4 znamena padnutie ¢isla 3,t.j. B—A= {3}

Priklad 1.7

Utvorte Gplny systém udalosti z udalosti 4, — vyrobok v zaruke funguje dobre, 4, —
vyrobok je v zaruke opraveny (nevyhnutna aspoinl jedna oprava), 4, — vyrobok je v zaruke
vymeneny (neda sa opravit).

O — vyrobok funguje dobre a je vymeneny
Q=4 U A4, U 4, - vyrobok funguje dobre alebo je v zaruke opraveny alebo vymeneny

A, U 4, —vyrobok nie je vymeneny
A4, U A, vyrobok neprechddza zaru¢nou opravou

A4, U A, vyrobok nefunguje v zaru¢nej dobe dobre.

1.3 Pojem pravdepodobnosti

Pravdepodobnost’ ndhodnej udalosti je kvantitativne vyjadrena miera moznosti nastania
tejto udalosti v ndhodnom experimente. V tejto ¢asti uvedieme tri definicie pravdepodobnosti.
Axiomaticka definicia pravdepodobnosti

Nech § je systém podmnozin vyberového priestoru (2, pre ktory plati:
" QeS

» Ak AeS,tak A=Q—-AeS
* Ak 4,4,,...eS, takplati [ J4 €S

Pravdepodobnost’ P je realna funkcia definovana na systéme S, ktora splituje podmienky:
1. P(4)=>0
2. Ak A, 4,,...€ S st disjunktné, tak P(| J4) =D P(4)

3. P(2)=1

Vlastnosti pravdepodobnosti
1. Ak Ac B, tak P(A)< P(B)
2. Ak 4 =B, tak P(A) = P(B)
3. P(A)=1-P(A)
4. P(Q)=0; Ak P(4) =0, z toho nevyplyva, ze A = O
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5. Ak A a B nie su disjunktné, tak P(4U B)=P(A)+ P(B)—P(ANB)
6. Ak 4, B a C nie st disjunktné, tak
P(AOBUC)=P(A)+P(B)+ P(C)—P(ANB)—P(ANC)— P(BNC)+ P(ANBNC)

Vsetko, ¢o sme doteraz povedali, nestaci no to, aby sme vedeli vypocitat’ pravdepodobnost’
nejakej udalosti 4, preto potrebujeme d’alSie definicie.

Klasicka definicia pravdepodobnosti

Ak sa vyberovy priestor skladd z n vysledkov, ktoré maju rovnaki moznost nastania, tak
pravdepodobnost’ kazdého vysledku je 1/n. Pravdepodobnost’ 'ubovol'nej udalosti 4 obsahu-
jucej k rovnako moznych vysledkov je potom

pay=k (1.1)

n

Priklad 1.8

Pre udalosti z prikladu 1.5 vypocitame ich pravdepodobnosti. Vieme, ze vyberovy prie-
stor obsahuje n =36 vysledkov s rovnakou moznost'ou nastania.
Udalost” 4 obsahuje Styri vysledky, preto podl'a klasickej definicie P(A4)=4/36. Po-
dobne vypocitame aj pravdepodobnosti ostatnych udalosti z prikladu 1.5:
P(B)=18/36, P(AuUB)=20/36, P(AnB)=2/36 a P(B)=18/36

Priklad 1.9

V skupine 100 suciastok je 70 v medziach Specifikacii, 20 nezhodnych, ale opravitel-
nych a 10 nezhodnych a neopravitelnych. Chceme vypocitat’ pravdepodobnost’ udalosti, zZe
nahodne vytiahnuta suciastka je v medziach predpisanej tolerancie (4), nezhodnd, ale opravi-
tel'né (B), nezhodna a neopravitel'na (C).

Vyberovy priestor (2 obsahuje 100 rovnako moznych vysledkov. Pre udalosti 4, B, C
platt ANnB=ANC=BnNnC=0QaAduBuC=Q. Teda uvedené tri udalosti st vzajomne
sa vylucujuce a tvoria uplny systém. Potom

A = {70 moznych vysledkov} = P(4)="70/100=0,7

B = {20 moznych vysledkov} = P(B)=20/100=0,2

C = {70 moznych vysledkov} = P(C)=10/100=0,1

Priklad 1.10

V sklade laboratérneho skla je 50 rovnako velkych baniek, z nich je 6 nespravne ocia-
chovanych. Zo skladu prinesieme do laboratéria 4 nahodne vybraté banky. Chceme vypocitat’
pravdepodobnost’ udalosti 4, ze vSetky st spravne ociachované.

Vyberovy priestor obsahuje [54()} rovnako moznych Stvoric. Udalost’ 4 obsahuje pocet

44

Stvoric vybranych zo 44 spravne ociachovanych t. j. ( 4

j . Potom plati, ze
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P(4) = [‘Z‘j/[?) = 0,59

Poznamka. Predpoklad klasickej definicie nie je vSak vzdy splneny. V pripade, Ze vyrobca
chce napriklad zistit' nepodarkovost’ vyrobku, nemdze ju vypocitat’ z dosial uvedeného.
V takomto pripade ndm pomodze definicia zaloZend na vypocte relativnej pocetnosti nastania
sledovanej udalosti 4.

Relativna pocetnost’

Predstavme si postupnost’ vel'kého poctu n realizécii nejakého ndhodného pokusu. Oznaéme
k(n) pocet realizacii ndhodného pokusu pri, ktorych nastala udalost’ 4. Relativna pocetnost’

h, (A) néhodnej udalosti A v danej sérii n pokusov je

k(n)

h,(4)= (1.2)
Pre relativnu pocetnost’ plati:

= 0<h(4) <1,

* & (L) =1,t.j. relativna poCetnost’ istej udalosti sa rovna 1,

= 5 (9)=0,t1.]. relativna pocetnost’ nemoznej udalosti sa rovna 0,

* h(A)=h(A)+h,(A4)+...+h,(A4,),kde 4, 4,, ..., A, je postupnost’ navzajom dis-

junktnych udalosti a udalost’ 4 je ich zjednotenim.

Pomocou relativnych pocetnosti mdézeme porovnat’, ktord udalost’ v danej sérii pokusov
nastala CastejSie a ktora zriedkavejSie. Udalost’ s vacSou relativnou pocetnost'ou nastala Cas-
tejsie, ako udalost’ s menSou relativnou pocetnost'ou. Ak urobime viac sérii pokusov v tom is-
tom ndhodnom experimente, mdzeme sa presvedcit’, ze relativna pocetnost’ vykazuje Statistic-
ku stabilitu, t. j. s rasticim poctom pokusov relativna pocetnost’ koliSe stale v uzsich medzi-
ach okolo urcitej pevnej hodnoty. Tato zadkonitost’ vedie k myslienke charakterizovat’ stupen
objektivnej moznosti nastania ndhodnej udalosti jedinym pevnym ¢islom, ktoré nazveme
pravdepodobnost nahodnej udalosti.

Statisticka definicia pravdepodobnosti

Ked’ nezavisle n-krat opakujeme pokusy v danom ndhodnom experimente a sledovand uda-
k(n)
n

lost’ A nastane k-krat, potom relativna pocetnost’ nastania udalosti 4 je £, (A) = ; ak pre

n — o bude relativna pocCetnost’ kolisat’ v stale uzsich medziach okolo urcitého cisla, moze-
me predpokladat’, ze toto ¢islo je pravdepodobnost’ udalosti 4, t. j. P(4)=lim#A, (A). Hodno-
tu P(4) odhadneme pomocou relativnej pocetnosti

P(A)~h (4)= @ (1.3)



Pravdepodobnost 21

Poznadmka. Rozdiel medzi klasickou a $tatistickou definiciou je v tom, ze pri klasickej defini-
cii sme podiel priaznivych k a vSetkych moznych n, t. j. relativhu pocetnost’, dostali na zdkla-
de objektivnych vlastnosti skimanych udalosti; vypocitali sme ju pred realizaciou nahodného
experimentu. Pri pouziti Statistickej definicie relativnu pocetnost’ vypocitame zo skuto¢ne vy-
konanych pokusov v ndhodnom experimente.

1.4 Podmienena pravdepodobnost’

Hodnota pravdepodobnosti P(4) ndhodnej udalosti 4 zavisi od podmienok, pri ktorych
prebieha dany ndhodny experiment. Za stalych podmienok je tato pravdepodobnost’ konstant-
na. Ak sa zmenia podmienky experimentu, moze sa zmenit’ aj pravdepodobnost’ udalosti 4.
Vieme napriklad, ze nastala udalost’ B. Chceme vediet, ako sa zmenila pravdepodobnost’ uda-
losti 4 za podmienky, Ze nastala udalost’ B. Vysvetlime si to na priklade.

Priklad 1.11

Vo vyrobnom procese 10 % zdielcov ma trhliny na povrchu a25 % zdielcov
s trhlinami na povrchu je funkéne defektnych. Avsak iba 5 % z dielcov bez trhlin na povrchu
je defektnych. Pravdepodobnost’ defektného dielca zavisi od nasej znalosti a pritomnosti ale-
bo absencie povrchovych trhlin. Nech pocet vSetkych vyssie klasifikovanych dielcov podla
trhlin na povrchu a funkcnej defektnosti je 4000. Klasifikacia dielcov je v nasledujucej tabul-
ke.

Tabulka 1.1 Klasifikacia dielcov

Funk¢na Trhliny na povrchu
defektnost’ ano nie z
ano 100 180 280
nie 300 3420 3720
2. 400 3600 4000

Nech F oznacuje udalost, Ze dielec méa funkéntl defektnost’ a nech 7 je udalost, ze die-
lec ma povrchové trhliny. Potom ozna¢me pravdepodobnost’ udalosti ' za podmienky, ze die-

lec ma na povrchu trhliny ako P(F |T ). Tento zapis ¢itame ako pravdepodobnost udalosti F
podmienend udalostou T. Interpretujeme to ako pravdepodobnost, ze dielec ma funkénu de-
fektnost’, ak bol vybrany z dielcov, ktoré maju trhliny na povrchu. Pretoze 25% z dielcov
s trhlinami na povrchu ma funkénu defektnost’, mézeme tvrdit, ze P(F |T )=0,25. Nech d’a-

lej T' je udalost, Ze dielec nema povrchové trhliny. PretoZe 5% z dielcov bez trhlin je defekt-
nych, mézeme tvrdit’, ze P(F |T ") =0,05. Vysledky st uvedené na obrazku 1.1.
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Podmienené pravdepodobnosti mozno vypocitat’ priamo z tabulky. Napriklad, dielcov
s trhlinami na povrchu je 400, z toho ma funkénu defektnost’ 10 dielcov, preto

P(F|T)=100/400=0,25.

P(F|T ")=0,05
P(F|T)=0,25 5% defektnych

25% defektnych

T T

T dielce T’ dielce
s trhlinami bez trhlin

Obrazok 1.3. Podmienené pravdepodobnosti dielcov

Podmienené pravdepodobnosti mozno vypocitat’ priamo z tabul’ky. Napriklad, dielcov
s trhlinami na povrchu je 400, z toho ma funkénu defektnost’ 10 dielcov, preto

P(F|T)=100/400=0,25
Dielcov bez trhlin je 3600, z toho mé funkénu defektnost’ 180 dielcov. Preto
P(F|T")=180/3600 = 0,05

V priklade 1.11 sme podmienené pravdepodobnosti vypocitali priamo z tabul’ky. Podmienené
pravdepodobnosti mozno vypocitat’ aj pomocou nasledujucej definicie.

Definicia podmienenej pravdepodobnosti

Pravdepodobnost’ udalosti B podmienena udalostou 4, ozna¢ovana ako P(B |A) ,je

P(ANB)

o) , P(4)>0 (1.4)

P(B|4)=

Priklad 1.12

Pomocou predchadzajicej definicie vypocitajme z tabul’ky 1.1 podmienent pravdepo-
dobnost’

100

P(FAT) 4000 _ 100

P(T) 400 400
4000

Vsimnime si nasledujuce pravdepodobnosti:

P(F|T)=
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P(T)=400/4000  P(T|F)=100/280
P(F)=280/4000  P(F|T)=100/400

Vidime, ze pravdepodobnosti P(T) a P(T |F ) nie st rovnaké, hoci ide o pravdepodobnost’
tej istej udalosti 7. Rozdiel medzi nimi suvisi s tym, ze boli vypocitané pri roznych tirovniach
poznania. Podobne pre udalost’ ' su pravdepodobnosti P(F) a P(F |T ) vypocitané pri roz-

nych trovniach poznania.

Na vypocet podmienenych pravdepodobnosti mozno pouzit’ aj stromovy diagram:

Trhliny na povrchu

Obrazok 1.4. Stromovy diagram klasifikacie dielcov

Vlastnosti podmienenych pravdepodobnosti
Podmienené pravdepodobnosti maji rovnaké vlastnosti ako nepodmienené pravdepodobnosti.

1. Pre Tubovol'nd udalost' 4 je 0< P(A|B)<1

2. Ak A, 4, ...je Tubovolny koneény alebo spoitatelny systém vzajomne sa vyluguj-
cich udalosti, takP(UA, |B] =>"P(4|B)

3. Ak Bc 4, tak P(4|B)=1

4. Ak 4 c 4,,tak P(4|B)<P(4,|B)

5. P((B—4)|B)=1-P(4|B)

Pravidlo o nasobeni pravdepodobnosti

Z definicie podmienenej pravdepodobnosti vyplyva nasledujuce pravidlo o nasobeni pravde-
podobnosti:

P(ANB)=P(B|A)P(A) = P(4|B)P(B) (1.5)

Tento vzorec mozno metdodou uplnej indukcie zovSeobecnit’ na prienik l'ubovolného poctu n
udalosti.
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mj (1.6

i=1

P(ﬁfg} =P(4)-P(4,|4) P(4]4 A2)~...~P(AW

Pravidla o uplnej pravdepodobnosti
1. Pre l'ubovolné udalosti 4 a B plati:

P(B)=P(B N A)+P(BN A")= P(B|A)P(A) + P(B|A")P(A") (1.7)

2. Nech 4,, 4,, ..., 4, je Gplny systém vzajomne sa vylucujucich (disjunktnych) udalosti,

t. j. ich pravdepodobnosti spifiajii podmienky

P(4)>0prei=1,2,..,k a P(OA,)ziP(Ai):l.

Dalej nech B je 'ubovolna udalost, ktorej pravdepodobnost’ P(B|4) podmienena udalostou
A je pre kazdé i zndma. Potom pravdepodobnost’ udalosti B sa rovna

P(B)=ZP(B|A,)P(A,.) (1.8)

Priklad 1.13
Predpokladame, Ze vyrobené polovodice maji nasledujuce pravdepodobnosti poruchy

vyrobku vzhl'adom na uroven kontaminacie pri vyrobe:

Pravdepodobnost’ Uroveii
poruchy kontamindcie

0,10 vysoka

0,01 stredna

0,001 nizka

V istom vyrobnom postupe 20 % z ¢ipov ma vysoku uroven kontaminacie, 30 % stred-
nl a 50% nizku uroven kontaminacie. Chceme zistit, aka je pravdepodobnost, Ze vyrobok

pouzivajuci jeden z tychto ¢ipov prestane fungovat’.

Nech
V' je udalost, ze Cip je exponovany na vysokl uroven kontaminacie;
S je udalost’, Ze ¢ip je exponovany na strednu iroven kontamindcie;
N je udalost, Ze Cip je exponovany na nizku uroven kontaminécie;
C je udalost, Ze vyrobok pouzivajuci jeden z tychto ¢ipov prestane fungovat.
Potom

P(C)=P(CV)+P(CNS)+P(CNN)=
= P(C|V)P(V)+ P(C|S)P(S) + P(C|[N)P(N) =
=0,10-0,20+0,01-0,30+0,001-0,50 = 0,0235
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Tento problém mozno riesit’ aj pomocou stromového diagramu. RieSenie nechavame Citatel'o-
vi ako cvicenie.
Priklad 1.14

V pristroji st tri lampy, ktoré pracuji nezavisle. Pravdepodobnost’ poruchy prvej lampy
je 0,1, druhej lampy je 0,2 a tretej lampy 0,3. Pristroj je vyradeny z prevadzky pri poruche
jednej z lamp s pravdepodobnostou 0,25, pri poruche dvoch lamp 0,6 a troch lamp
s pravdepodobnostou 0,9. Porucha pristroja nemdze nastat, ak vSetky tri lampy funguju. Ur-
¢ime pravdepodobnost’ toho, Ze pristroj bude vyradeny z prevadzky.

Oznac¢me A udalost’ ,,porucha pristroja“, 4, udalost’,,porucha i-tej lampy*“ (i =1, 2,3)a

B, udalost’ ,,porucha prave j lamp*“ (j =0, 1, 2, 3). Pomocou udalosti 4, mdZeme vyjadrit’
udalosti B, takto:
By=AnA, N4
B =(ANANA)U(ANA,NnA)u(4 N4 n4,),
B, =(ANnA,nA)u(4nAynd)o(4nd,n4,)
B, =4 N4, nNA,
Zo zadania vieme, ze udalosti 4, si vzdjomne nezavislé, z ¢oho vyplyva, ze aj kazda

trojica udalosti, ktoré tvoria uvedené prieniky, sa sklada z troch vzajomne nezavislych udalos-
ti. Dalej vieme, Ze vietky uvedené udalosti v zjednoteniach su disjunkné. Na zaklade tejto
uvahy plati pre pravdepodobnosti uvedenych udalosti:

P(B,)=P(4 N4, n4y)= li[P(Al.’) =(1-0,1)(1-0,2)(1-0,3)=0,9-0,8-0,7 =
=0,504 B
Podobne vypoc¢itame aj P(B;), t.j. P(B,)=0,1-0,2-0,3=0,006
P(B)=P(ANANA)+P(ANAN4)+P(4 N4 n4,)
=P(4)P(4,)P(4)+P(4)P(4,)P(4)+P(4)P(4,)P(4)=
=0,1-0,8-0,7+0,9-0,2-0,7+0,9-0,8-0,3=0,398
Podobne vypocitame aj P(B, ). Plati:
P(B,)=0,1-0,2-0,7+0,1-0,8-0,3+0,9-0,2-0,3=0,092
Udalosti B, (j=0, 1, 2, 3) tvoria uplny systém disjunktnych udalosti. Zo zadania vieme, Ze
porucha nemoze nastat, ak vsSetky tri lampy funguju, t.j. P(A|B0) =0. Tiez vieme, ze
P(4|B,)=0,25, P(4|B,)=0,6, P(4|B,)=0,9. Podla pravidla o tplnej pravdepodobnosti
teda plati:
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3
P(A4)=Y P(A|B,)P(B,)=0-0,504+0,25-0,398 +0,6-0,092 +0,9-0,006 = 0,16
i=0

Bayesova veta
Nech udalosti 4,, 4,, ..., 4, aB spinaju vietky predpoklady druhého pravidla o Gplnej prav-
depodobnosti. Dalej nech C je 'ubovolna udalost. Potom pravdepodobnost udalosti 4, pod-

mienena udalost’'ou B sa rovna

P(4]5)- P(4)-P(B|4,)
T XL P(4)-P(Bl4)

a pravdepodobnost’ udalosti C podmienena udalostou B sa rovna

rei=1,2, ...k (1.9)

k

P(C|B):zi—IP(Ai)'P(B|4)'P(C|BmA7.)
zf:lp(Ai)'P(BM,-)

Poznamka. Bayesova veta sa nazyva aj veta o pravdepodobnosti hypotéz alebo veta o inverz-

(1.10)

nej pravdepodobnosti. Je dosledkom zakladnych vlastnosti podmienenej pravdepodobnosti.
Nahodné udalosti 4, (i=1,2, ..., k) v uvedenych vztahoch sa nazyvaji hypotézami. Vztah
(1.9) sa nazyva prvy Bayesov vzorec a vztah (1.10) druhy Bayesov vzorec. Ak v (1.10) polo-
zime C = 4, dostaneme vzt'ah (1.9), z ¢oho vyplyva, ze prvy Bayesov vzorec je Specidlnym

pripadom druhého Bayesovho vzorca.

Priklad 1.15

Do obchodu dodavaju dve firmy vyrobky rovnakého druhu v pomere dva ku trom. Pravdepo-
dobnost’, ze prva firma vyrobila dobry vyrobok, je 0,82. Pre druht firmu je tato pravdepodob-
nost’ 0,91. Zakaznik si kupil vyrobok a po Case zistil, ze je dobry. Chceme vypocitat’ pravde-
podobnost’, Ze ho vyrobila prva firma a tiez pravdepodobnost’, Ze ho vyrobila druha firma.
Oznac¢me B udalost’, Ze ,.kipeny vyrobok je dobry“ a 4, udalost, ze ,.kupeny vyrobok

vyrobila i-ta firma® (i =1, 2). Zo zadania plati, ze
P(4)=2/5=0,4; P(4,)=3/5=0,6; P(B|4,)=0,82; P(B|4)=0,91
Po dosadeni do (1.9) dostaneme:

P(4B)= 0,4-0,82 _
! 0,4-0,82+0,6-0,91

0,375
P(4,|B)=1-P(4]B)=0,625

Priklad 1.16

V piatich Skatuliach st uloZené teplomery. V prvej Skatuli je z 12 teplomerov 11 dob-
rych, z 20 teplomerov v druhej Skatuli je 17 dobrych a v tretej Skatuli zo 14 teplomerov je
dobrych 9. Vo stvrtej Skatuli je 16 teplomerov, z toho je 13 dobrych a v piatej Skatuli je 11
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dobrych z 18 teplomerov. Vyberieme ndhodne z niektorej Skatule jeden teplomer a zistime, ze
je dobry. Z tej istej Skatule vyberieme eSte jeden teplomer, pricom prvy vybrany teplomer sme
nevratili naspédt. Chceme zistit, aka je pravdepodobnost, ze aj druhy vybrany teplomer bude
dobry.
Ozna¢me nadhodné udalosti takto:

A — teplomer bol vybrany z i—tej Skatule,

B — prvy vybrany teplomer bol dobry,

C — druhy vybrany teplomer bol dobry.

Zo zadania vieme, ze P(4,) zg (i=1,2,3,4,5) a zndme su aj podmienené pravdepodob-

nosti
P(B|Al)=%, P(B|A2):;—(7), P(B|A3):%, P(B|A4)=£, P(B|A5)=%,
P(C|BmA1):%, P(C|BmA2)=%, P(C|BmA3):%, P(C|BmA4)=%,
P(C|BmA5)=%

Dosadenim uvedenych pravdepodobnosti do vztahu (1.10) dostaneme

1(11 10 17 16 9 8 13 12 11 10

5

_—t— 4 —
12 11 20 19 14 13 16 15 18 17

IfF1ir 17 9 13 11
—|—=+—=+=+—=+—
5012 20 14 16 18

P(C|B)= j=o,771

1.5 Nezavislost’ udalosti

V niektorych pripadoch sa podmienena pravdepodobnost’ P(A|B ) rovnd P(A). Ukézeme to

na nasledujuacom priklade.

Priklad 1.17
Modifikujme tabulku 1.1 na tabulku 1.2

Tabul’ka 1.2 Klasifikacia dielcov

Funk¢na Trhliny na povrchu
defektnost’ 4no nie >
ano 20 180 200
nie 380 3420 3800
Z 400 3600 4000
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Ztabulky 1.1 sme vypoditali P(F|T)=100/400=0,25 a P(F)=280/4000=0,07.
V tabulke 1.2 je situdcia ind. Plati, ¢ P(F|T)=20/400=0,05 a P(F)=200/4000==0,05.

Teda pravdepodobnost’, ze dielec ma funként defektnost’, nezavisi od toho, ¢i ma povrchové
trhliny. Podobne plati, Ze P(T|F) =20/200=0,10 a P(T)=400/4000=0,10 st rovnaké.

Teda pravdepodobnost, ze dielec ma povrchové trhliny nezavisi od toho, ¢i méa funkénu de-
fektnost'.

Z  definicie podmienenej pravdepodobnosti aztoho, Ze P(F |T )=P(F)
a P(T|F)=P(T) vyplyva, ze
P(TNF)= P(F|T)P(T) =0,05-0,10=P(F)P(T) =
= (T|F)P(F) =0,10-0,05=P(T)P(F)

Tento vysledok nas vedie ku ddlezitej definicii.

Nezavislost’ nahodnych udalosti

Dve ndhodné udalosti 4 a B sa nazyvaju nezavislé, ak plati ktorékol'vek z tychto tvrdeni

P(4|B)=P(4) (1.11)
P(B|4)=P(B) (1.12)
P(AN B)=P(A)- P(B) (1.13)

Z (1.11) vyplyva, Ze nastanie udalosti B nema vplyv na pravdepodobnost’ nastania udalosti A4.
Podobne mozno interpretovat’ vzt'ah (1.12).

Poznamka. D4 sa ukazat, Ze ak udalosti 4, B st nezavislé, potom s nezavislé aj udalosti
A',B; A,B'; A',B'.

Ked’ méame tri a viac udalosti, pojem nezavislosti mézeme rozsirit’.

Vzajomna (totalna) nezavislost’ n udalosti
Udalosti E|, E,, ..., E, su vzajomne (totalne) nezavislé vtedy a len vtedy, ak pre 'ubovolnu

mnozinu indexov {k,, k,, ...k, } {1, 2,...,n}, kde r=2, 3, ..,n, plati

1°

P(E, NE, N..0E )=P(E,)-P(E,)-.... P(E, ) (1.14)

Tato vlastnost’ sa prenasSa aj na doplnkové udalosti.

Poznamka. Zo vzajomnej nezavislosti vyplyva nezavislost’ dvojic. Opa¢né tvrdenie v§ak ne-
plati.
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Priklad 1.18

HadZzeme dvoma hracimi kockami. Nech udalost 4, znamena padnutie neparneho poc¢-
tu bodiek na prvej kocke, udalost’ 4, padnutie neparneho poctu bodiek na druhej kocke a
udalost’ 4, padnutie neparneho poctu alebo parneho poctu na obidvoch kockach. Zaujima

nas, ¢i su tieto udalosti vzajomne (totalne) nezavislé.
Lahko vypocitame, ze

P(A4)=P(A4,)=P(4,)=1/2
P(A NnA4)=1/4, P(A4ANA4)=1/4, P(4,NA4)=1/4
Z porovnania plati
P(4, " A4,)=P(A4)P(4,)
P(4, N 4,)=P(4)P(4,)
P(A4, " 4,)=P(A4,)P(4,)
Teda udalosti su po dvoch nezavislé. Nie su vSak vzajomne nezavislé, lebo plati:
P(ANANA)=1/4#1/8=P(A4)P(A4,)P(4,)

1.6 Spolahlivost’ systémov s m blokmi

Predstavme si nejaké zariadenie, ktoré sa sklada z m blokov. Spol'ahlivostou tohto zariadenia
budeme rozumiet’ pravdepodobnost’ jeho bezporuchového fungovania pocas nejakej pevne
stanovenej doby. V zavislosti od zoradenia jednotlivych blokov v schéme zariadenia rozdel'u-
jeme systémy na sériové a paralelné.

1.6.1 Sériovy systém s m blokmi

V sériovom systéme su jednotlivé bloky zoradené ,,za sebou* tak, Ze na bezchybnu funkciu
zariadenia je potrebna bezchybna funkcia vSetkych blokov si¢asne. Ak zlyha jediny z blokov,
celé zariadenie je neschopné prevadzky. Ozna¢me 4, udalost’ ,,i-ty blok pracuje bezchybne®.

Pravdepodobnost’ bezporuchového fungovania celého zariadenia
p=P(ﬂfL} (1.15)
i=1

Ak jednotlivé zlozky zariadenia st navzijom nezavislé, t.j. ak A st navzajom nezavislé

udalosti, tak pravdepodobnost’ (1.15) mozno vyjadrit’ v tvare

p=[1P(4)=P(4) P(4)-... P(4,) (1.16)
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Pravdepodobnost’ poruchy zariadenia

g=1-p=1-]1P(4) (1.17)

1.6.2 Paralelny systém s m blokmi

V paralelnom systéme su jednotlivé bloky zoradené ,,vedl’a seba®“. Potom na bezchybnu funk-
ciu zariadenia staci, ked’ aspon jeden z blokov bude schopny prevadzky. Zariadenie je vyba-
vené d’al§imi m — 1 zaloznymi blokmi. Oznacme aj teraz A, udalost’, Ze ,,i-ty blok pracuje

bezchybne®. Chceme urcit’ spolahlivost’ celého zariadenia t. j. pravdepodobnost’ jeho bezpo-
ruchovej funkcie.

Pravdepodobnost’ bezporuchového fungovania celého zariadenia
p:P(UAZ.j (1.18)
i=1

D4 sa dokazat, ze vzt'ah (1.16) mozno napisat’ v tvare

p=1—P(ﬁA{j (1.19)

Ak jednotlivé zloZKy zariadenia st navzajom nezavislé, tak plati

PZI_HP(A;):I_I%][D_P(A[)] (1.20)

i=1

1.6.3 Sériovo-paralelny systém s m blokmi
Nech sa zariadenie skladd z m blokov spojenych do série. Pre zvySenie pravdepodobnosti
bezchybného fungovania je i-ty ¢lanok (i =1, 2, ..., m) paralelnym systémom 7, identickych

¢lankov. Zariadenie teda plni bezchybne svoju funkciu vtedy, ked’ v kazdom bloku je aspon
jeden fungujuci ¢lanok. Ozna¢me 4; udalost’, j-ty ¢lanok v i-tom bloku pracuje bezchybne®.

Pravdepodobnost’ bezporuchového fungovania celého systému (zariadenia)
p=P{ﬂ[U4jﬂ (1.21)
i=1\_j=I
Za predpokladu nezavislosti udalosti 4, mozno vztah (1.19) napisat v tvare

i

» =ﬁp[94j]=ﬁ{1— ,»: P(%)}:ﬁ%—]‘[[pp(/)ﬁﬂ} (1.22)

i=1 i=1 Jj=1
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Priklad 1.19

Elektricka siet’ obsahuje 5 prvkov. Zapojené su za sebou a pracuju nezdvisle od seba.
Ozna¢me 4, (i=1, 2, ...,5) udalost, ze i-ty prvok ma v ¢asovom intervale [0, f] poruchu.
Pravdepodobnosti portuch jednotlivych prvkov v danom ¢asovom intervale [0, ¢] su:
P(4,)=0,1, P(4,)=0,15, P(4,)=0,2, P(4,)=0,1, P(4,)=0,15
Chceme zistit’ pravdepodobnost’, ze v danom ¢asovom intervale [0, #] bude prerusena dodavka
elektrickej energie.

Oznacme A4 udalost, Ze v Casovom intervale [0, 7] bude preruSena dodavka elektrickej
energie. Porucha aspon jedného z piatich prvkov sposobi prerusenie dodavky elektrickej
energie. Nahodnu udalost’ 4 moZno teda vyjadrit’ pomocou udalosti 4, (i=1, 2, ..., 5) takto:

5
A= UAI. . Chceme vypocitat’ pravdepodobnost’ udalosti 4. Plati, ze

i=1

P(A)=P@Afj:I_P@/gj

Zo zadania vieme, Ze ndhodné udalosti 4. (i=1, 2, ..., 5) s vz4jomne nezavislé. Z toho vy-
plyva, ze aj ich doplnky 4/ (i=1, 2, ..., 5) st vzdjomne nezavislé. Predchadzajici vztah mo-
zeme teda prepisat’ takto
5 5
P(A)=1-T]P(4)=1-T][1-P(4)]
i=1 i1
z ¢oho po dosadeni zndmych pravdepodobnosti dostaneme
P(4A)=1-(1-0,1)-(1-0,15)-(1-0,2)-(1-0,1)-(1-0,15)=0,53182

Priklad 1.20

Aparatlra, ktord pracuje v ¢asovom intervale [0, 7], sa sklad4 z 3 ¢asti, z ktorych kazda
nezéavisle od druhej mdéze mat’ poruchu. Porucha ktorejkol'vek Casti stroja znefunkéni celt
aparatury. Z dlhodobych sktsenosti sa zistilo, ze pravdepodobnost’ bezporuchovej prace prvej
Casti aparatury je 0,8, druhej 0,9 a tretej 0,7. Chceme zistit', aké je pravdepodobnost’, Ze apara-
tara bude v danom ¢asovom intervale [0, ¢] pracovat’ bez poruchy.

Ozna¢me A4 udalost’, ze v Casovom intervale [0, ¢] bude aparatara pracovat’ bez poruchy.
Dalej oznaéme A, (i=1, 2,3) udalost, Ze i-ta Cast’ aparatiry nema v Casovom intervale [0, 7]

poruchu. Potom 4 = 4, N A4, N A4, a pretoZe ide o vzajomne nezavislé ndhodné udalosti, plati:

P(A)=P(4 04, " 4)=P(4) P(4,) P(4)=0,8-0,9-0,7=0,504
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2 NAHODNE PREMENNE

Niekedy nam stac¢i opisat’ vysledky nahodného experimentu pomocou vyberového prie-
storu, inokedy je uzitocné priradit’ nejaké Cislo kazdému vysledku z vyberového priestoru.
Nakol’ko jednotlivé vysledky experimentu nie su vopred zndme, nemozeme vopred urcit’ ani
¢iselnt hodnotu tohto vysledku. Z tohto dovodu premennd, ktora priradi ¢iselni hodnotu vy-
sledku ndhodného experimentu, sa nazyva nahodna premenna.

Nahodna premenna

Funkcia, ktord kazdému vysledku vyberového priestoru patriaceho nejakému ndhodnému ex-
perimentu priradi urcité redlne Cislo sa nazyva nahodna premenna. Hodnota nahodnej pre-
mennej je teda urena vysledkom nadhodného pokusu, ktory je zavisly na nahode. Preto
v suvislosti s jej oborom hodndt hovorime o mnozine moznych hodnot, ktoré nahodna pre-
mennd nadobuda s urcitou pravdepodobnostou.

Néhodnt premennti oznaujeme velkym pismenom, napr. X. Hodnotu (alebo realizaciu)
nadhodnej premennej, ktorti dostaneme po vykonani pokusu (jednej realizacie experimentu),
oznacujeme malym pismenom, napr. x = 70 miliampérov.

V praxi rozliSujeme dva typy ndhodnych premennych: diskrétne nahodné premenné
a spojité nahodné premenné.

Diskrétna nahodna premenna

Premenna, ktora méze nadobudat’ iba kone¢ny (alebo spocitate'ne nekone¢ny) pocet od seba
vzajomne oddelenych, spravidla celociselnych hodnot sa nazyva diskrétna nahodna pre-
menna.

Napriklad: pocet trhlin (bublin) na ploche, pocet chybnych dielcov medzi 1000 sktsa-
nymi, pocet prendSanych bitov chybne prijatych, po€et portich nejakého mechanizmu za urcité
casove obdobie, ale aj pocet srdcovych stahov za minutu, alebo pocet zfn v klase a pod.

Spojita nahodna premenna

Premenna, ktorej obor hodndt je interval redlnych ¢isel (kone¢ny alebo nekone¢ny) sa nazyva
spojita nahodna premenna.

Napriklad: teplota, tlak, hmotnost, elektricky prad, dizka (rozmer suéiastky), svietivost
obrazovky, bod miknutia asfaltu, bod tuhnutia plynového oleja, ¢as nabehu motora, vnutorny
priemer piestneho krazku automobilového motora, chyby merania, ale aj hibka orby alebo
hmotnost’ Zivo¢ichov a pod.
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Rozdelenie pravdepodobnosti nahodnej premennej

Predpis, podla ktorého je kazdej hodnote diskrétnej ndhodnej premennej resp. intervalu hod-
not spojitej nahodnej premennej jednoznacne priradend pravdepodobnost’ s akou nadobuda ti-
to hodnotu resp. interval hodnét, sa nazyva rozdelenie pravdepodobnosti nahodnej pre-
mennej.

2.1 Diskrétne nahodné premenné

Mnohé fyzikalne systémy mozno modelovat’ tymi istymi alebo podobnymi ndhodnymi
experimentmi a ndhodnymi premennymi. Rozdelenia ndhodnych premennych zahrnutych
v kazdom z tychto systémov sa daju analyzovat' a vysledky tejto analyzy sa daji pouzit
v rdznych aplikacidch. V tejto kapitole je uvedena analyza niekol’kych ndhodnych experimen-
tov v suvislosti s diskrétnymi ndhodnymi premennymi, ktoré sa Casto vyskytuji v aplikaciach.

Priklad 2.1

Hlasovy komunikac¢ny systém firmy obsahuje 60 externych liniek. V danom ¢asovom
okamihu pozorujeme systém, pricom v niektorych linkach prebieha hovor. Nech ndhodna
premennd X je pocet liniek, v ktorych prebieha hovor. Potom X mdze nadobudat’ ktorékol'vek
celé ¢islo od 0 po 60. Ked pozorujeme systém a 25 liniek je v prevadzke, potom x = 25.

Priklad 2.2

V procese vyroby polovodicov sa testuju dve dosticky z davky. Kazda dosticka je klasi-
fikovana ako vyhovujuca (V) alebo nevyhovujuca (N). Nech pravdepodobnost’, ze nejakéa do-
Sticka je pri teste klasifikovana ako vyhovujuca je 0,9. Dosticky sa vyrabaju nezavisle.

Vyberovy priestor nahodného experimentu je

Q={VV,NV,VN,NN}

Pravdepodobnosti prislichajuce vysledkom experimentu su
P(VV)=0,9%x0,9=0,81 P(NV)=0,1x0,9=0,09
P(VN)=0,9%x0,1=0,09 P(NN)=0,1x0,1=0,01

Nahodnej premennej X definovanej ako pocet vyhovujucich dosti¢iek na teste nadobuda
hodnoty 0, 1, 2 s pravdepodobnostami

P(X=0)=0,01; P(X=1)=0,18; P(X=2)=0,81

2.1.1 Rozdelenia pravdepodobnosti a pravdepodobnostné funkcie

Nahodné premenné su také dolezité v ndhodnom experimente, Ze niekedy kladieme vac-
§i doraz na rozdelenie pravdepodobnosti prislusnej nadhodnej premennej, ako na vyberovy
priestor experimentu. Napriklad v priklade 2.1 v naSej analyze kladieme doraz na celé Cisla
{0, 1,..., 60}, o je obor hodnot ndhodnej premennej X. V priklade 2.2 sumarizujeme vysledky
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ndhodného experimentu pomocou troch moznych hodnét ndhodnej premennej, konkrétne
{0, 1, 2}. V tomto zmysle ndhodna premenna moéze zjednodusit’ opis a analyzu nahodného
experimentu.

V pripade diskrétnej ndhodnej premennej je €asto rozdelenie urc¢ené pomocou tabulky,
kde st uvedené¢ hodnoty nihodnej premennej a k nim prislichajiice pravdepodobnosti.
V niektorych pripadoch je vhodnejSie definovat’ rozdelenie pravdepodobnosti pomocou vzor-
ca.

Priklad 2.3
Existuje moznost’, Ze bit prenaSany cez digitalny prenosovy kanal je prijaty chybne.
Nech X je pocet chybne prijatych bitov zo Styroch prenesenych. Potom ndhodna premenna X
nadobuda hodnoty {0, 1, 2, 3, 4}. Predpokladajme, Ze prislusné pravdepodobnosti su:
P(X=0)=0,4096 P(X=1)=0,4096 P(X=2)=0,1536
P(X =3)=0,0256 P(X =4)=0,0016

Rozdelenie pravdepodobnosti nahodnej premennej X je urcené hodnotami, ktoré¢ X nadobuda
a k nim prislichajucimi pravdepodobnostami. Mézeme ho znazornit’ graficky

A
Sx)
0,4096 |
0,1536 | ‘ l 0.0016
0,0256 + Y S
o0 1 2 3 4

Obrazok 2.1. Pravdepodobnostnd funkcia

alebo tabul’kou

Tabulka 2.1. Pravdepodobnostna funkcia

X 0 1 2 3 4
PX=x)| 04096 | 0,4096 | 0,1536 | 0,0256 | 0,0016

Pravdepodobnostna funkcia diskrétnej nahodnej premennej
Nech diskrétna ndhodna premenna X nadobuda hodnoty x,,x,,...,x,. Potom funkcia f(x),
ktora spiiia podmienky
l. f(x)=0
2. > f(x)=1 2.1)
i=l1

3. f(x)=P(X=x,)

sa nazyva pravdepodobnostna funkcia ndhodnej premennej X.
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Napriklad v priklade 2.3 je  f(0)=0,4096, f(1)=0,4096, f(2)=0,1536,
f(3)=0,0256 a f(4)=0,0016. LCahko sa da overit, ze stcéet tychto pravdepodobnosti je 1.

Priklad 2.4

Nech nahodné premennd X je pocet polovodi¢ovych dosticiek, ktoré je potrebné analy-
zovat’ s cielom detegovat’ kontaminacie velkych CiastoCiek. Nech pravdepodobnost’, ze do-
Sticka obsahuje velku ¢iastoc¢ku je 0,001. Dosti¢ky sa vyrabaji nezavislé. Urcime rozdelenie
pravdepodobnosti X.

Nech ,,0 je dosticka, ktora obsahuje velku ¢iastocku a ,,n* je dosti¢ka, ktora neobsahu-
je velku Ciastocku. Vyberovy priestor experimentu je nekoneény:

Q ={o0,no,nno,nnno,nnnno,...}
Uvazujme niekol’ko Specidlnych pripadov. Napriklad P(X =1)= P(0)=0,001. Pretoze do-
Sticky su nezévislé
P(X =2)=P(no)=P(n)-P(0)=0,999 x0,001 =0,000999
Vseobecny vzorec je
f(x)=P(X =x)=P(nn---no)=0,999"" x 0,001 pre x=1,2,3,...
Zrejmé je, ze f(x)=0. Druhu vlastnost’ z definicie nechavame citatel'ovi na overenie ako

cvicenie.

2.1.2 Distribu¢né funkcie

Priklad 2.5

V priklade 2.3 by nds mohla zaujimat’ pravdepodobnost’ dvoch alebo menej chybnych
bitov, ¢o mozno vyjadrit ako P(X <£2).

Udalost { X <2} je zjednotenim udalosti {X =0},{X =1} a {X =2}. Evidentne su
tieto tri udalosti vzajomne sa vylucujice, preto
P(X<2)=P(X=0)+P(X=D)+P(X=2)=
=0,4096 +0,4096 + 0,1536 =0,9728
Z tohto postupu sa da ukazat, ze
P(X=2)=P(X<2)-P(X <1)=0,1536.

Tento priklad poukazuje na uzitocnost definovat’ kumulativne pravdepodobnosti
P(X <x), z ktorych mozno ziskat’ pravdepodobnostnt funkciu ndhodnej premenne;.

Distribuéna funkcia

Funkciu F(x) diskrétnej nahodnej premennej X
F(x)=P(X <x)=) f(x)=) P(X =x,) 2.2)

x; <x x; <x

nazyvame distribu¢na funkcia ndhodnej premennej X.
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Distribuéna funkcia spiia nasledujice vlastnosti:

1. 0L F(x)<1 pre l'ubovol'né realne x,
2. F(x,)< F(x,) pre l'ubovolné redlne x, <x,, t. . distribu¢na funkcia je neklesajtca,

3. F(—0)=limF(x)=0,

X——0

4. F(o)=limF(x)=1,

X—>0
5. distribuc¢na funkcia je sprava spojita a ma najviac spocitatel'ne vel'a bodov nespojitosti.
Priklad 2.6

Ur¢ime pravdepodobnostnt funkciu ndhodnej premennej X z nasledujucej distribucne;j
funkcie:

0 x<-1

0,3 -1<x<«1
F(x)=

0,8 1<x<3

1 3<x

Jediné body s nenulovou pravdepodobnostou st -2, 1 a 2. Hodnoty pravdepodobnostne;j
funkcie v jednotlivych bodoch su zmeny distribu¢nej funkcie v tychto bodoch. Teda

f(-1)=0,3-0=0,3 f(1)=0,8-0,3=0,5 f(3)=1-0,8=0,2.

Priklad 2.7

Predpokladame, ze dennd produkcia 800 vyrobenych suciastok obsahuje 30 kusov, kto-
ré nesplnaju poziadavky zakaznika. Dve suéiastky si nahodne vybrané bez opakovania
z davky. Nech ndhodnéd premenna X je pocet nevyhovujucich suciastok vo vybere. Chceme
zostrojit’ distribu¢nt funkciu ndhodnej premennej X.

Na otazku mdézeme odpovedat’ tak, Ze najskor najdeme pravdepodobnostnu funkciu na-
hodnej premennej X.

770 769

P(X =0)=——-2=0,92636
800 799
Px=1)=2-779.30 _ 7208

800 799
P(x=2)==2.2% _ 000136
800 799

Potom
F(0)=P(X <£0)=0,92636
F(1)=P(X £1)=0,92636+0,07228 =0,99864
FQ2)=P(X<2)=1

Graf tejto distribu¢nej funkcie je na nasledujucom obrazku.
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F(x)

]:0_ L

0,99864 - o0
0,92636 ¢—

Obrazok 2.2. Distribucnd funkcia

Pozndamka. VSimnime si, ze F(x) je definovana pre vSetky x z intervalu —oo < x < oo, nielen

pre hodnoty 0, 1 a 2.

2.1.3 Ciselné charakteristiky diskrétnej nahodnej premennej

Strednou hodnotou a rozptylom, teda dvomi ¢islami, Casto charakterizujeme rozdelenie
pravdepodobnosti ndhodnej premennej X. Stredn4 hodnota je miera centralnej polohy a roz-
ptyl je miera variability rozdelenia. Tieto dve miery neidentifikuji jednoznacne rozdelenie
pravdepodobnosti. Dve rdzne rozdelenia mézu mat’ ta isti strednti hodnotu a rozptyl.

Stredna hodnota (o¢akavana hodnota)

Veli¢ina oznacovana ako u alebo E(X), ktora je definovana vzt'ahom
p=E(X)= xf(x) (2.3)
sa nazyva stredna hodnota (o¢akavana hodnota) diskrétnej ndhodnej premennej X.
Rozptyl (disperzia)
Veli¢ina oznatovana ako o alebo D(X), ktora je definovana vztahom
0" =D(X)=E((X —p) )= 2 (x =)’ f(x) = 22" () = 1 (24)
sa nazyva rozptyl (disperzia) diskrétnej nahodnej premennej X.

Smerodajna odchylka

Veli¢ina oznacovana o, ktora je definovana vzt'ahom
b

o =\o? =D(xX) = Jzu — ) f(x) = \/szf(x) — i (2:5)

sa nazyva smerodajna odchylka diskrétnej ndhodnej premennej X.
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Pozndamka. Strednt hodnotu diskrétnej ndhodnej premennej X mozno interpretovat’ ako vaze-
ny priemer hodnot premennej X s vahami rovnymi prislusSnym pravdepodobnostiam. Ak funk-
cia pravdepodobnosti f(x) predstavuje rozlozenie nakladu na dlhom tenkom nosniku, tak

E(X) je bod, v ktorom je nosnik vyvazeny. Teda E(X) opisuje tazisko rozdelenia ndhodnej

premennej X do urcitej miery podobné bodu vyvazenia nakladu.

Priklad 2.8

Vypocitajte stredni hodnotu a rozptyl diskrétnej ndhodnej premennej X z prikladu 2.3.
p=EX)=0-70)+1-f(D+2- f(2)+3- f3)+4- f(H =
=0-0,4096+1-0,4096+2-0,1536+3-0,0256+4-0,0016=0,8

Na vypocet D(X) je vhodna tabul'ka

x| x=08 1 (x_08) | S| (x-08)xf(x)
0 0,8 0,64 0,4096 0,262144
1 0,2 0,04 0,4096 0,016384
2 12 1,44 0,1536 0,221184
3 22 4,84 0,0256 0,123904
4 3.2 10,24 0,0016 0,016384

z 0,64

D(X)=0>= 25: F(x)(x,—0,8)> =0,64

Stredn4 hodnota funkcie diskrétnej nahodnej premennej

Nech X je diskrétna nahodna premenna s funkciou pravdepodobnosti f(x) a A(X) je funk-

cia nahodnej premennej X. Veli¢ina oznatovana ako u, ., alebo E[h(X)], ktora je definova-

na vzt'ahom

E[h(X)]= 2 h(x)f (x) (2.6)
sa nazyva stredna hodnota funkcie diskrétnej ndhodnej premenne;.

Priklad 2.9
Uvazujme nahodnu premennu X z prikladu 2.1.8. Chceme zistit, akl stredni hodnotu ma
nahodna premenna A(X)= X7,

E[h(X)]=0%-0,4096+17-0,4096 + 20,1536+ 3 -0,0256 + 47 -0,0016 = 1,28

Pozndmka. V predchadzajucom priklade sa stredna hodnota nahodnej premennej X nerovna
druhej mocnine E(X). Avsak pre funkciu nahodnej premennej #(X)=aX +b,kdea a b st
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I'ubovol'né konstanty, je stredna hodnota E[h(X)]=aE(X)+b. Tento vztah sa da odvodit’ zo

vzorca 2.6.

2.1.4 Diskrétne rovnomerné rozdelenie

Najjednoduchsia diskrétna ndhodna premenna je té, ktord nadobtida kone¢ny pocet hod-
ndt, priCom kazdu hodnotu s rovnakou pravdepodobnostou.

Pravdepodobnostna funkcia diskrétneho rovnomerného rozdelenia

Nech ndhodné4 premennd X nadobtda n hodnét x,,x,,...,x, srovnakou pravdepodobnostou,

potom X ma diskrétne rovnomerné rozdelenie, ked’ pravdepodobnostna funkcia ma tvar

F) =t @.7)
n

Priklad 2.10

Prva Cislica sériového Cisla suciastky je s rovnakou pravdepodobnost'ou jedna z Cislic 0
az 9. Néhodny experiment spociva vo vybere jednej suciastky z velkej davky, pricom nas
zaujima prva Cislica sériového ¢isla suciastky. Ked ndhodna premenna X je prva Cislica sério-
vého Cisla, potom X ma diskrétne rovnomerné rozdelenie s pravdepodobnostiou 0,1. Pravde-
podobnostna funkcia nahodnej premennej X je dand vzt'ahom

f(x)=0,1 pre xe{0,1,...,9}

alebo grafom na nasledovnom obrazku

A
Sx)
0IF® ® o ¢ 9 9 9 9 ¢ o
| | I 1 | | | | 1 I
A T O O O
01234567289 x
Obrazok 2.3. Pravdepodobnostna funkcia

Nech obor hodnoét diskrétnej ndhodnej premennej X predstavuju Cisla a, a+1, a+2,...b,

pre a < b . Obor hodndt X obsahuje b —a +1 hodnot, kazda s pravdepodobnost'ou * h
—a+

Potom pre strednt hodnotu plati

b 1
= k —_—
H ,; (b—a+lj

> — —
&o pomocou vztahu Z k= b(b+1) : (a—1Da
k=a

zjednodusime na tvar
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_b+a
H 2

Odvodenie vztahu pre rozptyl nechame Citatel'ovi ako cvicenie.

Stredna hodnota a rozptyl diskrétneho rovnomerného rozdelenia

Nech X je diskrétna rovnomerna ndhodnd premennd, ktord nadobuda celociselné hodnoty
a,a+l,a+2,...,b pre a <b.Potom veli¢ina definovana vztahom

b+a
u=E(X)= 5 (2.8)
sa nazyva stredna hodnota nahodnej premennej X a veli¢ina definovana vzt'ahom
—a+1) -1
gr=bmar -1 (2.9)

12

je rozptyl premennej X.

Priklad 2.11

Pre ndhodnti premennt z prikladu 2.10 vypocitame stredni hodnotu a rozptyl podla

predchadzajucich vzt'ahov
9+0 ) (9-0+1)°-1_99
=E(X)=—=45 a o =DX)=——"—"F—=—
u=E(X) 5 (X) B B

2.1.5 Binomické rozdelenie

Binomické rozdelenie sa pouZiva pri vybere s opakovanim, t.j. ked’ ide o nezavislé pokusy.
Vysvetlime to na priklade.

Priklad 2.12

Pravdepodobnost’, ze bit prendsany cez digitalny prenosovy kanal, je prijaty chybne, sa
rovna 0,1. Predpokladajme, ze prenosové pokusy su nezavislé. Nech X je pocet chybne prija-
tych bitov zo Styroch vyslanych. Ur¢ime P(X =3).

Nech elementarna udalost’ £ znamend, Ze bit je prijaty chybne a B je elementdrna uda-
lost’, Ze bit je prijaty bezchybne. Vyberovy priestor ndhodného experimentu 1 (NE1) spociva-
juceho z vyslania jedného bitu je

QIZ{E’B}

Pre pravdepodobnosti elementarnych udalosti £ a B plati:
P(E)=0,1 a P(B)=1-P(E)=0,9

Pri ndhodnom experimente 4 (NE4) spocivajucom vo vyslani Styroch bitov za sebou sa

vyberovy priestor rovna
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_ (BBBB,BBBE,BBEB, BBEE, BEBB, BEBE, BEEB, BEEE
‘" | EBBB,EBBE,EBEB,EBEE, EEBB, EEBE, EEEB, EEEE

Napriklad vysledok BEBE je zlozend udalost BN E N BN E vzhladom k £,, avSak elemen-
tarna vzhl'adom k vyberovému priestoru £, . Tato udalost’ znamena, Ze druhy a Stvrty bit je
prijaty chybne a ostatné dva bezchybne. Z predpokladu, Ze prenosové pokusy st nezavisleé,
vyplyva, Ze

P(BNENBNE)=P(B)-P(E)-P(B)-P(E)
Podobne to plati pre d’alSie udalosti, z ktorych sa sklada vyberovy priestor £, .

Ked kazdému vysledku NE4 priradime c¢islo, ktoré znamena pocet chybne prijatych bi-
tov, dostaneme nasledujucu tabul’ku priradeni

Udalost’ Udalost’ Udalost’ Udalost’

BBBB O| BEBB |1 |EBBB |1 | EEBB |2
BBBE 1| BEBE |2 | EBBE |2 | EEBE |3
BBEB 1| BEEB |2 | EBEB |2 | EEEB |3
BBEE 2| BEEE |3 | EBEE |3 | EEEE |4

Z tabul’ky vyplyva, Ze ndhodna premennd X zo zadania nadobtida hodnoty 0, 1, 2, 3, 4.
Udalost’ X =3 sa sklada zo zjednotenia Styroch disjunktnych udalosti:

BEEE U EBEE U EEBE U EEEB

Z nezévislosti pokusov vyplyva, Ze
P(EEBE) = P(E)P(E)P(B)P(E)=0,1"-0,9-0,1=0,1"-0,9 = 0,0009

To isté plati pre kazda z dalSich troch udalosti. Pretoze pravdepodobnost’ zjednotenia dis-
junktnych udalosti sa rovna suctu pravdepodobnosti jednotlivych udalosti, plati:

P(X =3)=4-0,0009 =0,0036

VSeobecne udalost X =x sa rovna zjednoteniu udalosti z vyberového priestoru (2,,

ktorych pocet je

N

Pre pravdepodobnost’ udalosti X =x teda plati:
4 n
P(X=x)=| [(0,1)"-(0,9)""
X
Predchéadzajuci priklad vedie k nasledujicemu vysledku.

Pravdepodobnostna funkcia binomického rozdelenia

Néahodny experiment sa skladd z n Bernulliho pokusov, pre ktoré plati:
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1. Pokusy st nezavislé.
2. Kazdy pokus ma iba dva mozné vysledky oznacené ako ,,ano* a ,,nie*.

3. Pravdepodobnost’ vysledku ,,ano* kazdého pokusu je konsStantna a rovna sa p.

Néahodna premenna X, ktora sa rovna poctu pokusov s vysledkom ,,ano* ma binomické
rozdelenie s parametrami 0 < p <l a n=1,2,... as pravdepodobnostnou funkciou

n n—x
fuo=[ ]pwj—p) , x=0,1,..,n (2.10)
X

Vseobecny zapis pre binomické rozdelenie je X ~ Bi(n, p).
Grafické zobrazenia pravdepodobnostnych funkcii pre rézne parametre n a p su na na-
sledujucom obrazku.

0,18 o 041 o °
- n op ] n-p
1 |e2005| o1 Te e 10 0,1 °
0,15 1 i 010 0,9
] 0,3
0,12 'Y 'Y i
2 0,09 1 @0,2: . 0
- [ ] ] .
0,06 - i
] 0,1
] . ’ 1
R | | | ’ i
g ? LY 1 ! !
ahiddasl HEAAASMNE G BN 2K 2 2 2 25 2 2 2K
012345678910 12 14 16 18 20 01 23456 7 8 910
X X

Obrazok 2.4. Binomické rozdelenie pre vybrané n a p

Stredna hodnota a rozptyl rozdelenia Bi(n, p)

Nech X je binomickd nahodnd premenna s parametrami p a n, potom veli¢ina definovana
vztahom

u=EX)=np (2.11)
sa nazyva strednd hodnota binomickej nahodnej premennej X a veli¢ina definovana vztahom
oc’=D(X)=np(l-p) (2.12)
sa nazyva rozptyl binomickej ndhodnej premennej X.

Pozndamka. VSimnime si, ze strednd hodnota a rozptyl binomickej nahodnej premennej zavi-
sia iba od parametrov p a n.
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Priklad 2.13

Pre ndhodnu premennu X z prikladu 2.12 je n =4 a p =0,1. Potom pre stredni hodnotu
a rozptyl nahodnej premennej X plati:
E(X)=4-01=04 a D(X)=4-01-09=0,36

Priklad 2.14

Kazda vzorka vody ma 10 % pravdepodobnost’, Ze obsahuje urcitu organicku znecist’u-
jucu latku. Predpokladame, Ze vzorky su nezavislé vzhl'adom na pritomnost’ znecistujuce]
latky. N4jdeme pravdepodobnost’, ze z 8 vzoriek presne 3 budu obsahovat’ znecistujucu latku.

Nech X je pocet vzoriek z 8 analyzovanych vzoriek, ktoré obsahuji znecist'ujicu latku.
Potom X je binomické ndhodna premenné s parametrami p =0, a n =8 . Preto

8 3 5 8' 3 5
P(X=3)=| _[-01"-0,9° =——-0,1"-0,9° =0,0330674
3 315!

Teraz ur¢ime pravdepodobnost’, ze aspoi Styri vzorky obsahuju znecistujicu latku. Pla-

ti:

x=4\ X

8. (8
P(X >4)= Z( J-o,lx -0,9%"

Tuto pravdepodobnost’ 'ahSie vypocitame pomocou doplnku povodnej udalosti, t. j.

3. (8 ! .
P(X24)=1-P(X<4)=1->| |-0,17-0,9°" =
X

x=0

=1- (0,430467 +0,382638 +0,148804 + 0,0330674) =0,0050236 = 0,005

Nakoniec vypocitame pravdepodobnost’ udalosti 3 < X < 6. Plati:

> (8
P(3SX<6):Z( J,Ojlx.0’98—x:
X

x=3

=0,0330674+ 0,0045927 +0,00040824 = 0,03806834 ~ 0,038

2.1.6 Hypergeometrické rozdelenie

V priklade 2.7 denna produkcia 800 suciastok obsahuje 30 stiéiastok, ktoré nespliiaju
poziadavky zakaznika. Dve suciastky sa ndhodne vybrali bez opakovania z dennej produkcie.
Znamena to, ze vybrané jednotky sa nevracaji pred vyberom d’alSej jednotky. Nech 4 resp. B
su udalosti, ze prva resp. druhé suciastka je nevyhovujuca. Vieme, ze

P(A) = % =0,0375 a P(B|A) =29/799 =0,036295369
Teda znalost’ toho, ze prva suciastka je nevyhovujlca, znizuje pravdepodobnost’ toho, ze
druhd vybrand sutciastka je nevyhovujuca. Ak naopak vieme, ze prva vytiahnutd je
vyhovujtca, tak pravdepodobnost’, Ze druhd vytiahnuta je nevyhovujuca, sa rovna
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P(B|A') =30/799 =0,037546934

¢o je vicsia, ako v prvom pripade.
Tento ndhodny experiment sa zasadne liSi od ndhodného experimentu zaloZenom na
binomickom rozdeleni. V tomto experimente jednotlivé pokusy nie s nezavislé.
Nech X je pocet nevyhovujtcich dielcov vo vybere. Potom pravdepodobnost’, Ze obidve
suciastky su vyhovujlce, sa rovna
770 769

P(X=0)=———-=0,92636
800 799

Pre pravdepodobnost’ udalosti, Ze prva vybrana suciastka vyhovuje a druha nevyhovuje alebo
prva nevyhovuje a druha vyhovuje, plati

plx == 170,30 30 770 0g
800 799 800 799

P(X =2)= P(obidve nevyhovuju)—ﬂ 2 =0,00136

800 799
Poznamka. Ako sme prezentovali v tomto priklade, vybery sa c¢asto vykondvaju bez
opakovania. Preto bolo rozumné odvodit’ vSeobecny vzorec na vypocet pravdepodobnosti.
Pravdepodobnostna funkcia hypergeometrického rozdelenia

Majme konec¢ny subor N jednotiek (napr. vyrobkov), z ktorych M jednotiek ma urcita
vlastnost’ V'a N — M jednotiek tuto vlastnost’ nema. Zo siboru vyberieme ndhodne naraz ale-
bo postupne (bez opakovania) n jednotiek.

0,8 -
0,74X N n M
e|) 5 5
0,6 1 050 5 25
0.5 X50 5 3
0,4 1 *t
£ 03 6 &
X i |
0,2 1 | | |
) i | o
RE T IR T A
1 1 1
0048 | ¥ ¥ x %
0 1 2 3 4 5
X

Obrazok 2.5. Hypergeometrické rozdelenie pre vybrané hodnoty parametrov N, M a n

Nech nahodna premenna X predstavuje pocet x jednotiek z n vybratych jednotiek, kto-
ré maju vlastnost’ V. Potom ndhodna premenna X ma hypergeometrické rozdelenie, ak jej
funkcia rozdelenia pravdepodobnosti ma tvar
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[MJ(N—M)
X . n—Xx
f(x)= v : x=max{0,n+M — N},...,min{M,n} (2.13)

kde N, M, n su prirodzené Cisla, pre ktoré plati 1<n< N, 1<M <N.

Vseobecny zapis pre hypergeometrické rozdelenie je X ~ H(N,M ,n).
Na obrazku 2.5 st grafy pravdepodobnostnych funkcii pre tri rézne kombinacie parametrov
N, naM.

Priklad 2.15

Priklad uvedeny na zaciatku tejto ¢asti mozno znovu vypocitat’ pomocou vseobecného vzorca
z definicie hypergeometrickej nahodnej premennej. Teda plati

[30} (770]
0 2
P(X =0)= _ 296065 =0,92636
[800] 319600
2

(30} (770)
1 1
P(X =1)= _ 23100 =0,07228

(800) 319600
2

(30} [770]
2 0
P(X =2)= 435 =0,00136.

(SOOJ ~ 319600
2

Priklad 2.16

Davka obsahuje 100 dielcov potrubia od dodavatela A a 200 dielcov potrubia od
dodavatel'a B. Nahodne vyberieme 4 dielce bez opakovania. Nech X je pocet dielcov vo
vybere, ktoré s od dodavatela A. Potom nahodnd premenna X mé hypergeometrické
rozdelenie.

Chceme vypocitat, aka je pravdepodobnost, ze vsSetky Styri vybrané dielce st od
dodavatela A. Pozadovana pravdepodobnost’ je P(X =4). Teda

1%3’4)(¥igég?¥jopll9
4

Teraz nas zaujima pravdepodobnost’, Ze dve a viac dielcov z vyberu st od dodavatel’a A.
b
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(IOOJ (200] (IOOJ [200] [100] [200}
2 2 3 1 4 0
P(X2>22)= + + =
300 300 300
4 4 4

=0,2978+0,0978+0,0119 = 0,4075
Nakoniec chceme poznat’ pravdepodobnost’, ze aspon jeden dielec je od dodavatela A.

[100] (200]
0\ 4
P(X21)=1-P(X=0)=1-~—~>"2-1-0,1955 = 0,3045
300
4

Stredna hodnota a rozptyl hypergeometrickej nahodnej premennej sa daju uréit
z pokusov, ktoré tvoria experiment. Pretoze pokusy nie st nezavislé, vypocty su zlozitejsie,
ako pri binomickom rozdeleni.

Stredna hodnota a rozptyl hypergeometrického rozdelenia

Nech X je hypergeometrickd ndhodna premennd s parametrami N, M a n. Potom veli¢ina defi-
novana vzt'ahom

u=EX)=np (2.14)

sa nazyva stredna hodnota hypergeometrickej nahodnej premennej X a veli¢ina defino-
vana vztahom

N-—-n

O'Z(X):D(X):np(l—p) N1

(2.15)

sa nazyva rozptyl hypergeometrickej nahodnej premennej X

Poznamka. Hodnota p=M /N .

Priklad 2.17

V predchadzajicom priklade je rozsah stiboru 4. Ndhodna premenna je pocet dielcov vo

vybere od dodavatel'a A. Potom p = % = % Preto

100 1 2
E(X)=4-—=1,33 D(X)=4-—-—((300-4)/299|= 0,88
(X)=4-- 2 DX)=4- 3[( )/299]

Hypergeometricka ndhodna premenna ma E(X) rovnaka ako binimicka nahodna premenna,

N-—-n

D(X) salisi od binomickej nahodnej premennej iba o ¢len = ktory sa nazyva korek¢ény

¢len pre konec¢ny zakladny subor.
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Vyber s opakovanim je ekvivalentny s vyberom z nekoneénej mnoziny, pretoze podiel
s vlastnostou V zostava konsStantny pre vSetky pokusy v experimente. Vieme uz, ze pri vybere
s opakovanim pocet s vlastnostou V' vo vybere o rozsahu # je binomicka ndhodné premenna X
srozptylom np(l1—p). Z toho vyplyva, ze korekény ¢len pre koneCny zakladny stbor
reprezentuje korekciu binomického rozptylu pre vyber bez opakovania z kone¢nej mnoziny
rozsahu N.

Ak n je relativne malé vzh'adom na N, korekcia je mala a hypergeometrické rozdelenie
je podobné¢ binomickému. V tomto pripade modze binomické rozdelenie efektivne
aproximovat rozdelenie poctu jednotiek Specidlneho typu vo vybere.

Priklad 2.18

Vypis z uctovnej uzavierky zédkaznika vo velkej firme obsahuje 1000 zdkaznikov. Z
nich 700 kupilo aspon jeden z produktov firmy za poslednych pat’ mesiacov. Na ohodnotenie
nového navrhu vyrobku bolo ndhodne vybranych z hromadného vypisu 50 zakaznikov.
Chceme vediet, aka je pravdepodobnost’, ze viac ako 40 z vybranych zdkaznikov kupilo
aspon jeden produkt firmy.

Vyber je bez opakovania. Pretoze rozsah vyberu 50 je pomerne maly vzhl'adom na
pocet zdkaznikov na vypise 1000, pravdepodobnost’ vybratia zakaznika, ktory kupil asponi
jeden produkt firmy za poslednych pit mesiacov zostava priblizne konStantnd po vybere
tohto zakaznika.

Nech napriklad A4 je udalost, Ze prvy vybraty zakaznik kupil aspoil jeden produkt firmy
za poslednych pat mesiacov, B je udalost, ze druhy vybraty zékaznik kupil aspon jeden
produkt firmy za poslednych pat’ mesiacov. Potom

P(4) = 79 _o7 a P(B|4) = 999 _ 0,6997
1000 999

Teda tieto pokusy su priblizne nezavislé.

Nech X je pocet zdkaznikov vo vybere, ktori kupili aspoil jeden produkt firmy za
poslednych pét’ mesiacov. Potom X je hypergeometrickd ndhodnd premennd s parametrami
N =1000, n=50 a M =700, zcoho vyplyva,ze p=M /N =0,7.

Pozadovanu pravdepodobnost P(X >40) vypocitame pomocou hypergeometrického

rozdelenia. Plati:

{700) ( 300 j
P(X > 40)= A5 V07X h36ss
% (1000
(%)

PretoZe rozsah vyberu je pomerne maly vzhl'adom na rozsah celého suboru, rozdelenie

X mozno aproximovat binomickym rozdelenim s parametrami n =50 a p=0,7 Z toho

dostaneme, ze

50 (50
P(X >40) = Z( j-o,w(l —0,7)" =0,04023
X

x=41
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Vidime, ze vysledky sa lisia o0 0,00365, ¢o je pomerne dobra zhoda.

Poznamka. V dobe beznej dostupnosti PC a Statistickych softvérov nie je potrebné aproximo-
vat’ hypergeometrické rozdelenie binomickym.

2.1.7 Poissonovo rozdelenie

Poissonovo rozdelenie vysvetlime na priklade.

Priklad 2.19

Predpokladame, ze n bitov sa prenaSa cez digitalny prenosovy kanal. Nech nahodna
premennd X je pocet chybnych bitov. Ked’ je pravdepodobnost’, Ze bit je chybny, konStantn4 a
prenosy su nezavislé, X ma binomické rozdelenie. Nech p je pravdepodobnost’, ze bit je
chybny. Ked’ ozna¢ime A = pn, potom E(X)=pn=71a

(-

Teraz predpokladajme, Ze pocet prenesenych bitov rastie a pravdepodobnost’ chyby kle-
sa tak, Zze pn sa rovna konstante. Teda n rastie a p primerane klesa tak, ze E(X)= A zostava
konStantna. Potom sa da dokazat’, ze

e*/l X

lim P(X = x) = x=0,1,2,...

n—x0 X!

Pretoze pocet prenesenych bitov sa blizi k nekoneénu, pocet chyb sa mdze rovnat’ 'ubovol-
nému kladnému celému c¢islu. Obor hodn6ét nahodnej premennej X teda tvoria vSetky celé
kladné ¢isla.

Priklad 2.20

Chyby sa vyskytuji ndhodne pozdiz dizky tenkého medeného drotu. Nech nahodna
premenna X je po¢et chyb na diZke drotu L milimetrov a predpokladame, Ze priemerny podet
chyb na L milimetrov drotu je 4.

Rozdelenie pravdepodobnosti X sa da zistit pomocou uvahy do urcitej miery podobne;j
ako v predoslom priklade. Rozdel'me celt dizku L drétu na n malych intervalov, napriklad
dizky 1 mikrometer. Ak tieto intervaly s dostatoéne malé, pravdepodobnost, Ze sa vyskytne
viac ako jedna chyba na niektorom intervale, je zanedbateI'na. Predpoklad, Ze chyby sa vysky-
tuji ndhodne, implikuje, Ze kazdy interval ma rovnaku pravdepodobnost’ p, Ze obsahuje chy-
bu. Nakoniec predpokladajme, ze pravdepodobnost’ toho, ze nejaky interval obsahuje chybu,
nezavisi od toho, ¢i iné intervaly chybu obsahuji. Rozdelenie pravdepodobnosti nahodne;j
premennej X sa da modelovat’ priblizne binomickou ndhodnou premennou. Pretoze

EX)=A=np
dostaneme, ze

A
p:_
n
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Teda pravdepodobnost’, Ze niektory z intervalov obsahuje chybu, je A/n. Ked su intervaly
dostato¢ne malé, potom n je velmi velké a p je velmi malé. Preto rozdelenie ndhodnej

premennej X sa ziska ako v predchddzajicom priklade.

Tento priklad mézeme zovSeobecnit na Siroku Skélu ndhodnych experimentov.
Napriklad, pocet Castic kontaminovanych vo vyrobe polovodi¢ov, pocet chyb na bale textile,
pocet hovorov s telefonickou ustrediiou a pocet Castic emitovanych z nejakej vzorky st
priklady, ktoré mozno uspeSne modelovat’ pomocou d’alej uvedenej pravdepodobnostnej
funkcie.

Poissonov proces

Predpokladajme, ze pocetnost udalosti, ktord nds zaujima, je spocitatelnd na intervale
(¢asovom, dizkovom, hmotnostnom, plosnom, priestorovom a pod.) a dany interval sa da
rozdelit na malé intervaly. Ked’ tieto intervaly majt tak mala dizku, Ze

1. pravdepodobnost’ vyskytu sledovanej udalosti viac ako jedenkrat na takomto intervale
sa rovna nule;

2. pravdepodobnost’ jedného vyskytu sledovanej udalosti na malom intervale je rovnaka na
vietkych malych intervaloch a proporcionalna dizke intervalu;

3. vyskyty sledovanej udalosti na neprekryvajucich sa (disjunktnych) malych intervaloch
su nezavislé,
potom nahodny experiment sa nazyva Poissonov proces.

Pravdepodobnostna funkcia Poissonovho rozdelenia

Néhodna premennd X pocet vyskytov sledovanej udalosti na danom intervale je Poissonova
nahodna premenna s parametrom A >0 a pravdepodobnostnou funkciou

et A

x!

f(x)= x=0,1,2,... (2.16)

Vseobecny zapis pre Poissonovo rozdelenie je X ~ Po(A4).

Priklad 2.21

V pripade tenkého medeného drétu predpokladajme, ze pocet chyb sa riadi Poissono-
vym rozdelenim so strednou hodnotou 2,3 chyb na milimeter.

Vypocitajme pravdepodobnost’ vyskytu dvoch chyb na 1 milimetri drotu. Nech X je
pocet chyb na 1 milimetri drotu. Potom E(X)=2,3 chyb a

23 92
p(Xzz):izo,%s
2!

Teraz nas zaujima, akd je pravdepodobnost, Ze 10 chyb je na 5 milimetroch drotu. Nech
X je pocet chyb na 5 milimetroch drotu. Potom X ma Poissonovo rozdelenie so strednou
hodnotou
E(X)=5-23=115 chyb
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Preto

s 11,57

P(X=10)=e =0,1129

Nakoniec vypocitame pravdepodobnost, ze aspon jedna chyba je na 2 milimetroch
drotu. Nech X je pocet chyb na 2 milimetroch drétu. Potom X ma Poissonovo rozdelenie
pravdepodobnosti so strednou hodnotou

E(X)=2mmx 2,3 chyb/mm= 4,6chyb
Preto
P(X>1)=1-P(X =0)=1-¢""* =0,9899

Priklad 2.22

Nedistota je problém pri vyrobe optickych skladovacich diskov. Pocet kontaminova-
nych CiastoCiek na optickom disku ma Poissonovo rozdelenie pravdepodobnosti a stredna
hodnota po&tu Eastic na 1 cm” povrchu média je rovna 0,1. Plocha disku, ktora skamame je
100 cm’,

Vypocitame pravdepodobnost’, Ze 12 Castic sa nachddza na skiimanej ploche. Nech X je
pocet &astic na skiimanej ploche. Stredna hodnota poétu &astic na 1 cm? je 0,1. Preto plati:

E(X)=100cm’ x 0,1 &astic/cm’ = 10 &astic
Z toho vyplyva, ze

-10 12
Px =12)=¢ 19

=0,09478

Pravdepodobnost’, Ze ziadna Castica sa nenachadza na skiimanej ploche disku je
P(X=0)=¢""=4,54x10""
Urc¢ime pravdepodobnost’, Ze 12 alebo menej Castic je na skimanej ploche disku. Pozadovana

pravdepodobnost’ je

P(X£12):P(X:0)+P(X:1)+---+P(X:12):ieimil()i

i=0 1!

=0,79156

Vypocitana hodnota je hodnota distribu¢nej funkcie Poissonovho rozdelenia v bode 12 t. j.
F(12)=P(X <£12)=10,79156

Stredna hodnota a rozptyl Poissonovho rozdelenia

Odvodenie strednej hodnoty a rozptylu Poissonovej nahodnej premennej nechame na
cvic¢enie. Tu uvedieme len vzorce.

Nech X je Poissonova ndhodna premennd s parametrom A, potom veli¢ina definovana
vzt'ahom

u=EX)=1 (2.17)
je stredna hodnota rozdelenia X ~ Po(A) a veli¢ina definovana vzt'ahom

oc’=D(X)=1 (2.18)
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je rozptyl rozdelenia X ~ Po(A).

Poznamka. VSimnime si, ze strednd hodnota a rozptyl Poissonovej nahodnej premennej st
rovnaké.

2.2 Spojité nahodné premenné

V predoslej kapitole sme hovorili o merani pridu v tenkom medenom dréte. VSimli sme
si, ze vysledky sa pri opakovanych meraniach lisili. Sposobovali to zmeny okolitej teploty,
necistoty v chemickom zloZeni drotu, kolisanie zdroja prudu atd’.

Iny priklad je vyberanie jedného dielca s dennej produkcie a vel'mi presné meranie diz-
ky. V praxi sa mozu vyskytnat malé vykyvy aktudlne meranej dizky sposobené vibraciami,
kolisanim teploty, roznymi operatormi, kalibraciami, opotrebovanie rezného néstroja, opotre-
bovanie loziska a zmeny suroviny. Dokonca aj postup merania méze vyprodukovat vykyvy
v kone¢nych vysledkoch.

Merania v tychto typoch experimentov mozno reprezentovat’ pomocou nejakej nahodne;j
premennej X. Rozumné je modelovat’ obor moznych hodndt ndhodnej premennej X nejakym
intervalom (konecnym alebo nekone¢nym) realnych ¢isiel. Pretoze pocet moznych hodndt na-
hodnej premennej X je nespocitatel'ne nekonecny, X ma rozdelenie zrete'ne odlisné od dis-
krétneho rozdelenia, ktorym sme sa zaoberali v predchadzajucej kapitole. PretoZze obor hodndt
nahodnej premennej X obsahuje vSetky hodnoty z nejakého intervalu redlnych ¢isiel, mozno si
ho predstavit’ ako nejaké kontinuum.

Niekolko spojitych rozdeleni sa Casto pouziva v aplikdciach. Tieto rozdelenia spolu
s prikladmi vypoctu pravdepodobnosti, strednych hodnét a rozptylov st opisané v tejto kapi-
tole.

2.2.1 Rozdelenie pravdepodobnosti spojitej nahodnej premennej

Rozdelenie pravdepodobnosti spojitej nahodnej premennej X je jednoznacne definované
pomocou funkcie hustoty pravdepodobnosti f(x) alebo distribuénej funkcie F(x)

Hustoty pravdepodobnosti

Funkcia f(x) sa nazyva hustota pravdepodobnosti (dalej len hustota) spojitej nahodne;j
premennej X, ak pre iu plati:

1. f(x)=0

2. Ojof(x)dx =1

b
3. P(a< X <b)=[f(x)dx prelubovolnéaab (2.19)



52 Ndahodné premenné

Poznamka. Z (2.19) vyplyva, Ze pre l'ubovolny bod x, z oboru hodndt premennej X plati, ze

P(X =x,)=0.
Sx),

a b X

Obrazok 2.6. P(a < X <b) urcend plochou pod f(x)

Z vlastnosti funkcie hustoty ( aj z obrazka) vyplyva, ze
Pla<X<b)=Pla<X<b)=PasX<b)=Pla<X<b)

Pozndamka. Pri spojitej nahodnej premennej nerozliSujeme nerovnosti ostré < a neostré <.

Priklad 2.23

Nech spojita ndhodna premennd X oznacuje prud merany v tenkom medenom drote

v miliampéroch.
Sx) a

0,05

| .

Obrazok 2.7. Hustota prudu meraného v tenkom medenom drote

Predpokladame, ze obor hodnot X je [0, 40 mA] a funkcia hustoty pravdepodobnosti je
f(x)=0,025 pre 0 < x <40

Chceme zistit’ pravdepodobnost’, Ze namerand hodnota prudu je mensia ako 15 mA. Po-
zadovanu pravdepodobnost’ vypocitame takto:

15 15
P(X <15) = [ f(x)dx = [0,025dx = 0,375
0 0

Dalej chceme vypoéitat’ pravdepodobnost, ze namerana hodnota pridu je vicsia ako
5 mA a mensia ako 30 mA. Pozadovana pravdepodobnost’ je dand vztahom

30 30
P(5< X <30) = [ f(x)dx = [0,025dx = 0,625
5 5

Priklad 2.24

Nech spojita ndhodna premenna X je priemer diery vyvftanej do kovovej suciastky. Me-
novity rozmer je 22,5 mm. Nahodné kolisania procesu ved k va¢sim priemerom. Historické
data ukazuju, Ze rozdelenie X mozno modelovat’ pomocou funkcie hustoty



Ndahodné premenné 53

f(x)=10e™ "0 x>225.

Ak sa stciastky s priemerom vacsim ako 22,6 mm vyrad'uji, chceme vediet’, aky podiel
suciastok sa vyradi. Stciastka sa vyradi ak X > 22,6 . Potom plati, Ze

P(X >22,6)= [ f(x)dx= [10e™°CVdx =[-e "5, =0,368

22,6 22,6

Sx) a

>
X

Obrazok 2.8. Hustota priemeru diery vyvitanej do kovovej suciastky

Teraz chceme vediet’, aky podiel sti¢iastok ma priemer vacsi ako 22,5 mm a mensi ako
22,6 mm. V tomto pripade plati:
22,6
P(22,5< X <22,6)= [10e™" 2 dx =[-e V134 = 0,632
22,5
Tuto pravdepodobnost’ mozno vypocitat’ aj pouzitim doplnku udalosti 22,5 < X < 22,6
takto:

P(22,5< X <22,6)=1-P(X >22,6)=1-0,368 = 0,632

Dalsia dolezita funkcia, ktora jednoznacne definuje spojitii ndhodnt premennt, sa nazy-
va distribu¢na funkcia. Uvedieme jej definiciu.

Distribuéna funkcia

Funkcia F(x) sa nazyva distribu¢na funkcia spojitej nahodnej premennej X, ak plati:
F(x)=P(X <x) = [ f(u)du, —o<x<w (2.20)

Vlastnosti distribu¢nej funkcie:
1. 0<F(x)<l1

2. F(x,)<F(x,) ak x, <x,
_dF(x)
dx

98]

S (x)

pre vSetky x pre, ktoré existuje derivacia

4. F(-0)=limF(x)=0 a F(o0)=limF(x)=1

X—>—00 X—>0
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Priklad 2.25

Spojita ndhodnd premenna X oznacujuca prad merany v tenkom medenom drote (Pri-
klad 2.23) ma distribu¢nt funkciu, ktora sa sklada z troch vyrazov. Pre x <0 je f(x)=0.

Preto plati:
F(x)=0 pre x<0

F(x) = [ f(u)du =0,025x pre 0<x <40
0

F(x):]if(u)du)zl pre 40 < x

Distribu¢na funkcia ma teda tvar:

0 x<0
F(x)=:0,025 0<x<40
1 40< x
F(x)a
l..
fﬁ

0 20 x

Obrazok 2.9. Distribucna funkcia prudu meraného v tenkom medenom drote

Vsimnime si, ze v definicii F'(x) znak < mdzeme zamenit' znakom < a naopak. To
znamena, ze F(x) mozno definovat’ vbode x =0 ako 0,05x alebo 0 a vbode x =20 ako
0,05x alebo 1. Inak povedané, F(x) je spojita funkcia. V pripade diskrétnej nahodnej pre-
mennej F(x) nie je spojita funkcia. Niekedy je spojita ndhodna premenna definovana ako na-

hodné premenna so spojitou distribucnou funkciou.
Priklad 2.26
Distribu¢na funkcia F'(x) priemeru diery (Priklad 2.24) sa sklada z dvoch vyrazov:
F(x)=0 pre x <225
apre 22.5<x
F(x) — jsloefl()(usz,S)du — 1_ e*lo(x722,5)
22,5

Distribuc¢na funkcia je teda dand vztahom:

0 X <225
FOO= ez gp5¢,
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F(x)a

0 12.5 x

Obrazok 2.10. Distribucna funkcia priemeru diery vyvitanej do kovovej suciastky

Priklad 2.27

Doba do skoncenia chemickej reakcie (v milisekundach) je ndhodna premenna X, ktora
ma priblizne rozdelenie z distribu¢nou funkciou

0
F(x)= 1 — 002

Chceme vypocitat' funkciu hustoty f(x) ndhodnej premennej X. Vieme, ze funkcia

x<0

0<x

hustoty je derivaciou F'(x)

dF(x
fn =52
pre vsetky x, pre ktoré derivacia existuje. Vyuzijuc tuto vlastnost’, dostaneme:
0 x<0
1= {o,oz e 0<x

Dalej chceme vediet, aky podiel opakovanych reakcii skondi v priebehu
180 milisektind. Pravdepodobnost’, Ze nejaka reakcia skonci v priebehu 180 milisektind, je

P(X <180)=F(180)=1-¢°=0,97268

2.2.2 Ciselné charakteristiky spojitej nahodnej premennej

NajdolezitejSie ¢iselné charakteristiky spojitej ndhodnej premennej st stredna hodnota
arozptyl. Definuji sa podobne ako v pripade diskrétnej nahodnej premennej, s tym rozdie-
lom, Ze v definicii sa sumdacia nahradi integraciou.

Nech X je spojita nahodna premenna s funkciou hustoty f(x), potom mézeme defino-

vat’ ¢iselné charakteristiky.

Stredna hodnota (o¢akavana hodnota)

Charakteristika polohy oznacovana ako u alebo E(X), ktora je definovana vztahom

00

p=E(X)= [ xf (x)dx (2.21)

—00

sa nazyva stredna hodnota (o¢akavana hodnota) spojitej nahodnej premennej X.
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Rozptyl (disperzia)
Charakteristika variability oznadovana ako o~ alebo D(X), ktora je definovana vztahom

o0

o’ =D(X)= [ (x=u) f(¥)dx= [ ¥ f(x)dx— 1’ (2.22)

—00

sa nazyva rozptyl (disperzia) spojitej nahodnej premennej X.

Smerodajna odchylka

Charakteristika variability definovana vztahom

o =D(X) = \/ j (x — 1)’ f(x)dx = \/ j X2 f(x)dx — 1 (2.23)

sa nazyva smerodajna odchylka spojitej nahodnej premennej X.

Kvantily

Kvantily su charakteristiky polohy. Charakterizuju, kde ndhodna premenna nadobuda hodnoty
a s akymi pravdepodobnostami. Cislo x, nazyvame 100P-percentny kvantilom spojitej na-

hodnej premennej, ked’ pre P € (0,1) plati:
»
F(x,)= j f(x)dx=P (2.24)
Specialny pripad kvantilu je median, &o je 50 % kvantil. Oznaduje sa znackou X5 alebo x

alebo x.

Modus

Hodnota, v ktorej hustota spojitej ndhodnej premennej nadobuda maximum, sa nazyva modus
a oznaCuje sa znaCkou x alebo x, .

Priklad 2.28

Spojita ndhodna premennd X meranie pridu v tenkom medenom drote (Priklad 2.23) ma
strednu hodnotu

40
E(X)= j xf(x)dx =[0,025x% /2] =20
0
rozptyl
40
D(X) = [ (x=20)" f (x)dx =[0,025(x - 20)° / 3];" = 133,333
0

a smerodajna odchylka

o =D(X) =4/133,333 =11,547
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Priklad 2.29

Nahodna premenna X predstavujica priemer diery (Priklad 2.24) ma strednu hodnotu

E(X)= I x f(x)dx = I 1007106229 gy
25 25
o 10225 7%
=| e MUY | =22,540,1=22,6
10 2.5

Rozptyl ndhodnej premennej X je

D(X) = T (x—22,6) f(x)dx

22,5

Podobne ako pri strednej hodnote pouzijeme integraciu metddou per partes avSak v tomto pri-
pade dvakrat a dostaneme hodnotu rozptylu

D(X)=0,01
Stredna hodnota nejakej funkcie A(X) spojitej nahodnej premennej je definovana podobne

ako v pripade diskrétnej ndhodnej premenne;.

Stredna hodnota funkcie spojitej nahodnej premennej

Nech X je spojita nahodna premenna s funkciou hustoty f(x) a A(X) je funkcia ndhodne;j

premennej X. VeliCina ozna¢ovana ako y, ., alebo E[A(X)], ktord je definovand vztahom

Hoy = E(h(X)) = [ h(x) f(x)dx (2.25)

sa nazyva stredna hodnota funkcie spojitej ndhodnej premennej X.

Priklad 2.30

Spojitd ndhodn4 premenna X v priklade 2.23 je prud merany v tenkom medenom drote
v miliampéroch. Chceme vypocitat’ strednt hodnotu druhej mocniny pradu.

V tomto pripade A(X)= X", preto
© 40 3 40
E(h(X))= j X2 f(x)dx = j 0,025x>dx = o,ozs{?} =533,333
0

0

—00

Pozndmka. V predchadzajicom priklade sa strednd hodnota ndhodnej premennej X* nerovna
druhej mocnine E(X). Avsak pre funkciu nahodnej premennej A(X)=aX +b,kdea a b st

I'ubovol'né konstanty, je stredna hodnota E[A(X)]=aE(X)+b. Tento vzt'ah sa da odvodit

z vlastnosti integralov.
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2.2.3 Spojité rovnomerné rozdelenie
Spojité rovnomerné rozdelenie je najjednoduchsie zo vSetkych spojitych rozdeleni.

Rovnomerné rozdelenie a jeho hustota

Néhodna premennd X, ktord ma hustotu
f(x):L, a<x<b (2.26)
b—a

je spojita rovnomerne rozdelena nahodna premenna.
Spojité rovnomerné rozdelenie ndhodnej premennej X oznaCujeme X ~ R(a,b)

Vypocitajme stredni hodnotu a rozptyl spojitej rovnomerne rozdelenej ndhodnej premennej X
(obrazok 2.11).

JX) a

| _ >
0 a b X

Obrazok 2.11. Hustota spojitého rovnomerného rozdelenia

Ciselné charakteristiky polohy a variability

Stredna hodnota spojitej rovnomerne rozdelenej nahodnej premennej X je

X dx—{ 0,5x2}b _a+b
a

E(X)ng— b—a| 2

Rozptyl ndhodnej premennej X je

2 37
(x_aerj (x_aer]
2 ) 2 ) | _(-ap
a

| 3(b-a) 12

a

Tieto vysledky mozno prehl'adne zosumarizovat'.
Ked X je spojita rovnomerne rozdelend ndhodna premennd na intervale a < x <b, po-
tom jej stredna hodnota je dana vztahom

a+b

u=E(X)= (2.27)

a pre rozptyl plati vzt'ah
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(2.28)

Priklad 2.31
Spojita ndhodna premenna X (prud merany v tenkom medenom dréte) ma obor hodndt od
0 mA do 40 mA. Hustota je

f(x)=0,025 pre 0 < x <40

Chceme vediet, aka je pravdepodobnost, Ze hodnota meraného pridu je od 5 mA do
30 mA. Pozadovana pravdepodobnost’ je dana velkostou vyciarkovanej plochy na
obrazku 2.12.

'y
Jx)

0.05

4 . >
0 5 10 15 20 x

Obrazok 2.12. Hustota prudu meraného v tenkom medenom draéte

a vypocitat’ ju mozno takto:
30

P(5< X <30)= If(x)a’x =25.0,025=10,625
5

Vzorce pre stredntt hodnotu a rozptyl mozno aplikovat’ s parametrami ¢ =0 a b = 40. Potom

2
E(X)=20mA a D(X) =% = 133,333 (mA)?

Z rozptylu dostaneme hodnotu smerodajnej odchylky o =11,547 nahodnej premennej X.

Distribu¢na funkcia rozdelenia R(a,b)

Distribuénu  funkciu spojitej rovnomerne rozdelenej ndhodnej premennej dostaneme
integraciou funkcie hustoty. Pre a < x<b je

x a
b—a b-a

F(x):Ibiadu:

Potom plati, ze distribu¢na funkcia spojitej rovnomerne rozdelenej ndhodnej premennej je
definovana vzt'ahom:

0 x<a

F(x)=12"¢ a<x<h (2.29)
b—a
1 b<x

Pozndamka. Priklad distribucnej funkcie F(x) spojitej rovnomerne rozdelenej ndhodnej pre-

mennej je na obrazku 2.9.
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2.2.4 Normalne rozdelenie

NajcastejSie pouzivany model rozdelenia ndhodnej premennej je normalne rozdelenie.
Hustoty normalneho rozdelenia
Néhodna premennd X s hustotou

—(x-p)’
e 27 pre —0<x <o (2.30)

1
f(x)—ﬂ.a

ma normalne rozdelenie s parametrami x, kde —o<pu<ow, a o> >0, &o zapisujeme
X ~ N(u,0”) . Parametre rozdelenia normalnej nihodnej premennej X st stredna hodno-

ta u=E(X) arozptyl D(X)=0".

)4 o=l ool

- .- ’
u=> u=I5 X

Obrazok 2.13. Funkcie hustoty pre vybrané hodnoty parametrov 1 a &°

Dalsie viastnosti funkcie hustoty f(x) normdlneho rozdelenia:
= graf je symetricky podl'a osi x = x,

* inflexné body funkcie st x=pu+0 a x=u—-o,

» Jokalne maximum f(u)= jebode x = u,

1
o217

» stredna hodnota, median a modus sa rovnaja t.j. u=x X

med = mod *

Distribu¢na funkcia rozdelenia N(u, o°)

Distribu¢na funkcia F(x) nahodnej premennej X ~ N(u, o) je realna funkcia, pre ktort
plati:
-y

x _1(t=uY
F(x)= ! Ie2{"jdt pre —o0< x < o0 (2.31)
o2 7,

Pre I'ubovol'né redlne ¢islo x predstavuje hodnota F'(x) plochu ohrani¢eni grafom funkcie

hustoty f(x) a osou x na intervale (—o, x].
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Fx) |

0,5 p---m-mmmmmmmmeee;
’ P = x)=Flx,)

U X, X

Obrazok 2.14. Distribucnd funkcia rozdelenia N(u, o)

Niekolko uzitocnych vysledkov tykajicich sa normélneho rozdelenia je uvedenych
v tvare rovnic a na obrazku 2.15. Pre nahodnu premenntt X ~ N(u,c°) plati:

P(lu-o<X<u+o0)=0,6827
P(u-20< X< u+20)=0,9545
P(u-30c<X<u+30)=0,9973

Jix)a

i
u=-3c uy—2c uy-c u u+c u+2c u+3c x
68,27%
95.45%
99.73%

>
»

i >

Obrazok 2.15. Pravdepodobnosti suvisiace s normalnym rozdelenim

Zo symetrie f(x) vyplyva, ze
P(X>u)=P(X<u)=0,5

Normovana normalna nahodna premenna

Vel'mi délezitym pripadom normalneho rozdelenia je normované normalne rozdelenie.
Normélne rozdelenti nihodnt premennt X s parametrami x=E(X) a o° = D(X) mozno

pretransformovat’ na ndhodnt premennu

(2.32)

ktora ma normované normalne rozdelenie s parametrami £(Z)=0 a D(Z)=1.
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Hustota normovanej ndhodnej premennej Z ma Specialne oznacenie a ma tvar
1
#(z)= \/2_e 2 pre —0<z<®© (2.33)
/4

a jej distribuéna funkcia je

1
D(z)=——=—=|e?dt pre —0<z<® (2.34)
N27w L
Hodnoty ¢(z) a @(z) pre rozne hodnoty z su uvedené v Statistickych tabul’kach. Zo symetrie
hustoty ¢(z) podl'abodu z =0 vyplyva, ze @(z)=1-D(-z) pre zeR.
D(z) A
1

0,5

D(—=2)

-z 0 z

Obrazok 2.16. Distribucnd funkcia rozdelenia N(0,1)

Vztah medzi distribuénou funkciou F(x) normalneho rozdelenia N(u, o) a distribuénou

funkciou @(z) normovaného normalneho rozdelenia N(0,1) je vyjadreny rovnicou

F(x)=d5(x_’uj (2.35)
O

Na ur¢enie hodnot distribucnej funkcie F(x) staci poznat’ tabulkové hodnoty distribucnej
funkcie normovaného normalneho rozdelenia @(z). Hodnoty @(z) sa v niektorych tabul-
kach uvadzaju iba pre z > 0. Z vlastnosti distribu¢nej funkcie @(z) vsak vieme z tabuliek ur-

¢it’ aj jej hodnoty pre z <0 (obrazok 2.16).

V r6znych aplikdciach budeme vyuzivat' kritické hodnoty k, a kvantily z, rozdelenia
N(O, 1).

Kriticka hodnota &£, normovaného normalneho rozdelenia

Hodnota, ktora vytvori vpravo od seba plochu ohrani¢ent grafom funkcie hustoty #(z) a osou

z o velkosti /2, sa nazyva kritickd hodnota. Definovana je vztahom

T p(z)dz=P(Z>k,)=a/2 (2.36)
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Kvantil z, normovaného normalneho rozdelenia

Hodnota, ktora vytvori vl'avo od seba plochu ohrani¢enti grafom funkcie hustoty ¢(z) a osou

z o velkosti P, sa nazyva kvantil. Definovany je vztahom

D(z,) = j #(2)dz=P(Z <z,)=P (2.37)
Pozndmka. Kvantily su uvedené v Statistickych tabulkach a pre p €(0,1) sa daju vypocitat
pomocou Statistického softvéru.

Priklad 2.32

Meranie pradu v pase drotu ma normalne rozdelenie pravdepodobnosti, so strednou
hodnotou 12 mA a smerodajnou odchylkou 2 mA. Chceme zistit’, akd je hodnota pravdepo-
dobnosti, Ze namerana hodnota bude vacsia ako 16 mA.

Nech X oznacuje meranie pradu v pase drotu v mA. Pozadovanu pravdepodobnost’ vy-
jadrime ako P(X >16). Pri vypocte pouzijeme transformaciu Z =(X —12)/2, ktorej vztah
s ndhodnou premennou X je uvedeny aj na obrdzku 2.17. Pripomenieme, Ze udalosti X >16 a
Z >?2 maju rovnaké pravdepodobnosti, preto plati:

P(X >16)=P(Z>2)=1-P(Z <2)=1-0,97725=0,02275

X—
Z/\
e}
- e

0 \2 z
X ‘..‘.
—/l_l\ _
12 16 X

Obrazok 2.17. Normovanie normalnej nahodnej premennej

Pozadovantl pravdepodobnost’ mozno vypocitat’ priamo z nerovnosti X >16 bez pouzitia ob-
razku takto:

X—12>16—12j:P(Z>2):
2 2

=1-P(Z<2)=1-0,97725=0,02275

P(X>16)=P(

V predoslom priklade je hodnota 16 transformovana na hodnotu 2 pomocou normova-
nia. Hodnota 2 sa nazyva z-hodnota, ktoréd sa pouZziva pri vypocte pravdepodobnosti takto:

Nech X ~ N(u,6°), potom

P(XSx):P(X_”Sx_M]:P(ZSz) (2.38)
(¢} (¢)
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~ U
o

, , ; , , , . X .
kde nahodnéd premennd Z ma normované normalne rozdelenie a z = je z-hodnota,

ziskand normovanim premennej X.

Priklad 2.33

Vyrobny proces spifia normu, ak sa hmotnost’ jeho produktu nachadza v intervale od
68 g do 69 g. Z dlhodobych pozorovani vieme, Ze hmotnost’ daného produktu ma normélne
rozdelenie pravdepodobnosti so strednou hodnotou x = 68,3 a rozptylom o> = 0,04. Chceme
zistit, &i vyrobny proces spiiia normu.

Ozna¢me X ndhodnu premennu, ktord predstavuje hmotnost’ danych vyrobkov. Potom
plati, ze X ~ N(68,3;0,04). Zaujima nas pravdepodobnost’

P(68<X<69):P(68_68’3 < X -68,3 - 69—68,3j:

0,2 0,2 0,2
=P(-1,5<Z<3,5)=P(Z<3,5-P(Z<-1,5)=
=P(3,5)—[1-2(1,5)]=0,999767 -1+ 0,933193 = 0,93296

Pri vypocte sme pouzili transformaciu:

¥ = X —68,3

~N(0,1
0.2 (0.1)

Z vypoctu vyplyva, Ze vyrobny proces vyhovuje norme s pravdepodobnost'ou 0,93296.

Uzito¢né vzt’ahy na vypocet pravdepodobnosti

Na vypocet nasledovnych pravdepodobnosti pouzijeme Statistické tabul’ky. Vysledky st uve-
dené Ciselne aj na obrazku. V praxi sa Casto vysledky zaokrahl'uji na jedno alebo dve desa-
tinné miesta.

1. P(Z>1,35)=1-P(Z<1,35)=1-0,91149 = 0,08851

| |
0 1,35 0 1,35

2. P(Z<—-0,78)=P(Z>0,78)=1-P(Z <0,78)=1-0,78231=0,21769

-0,78 0
3. P(Z>-1,29)=P(Z <1,29)=0,90148

-1,29 0 g 120
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4. P(-1,28<Z <0,39)=rozdiel dvoch ploéch P(Z <0,39)—- P(Z <-1,28). Plati, ze
P(Z<0,39)=0,65173 a P(Z<-1,28)=0,10027
Teda
P(-1,28<Z<0,39)=0,65173-0,10027 = 0,55146

-1,28 0 0,39 0 0,39 -1,28 0

5. P(Z £-4,8) nemdzeme najst’ v tabul’kach, pretoze najvyssia hodnota v tabul'kach je
P(Z <£3,99). P(Z £-4,8) vypocitame pouzitim Statistickych softvérov Statgraphics,
Minitab, Statistica, SPSS, SPlus a d’alSich.

AN

-4,8 -3,99 0

6. Chceme najst’ hodnotu z tak, aby P(Z >z)=0,01 Tento vyraz mdzeme prepisat’ ako
P(Z £2)=0,99. Teraz pouzijeme tabul’ky opa¢ne. Vyhl'adame pravdepodobnost’, ktora
je najblizsia hodnote 0,99, pretoZe v tabul’kach nendjdeme hodnotu 0,99 presne. Naj-
blizsia hodnota pravdepodobnosti 0,990097 zodpoveda hodnote z=2,33.

A,

0 z~2,33

7. Hladame hodnotu z, pre ktoru plati: P(-z < Z <z)=0,95. Zo symetrie normalneho

rozdelenia vyplyva toto: Ak vysrafovana plocha na obrazku sa rovna 0,95, zvy$na plo-
cha na kazdej strane musi byt’ 0,025. Preto hodnota z zodpoveda pravdepodobnosti
0,975. K nej najblizsia tabul’kova hodnota pravdepodobnosti 0,975002 zodpoveda hod-

note z=1,96.
/\

-z 0 z=1,9
Predchadzajuce priklady ukazuji vypocet pravdepodobnosti pre nahodni premennu
s normovanym normalnym rozdelenim. Keby sme chceli pouzit’ uvedeny postup na 'ubovol’-

nli normalne rozdelent ndhodnu premennu X s parametrami g a o, musime v priebehu vy-

poctu X pretransformovat’ na normovant normalnu ndhodnu premennt Z (pozri vzorec 2.37).
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Priklad 2.34

Predpokladajme, ze detekcia digitdlneho signalu Sumu pozadia ma normalne rozdelenie
so strednou hodnotou 0 voltov a smerodajnou odchylkou 0,4 voltov. Systém predpoklada, ze
hodnota 1 bola prenesend, ked’ napitie je vacSie ako 1,2 V. Chceme vediet’, aka je pravdepo-
dobnost” detegovania hodnoty 1, ked’ Ziadna nebola poslana.

Nech ndhodné premenna X oznacuje napdtie Sumu. Pozadovand pravdepodobnost’ je

P(X>1,2)=P[0£4> 1’ij=P(Z>3)=1—O,99865=0,00135

b b

Tuato pravdepodobnost’ mozno oznacit’ ako pravdepodobnost’ chybnej detekcie.
Dalej chceme uréit’ symetrické hranice okolo 0, ktoré zahrnujii 99 % vsetkych snima-
nych hodnét Sumu. Potrebujeme néjst’ hodnotu x tak, aby

P(-x< X <x)=0,99

Tuto pravdepodobnostnl rovnicu mozno na zdklade symetrie normalneho rozdelenia (7.
vztah na vypocet pravdepodobnosti) napisat’ v tvare:

P(X < x)=0,995

Potom pouzijeme transformaciu na normovani normalnu ndhodnt premennu Z, ako vi-
diet’ na nasledujiicom obrazku.

L a

|
-x 0 x -Z 0 z

Obrazok 2.18. Stanovenie hodnoty x pre pozadovanu pravdepodobnost
Pocitajme

P(x<x)=P| X« X |=p|z<> |=0,995
0,4 0,4

2

Pretoze hodnota pravdepodobnosti 0,995 sa v Statistickych tabulkdch nenachadza, zoberieme
najblizsiu tabul’kovu hodnotu pravdepodobnosti, ktora je 0,99506. Plati:

P(Z <2,58)=0,99506

Z porovnania poslednych dvoch rovnic vyplyva, ze

X 958
0,4

z ¢oho dostaneme
x=2,58-0,4=1,032
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Nech hodnota 1 reprezentuje posun priemeru rozdelenia Sumu na hodnotu 1,4 V. Zau-
jima nas, aké je pravdepodobnost’, Ze hodnota 1 nie je detegovana. Nech ndhodna premenna
Y je napitie, pri ktorom sa hodnota 1 prenesie. Potom
Y-14 - L2-1,4

0,4 0,4

= P(Z>0,5)=1-P(Z <0,5)=1-0,691464 = 0,308536

P(Y<1,2):P( ]zP(Z<—O,5)=

Tuto pravdepodobnost’ mézeme interpretovat’ ako pravdepodobnost’ chybajiceho signalu.

Priklad 2.35

Priemer hriadel’a mechaniky optickej paméti ma normalne rozdelenie so strednou hod-
notou 0,637 cm asmerodajnou odchylkou 0,0013 cm. Specifikicie na hriadel su
0,6350+0,0039 centimetrov.

Chceme vediet’, aky podiel hriadel'ov vyhovuje Specifikdciam. Nech X oznacuje priemer
hriadel'a v cm. Pozadovana pravdepodobnost’ je na nasledujucom obrazku

Six) 4 _ Specifikicie

W \ -

0,6311 0,6370 0,6389 X
0,6350

Obrazok 2.19

a plati, ze

P(0,6311<X<O,6389)=P[0’6311_0’6370 7 0,6389—0,6370)2

<Z<

0,0013 0,0013
=P(-4,53<7Z<1,47)=P(Z<1,47)- P(Z<—4,6)=
=0,929219-0,000003 =0,929216

Pocet nezhodnych hriadel'ov je prili§ velky, pretoze strednd hodnota sa nachadza vel'mi
blizko pri hornej hranici Specifikacie. Ked’ je proces centrovany tak, ze stredna hodnota pro-
cesu sa rovna ciel'ovej hodnote 0,6350, potom

0,6311-0,6350 0,6389-0,6350
</Z< =
0,0013 0,0013

=P(-3<Z<3)=P(Z<3)-P(Z<3)=
=0,99865-0,00135=0,9973

Nacentrovanim procesu vzrastie pravdepodobnost’ na priblizne 99,73 % ¢€o znamena, Ze iba
0,27 % hriadel'ov je nezhodnych.

P(O,6311<X<0,6389)=P(
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2.2.5 Gama rozdelenie

Toto rozdelenie uvedieme bez prikladu. Priklady k tomuto i k ostatnym rozdeleniam st
v skriptach s nazvom Zdklady Statistickej analyzy — RieSené priklady a ulohy.

Hustota gama rozdelenia

Néhodna premennd X ma gama rozdelenie, ak jej hustoty pravdepodobnosti ma tvar

/lr xr—le—ix
f(X) = T pre x> 0 (239)

kde 4 >0 a r>0 st realne parametre a I'(r) = J' x e dx .
0

Gama rozdelenie s parametrami 4 a r oznacujeme ['(7,1).

Poznamka. Ked vo vztahu (2.38) je r celé Cislo dostaneme Specialny pripad rozdelenia gama,
ktoré sa nazyva Erlangovo rozdelenie

2,0

1,6 +

MY = = s

L2+

Sx)
0.8+

041

0,0 4

Obrazok 2.20. Hustota rozdelenia 1'(r,A)

Distribu¢na funkcia rozdelenia I'(7,1)

Funkcia F(x) sanazyva distribu¢na funkcia rozdelenia I'(r,4), ak plati:

0 x<0

F(xX)=<t 1" x"'e™ 2.40
(x) J.—/1 * ¢ dcx x>0 ( )
I'(r)

0
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Stredna hodnota a rozptyl rozdelenia I'(r, 1)
U=EX)=r/A a o' =DX)=r/A’ (2.41)

Ked X ma rozdelenie I'(r,1), potom plati:

Hoci sa gama rozdelenie tak ¢asto nevyuziva na modelovanie fyzikalnych systémov, je-
ho $pecialny pripad, Erlangovo rozdelenie, je vel'mi uzito¢né pri modelovani ndhodnych ex-
perimentov. Okrem toho chi-kvadrat rozdelenie je tiez Specidlny pripad gama rozdelenia
s A=1/2 a r rovaym jednej z hodnét 1/2, 1, 3/2, 2,.... Toto rozdelenie sa extenzivne vyuziva
v intervaloch spol’ahlivosti a testovani hypotéz, o ktorych sa hovori v d’alsich kapitolach.

2.2.6 Exponencialne rozdelenie

Exponencialne rozdelenie je Specidlny pripad gama rozdelenia (7 =1). Nahodna pre-
menna s Poissonovym rozdelenim (Priklad 2.20) predstavuje podet chyb na dizke medeného
drotu. Vzdialenost’ medzi chybami je ina nahodné premennd, ktord nds moze zaujimat’.

Nech néhodna premenna X znamena dizku od ktoréhokol'vek vychodiskového bodu na
dréte az po bod, v ktorom sa deteguje chyba. Da sa oCakavat’, Ze rozdelenie premennej X zis-
kame zo znalosti rozdelenia poctu chyb. Vzdialenost' do prvej chyby prekro¢i 3 milimetre
vtedy a len vtedy ak nie s Ziadne chyby na dizke 3 milimetre. Teraz to zovieobecnime.

Nech ndhodné premenna M je pocet chyb na x milimetroch drotu. Ak strednd hodnota chyb je

A na milimeter, tak M mé Poissonovo rozdelenie so strednou hodnotou 4% . Predpokladame,
ze drot je dlhsi ako hodnota x. Potom
e /Ix(()?x)o _ e_/lx
z ¢oho dostaneme distribu¢nu funkciu premennej X pre, ktort plati
F(x)=P(X<x)=1-¢e*, x>0
Derivovanim F'(x) dostaneme hustotu premennej X
f(x)=e™, x>0

Odvodenie rozdelenia premennej X zavisi len od predpokladu, Ze chyby na dréte sa riadia Po-
issonovym procesom. Pretoze pravdepodobnost’ poctu chyb na intervale Poissonovho procesu
zavisi len od dizky tohto intervalu a nie od polohy, $tartovaci bod merania premennej X moze
byt’ kdekol'vek. Potom pre kazdy Poissonov proces platia tieto vSeobecné vysledky.

P(X >x)=P(M =0)=

Hustota exponencialneho rozdelenia

Nahodna premennd X, ktora predstavuje interval medzi za sebou iducimi pocetnostami
v Poissonovom procese so strednou hodnotou 4 >0 je exponencidlna nihodna premenna
s parametrom A . Hustota premennej X je

f(x)=Ae™ pre 0<x<oo (2.42)

Exponencialne rozdelenie s parametrom A oznacujeme X ~ E(A).
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2,0
)
— 2
1,6 —- 05
...... 0.1
124
Sfix)

Obrazok 2.21. Hustota exponencidlneho rozdelenia

Distribu¢na funkcia rozdelenia £(A1)

Funkcia F(x) je distribu¢na funkcia rozdelenia E(A), ked’ ma tvar:

x>0

() ( < ) l—e_lxa
F(x)=P(X <x)=
0 x<0

Stredna hodnota a rozptyl rozdelenia £(A)

Nech X ~ E(A), potom pre stredni hodnotu a rozptyl platia vzt'ahy:
,U:E(X):% a O'ZZD(X):_

Kvantily rozdelenia £(1)

Pre 100P % kvantil x, rozdelenia E(A) plati

xpz—%ln(l—P), 0<P<l

Priklad 2.36

(2.43)

(2.44)

(2.45)

Vo velkej firemnej pocitacovej sieti sa prihlasenia uzivatel'ov do systému mozu mode-
lovat’ Poissonovym procesom so strednou hodnotou 20 prihlaseni za hodinu. Chceme zistit,

aka je pravdepodobnost, Ze v intervale 3 minut nie s Ziadne prihlasenia.
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Nech X je cas v hodinach od zaciatku intervalu do prvého prihlasenia. Potom X ma ex-
ponencialne rozdelenie s 4 =20 prihldseniami za hodinu. Zaujima nds pravdepodobnost, ze
X prekroc¢i 3 minuty, ¢o zodpoveda hodnote 0,05 hodin. Pozadovana pravdepodobnost’ je

P(X >0,05)= j 20e77dx = 2% = 0,36788
0,05
Na vypocet mozno pouzit’ aj distribu¢nt funkciu priCom dostaneme ten isty vysledok.
Teraz nas zaujima pravdepodobnost’, Ze Cas kym sa uskutocni d’alSie prihlasenie je od
3 minut do 6 mint.

0,1
P(0,05< X <0,1)= j 20e " dx = —e 2 47209 = 0,23254
0,05
Alternativny vypocet je pomocou distribu¢nej funkcie.

N4jdeme casovy interval, v ktorom sa s pravdepodobnostou 0,9 nevyskytne Ziadne pri-
hlasenie. HPadame ¢asovt dizku x taku, ze P(X >x)=0,9. Teda

P(X>x)=e""=0,9
Logaritmovanim dostaneme —20x =1n0,95=-0,05129 . Potom plati, ze
x=0,00256 hodin = 0,157 mintt

Dalej vypogitame strednii hodnotu a smerodajnii odchylku ¢asu kym sa uskutoéni d’alsie
prihlasenie. Plati, Ze o = 1. Potom

1=0=1/20=0,05 hodin =3 mintty

V predchadzajucom priklade vypocitand pravdepodobnost’, Ze v intervale 3 minut nie st
ziadne prihldsenia, sa rovna 0,36788 bez ohladu na zadiatok ¢asového intervalu. Poissonov
proces predpokladd, ze udalosti sa vyskytuji rovnomerne na celom intervale pozorovani; t. j.
nie je tam Ziadne zhlukovanie udalosti. Ked’ st prihlasenia dobre modelované Poissonovym
procesom, potom pravdepodobnost’, Ze prvého prihlasenie po 12:00 hod sa vyskytne po 12:03
hod je ta ista, ako pravdepodobnost’, Ze prvého prihlasenie po 18:00 hod sa vyskytne po 18:03
hod.

Teda nezalezi na tom, aky je Startovaci bod pozorovania. Ked sa vSak vyskytna
v priebehu dna periddy s velkym (alebo malym) po¢tom prihlasovani, Poissonov proces nie je
vhodny na modelovane celého dna, ale iba na jednotlivé periddy s réznymi hodnotami para-
metra A .

Vlastnost’ exponencialneho rozdelenia
Zaujimava vlastnost’ exponencialnej ndhodnej premennej sa zaobera podmienenymi pravde-
podobnostami.

Priklad 2.37

Néahodna premennd X je ¢as medzi detekciami Castice Geigerovym pocitacom. Predpo-
kladajme, Ze X ma exponencialne rozdelenie s A =1,2 minuat. Pravdepodobnost’, Ze sa detegu-
je Castica pocas 45 sekind od spustenia pocitaca je
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P(X <0,75 minat) = F(0,75) =1-¢*""* =0,46474

Teraz predpokladajme, Ze zapneme Geigerov pocitac a Cakdme 5 minut bez detegovania
Castice. Chceme vediet’, akd je pravdepodobnost’, ze Castica sa deteguje v d’alSich 45 sekun-
dach.

PoZadovana pravdepodobnost’ sa da vyjadrit’ ako podmienend pravdepodobnost’

P(5< X <5,75)

P(X <5,75|X >5)=

P(X >5)
kde
P(5< X <5,75)=F(5,75) - F(5) = 1-¢*""* |-[ 1-¢"* | =0,0072053
a
P(X>5)=1-F(5)=¢""?=0,015503851
Teda
P(X <5,75|X >5)= % =0,46474

Po ¢akani 5 minut bez detegovania sa pravdepodobnost’ detekcie poc¢as d’alSich 45 se-
kund rovna pravdepodobnosti, Ze sa deteguje Castica v priebehu 45 sekind od spustenia poci-
taca. Teda udalost’ ¢akania 5 mintt bez detegovania nema vplyv na pravdepodobnost’ detekcie
pocas d’alSich 45 sektind.

Tento priklad ilustruje vlastnost’ nazvanu ,,rozdelenie bez paméti“, ktord znamena, ze
systém si nepaméta historiu predchadzajucich vysledkov, ¢o znamend, ze ¢asovac systému
mozno obnovit’ kedykol'vek, t. j.

P(X <x, +X,|X >x)=P(X <x,) (2.46)

Tato vlastnost’ ma zo spojitych rozdeleni iba exponencialne rozdelenie.

Exponencialne rozdelenie dobre opisuje rozdelenie doby zivotnosti zariadenia,
u ktorého prichadza k poruche z celkom nadhodnych pri¢in a nie v dosledku mechanického
opotrebenia alebo unavy materialu. Prax potvrdzuje, Ze exponencialne rozdelenie maji doby
zivotnosti napr. elektronickych prvkov réznych zariadeni.

2.2.7 Weibullovo rozdelenie

Weibullovo rozdelenie sa ¢asto pouziva ako model doby do poruchy mnozstva réznych
fyzikélnych systémov. Parametre rozdelenia poskytuju velku flexibilitu modelov systémov,
v ktorych pocet poruch sa s Casom zvySuje (napr. opotrebenie loziska), znizuje (napr. niektoré
polovodice) alebo zostava konStantny (napr. poruchy, ktoré spdsobuju vonkajsie Soky do sys-
tému).
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Hustota Weibullovho rozdelenia

Néhodna premenna X ma Weibullovo rozdelenie pravdepodobnosti s parametrami ¢ >0 a

S >0, ak ma hustotu

f)=

SRS

a oznacujeme ho X ~W (0o, [).

A xY
[5) exp{—(;} :l, pre x>0 (2.47)

1,0
o p
— T 1
087 -- 34 2
------ 45 62
0,64
IO
041F ¢
02+
0,0 £
0 3 6 9 1215 12

Obrazok 2.22. Hustoty Weibullovho rozdelenia

Distribu¢na funkcia rozdelenia W (9, f)

preff=15ap=2

Ked X' ma Weibullovo rozdelenie s parametrami & a £, potom distribu¢na funkcia ma tvar

0 x<0
FO= )

Stredna hodnota a rozptyl rozdelenia (0, )

Ked X' ma rozdelenie W (0, ), potom plati:

,u:E(X):él"(%Hj a 02=D(X)={r(

(2.48)

£+1)—F2 (lﬂﬂéz (2.49)
B B
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Kvantily rozdelenia (9, )

Pre 100P % kvantil x, rozdelenia E(A) plati
mx, =5[-In(1-P)]"",  0<P<I1 (2.50)

Weibulovo rozdelenie maju vacSinou doby Zivotnosti (doba do poruchy) mnohych zariadeni,
priCom pre parameter
= f>1 ide o model Zivotnosti zariadenia, ktoré podlieha opotrebovaniu alebo unave,

= f<1 ide o model pre zivotnost’ zariadenia, u ktorého dochadza k porucham

v dbsledku chyb, a nie pre opotrebovanie.

Priklad 2.38
Doba do poruchy (v hodinach) loziska mechanického hriadel’a sa uspokojivo modeluje
Weibullovou nahodnou premennou s parametrami f=0,6 a ¢ =6000 hodin. Uréime stred-

na dobu az do poruchy.
Zo vztahu pre strednu hodnotu plati:
E(X)= 60001“(% + IJ: 6000I'(3) =6000x2!=12000 hodin

5

Chceme vypocitat’ pravdepodobnost’, ze lozisko vydrzi aspont 7000 hodin. Plati:

7000\"°
P(X >7000) =1- F(7000) = exp{—(%) } — 182 Z(0,3063

Teda iba 30,63 % zo vSetkych lozisk vydrzi asponi 7000 hodin.

2.2.8 Logaritmicko-normalne rozdelenie

Premenné v nejakom systéme maji niekedy exponencidlny vzt'ah ako napriklad
x=exp(Y). Ked exponent Y je ndhodna premenna, potom X =exp(Y) je tiez nahodna pre-
menna a moze nas zaujimat’ jej distribu¢na funkcia. Vel'mi dblezity pripad nastdva, ked’ ¥ ma
rozdelenie N(u,0°). V tomto pripade ma X rozdelenie nazvané logaritmicko-normalne
rozdelenie, ktoré oznacujeme LN(u,0°) Nazov pochiddza ztransformacie InX =Y, ¢o

znamena, ze prirodzeny logaritmus X je normalne rozdeleny.
Z transformacie X na Y vieme, Ze obor hodndt nahodnej premennej X je (0,0). Nech Y

ma rozdelenie N(u,0°), potom pre distribuénil funkciu premennej X , ked’ x > 0, plati:

F(x)=P(X <x)=Plexp(Y)<x|=P[Y <Inx]=

=P[Zglnx—,u}=q,{lnx—,u}
o o

kde Z je normovana normalna ndhodné premennd. Hustotu premennej X dostaneme ako deri-
vaciu F(x).



Ndhodné premenné 75

Hustoty nahodnej premennej X

Nech Y ma rozdelenie N(u,0°), potom ndhodna premenna X =exp(Y) ma logaritmicko-

, . . 2 .y 2 . . ,
normalne rozdelenie s parametrami ¢ a o, pricom g€ R, o~ >0, ak sa jej hustota rovna

B 1 _(lnx—,u)2
f(X)—O'X\/EeXP{ gt }, x>0 (2.51)

Logaritmicko-normalne rozdelenie s parametrami 4 a o’ oznadujeme LN(u, o).

1,0
“r — »°=0,25
0,8 T \\ =
Taf N e w’=2,25
0,6 1i\4
H
T 0agi N
x \
: N
02§ [ Y\
£ :"h..__'_"
0,0 —T—=
0 1 2 3 4 5 6

Obrazok 2.23. Hustoty rozdelenia LN (u, 0'2) pre rozne hodnoty parametra o

Distribu¢na funkcia rozdelenia LN (u, o)

Pretoze premenna InX ma rozdelenie N(u,o), plati pre distribuéna funkciu rozdelenia

LN(u,c?)

1] Inx - p x20
F(x)=P(InX <Ilnx) = o

0 x<0

(2.52)

Stredna hodnota a rozptyl rozdelenia LN (u, o)
Nech nihodna premenna X ma rozdelenie LN(u, o), potom jej stredna hodnota je dana

vztahom

E(X)=exp(,u+%2j (2.53)

a pre rozptyl plati, ze
D(X)=exp(2u+0”)(exp(c”) 1) (2.54)
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Kvantily rozdelenia LN (u, o)
Pre 100P % kvantil x, rozdelenia LN(u, o) plati
xp=exp(u+oz,), 0<P<l1 (2.55)

kde z, je 100P % kvantil rozdelenia N(0,1).

Toto rozdelenie sa Casto pouZziva pri opise velkosti Castic disperznych faz kovovych
materialov alebo velkost' &astic sypkych materialov alebo v tedrii spolahlivosti. Zivotnost
produktu, ktory sa znehodnocuje s ¢asom, sa tiez Casto modeluje logaritmicko-normalnou
premennou. Napriklad zivotnost’ polovodic¢ového lasera sa modeluje tymto rozdelenim.

Priklad 2.39

Zivotnost’ polovodi¢ového lasera ma logaritmicko-normalne rozdelenie s parametrami
=12 hodin a o=1,6 hodin. Chceme vediet, aka je pravdepodobnost’, Ze Zivotnost’ pre-
siahne 15 000 hodin.

Z distribucnej funkcie premennej X dostaneme

P(X >15000) =1- P[exp(Y) <15000]=1-P[Y <1n15000] =

:1_¢(1n15000-12

T ): 1— ®(-1,49) = @(1,49) = 0,931888

Chceme poznat’ zivotnost’, ktort prekroci 95 % laserov. Teda hl'adame hodnotu x taku,
ze P(X >x)=0,95. Plati:

P(X>x):P[exp(Y)>x]:P[Y>1nx]:1—¢(ln’;;12)=0,95

2

Inx—-12

Z toho vyplyva, ze CD( ) =0,05. Vieme, ze @(z)=0,05, ked’ z=—1,64486 . Preto

5

Inx —12

=-1,64486 a x=exp(9,368224)=11710,299 hodin

9

Vypocitajme strednti hodnotu a smerodajnt odchylku Zivotnosti. Plati:

2
E(X)= exp(,u +%J =exp(12 +1,28) = 585370,35
a pre rozptyl plati, ze
D(X)=exp(2u+0c”)(exp(c”) —1) = exp(24 +2,56) [ exp(2,56) — 1]
=3,426584447 x10"

Teda smerodajna odchylka premennej X je 5853370,35 hodin. VSimnime si, Ze smerodajna
odchylka je vicsia ako stredna hodnota.
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3 VIACROZMERNE NAHODNE PREMENNE

V predchéadzajucej kapitole sme Studovali pravdepodobnostné rozdelenia pre jednodu-
chti nahodnu premenni. Casto sa viak stretivame s viac ako jednou nahodnou premennou de-
finovanou v ndhodnom experimente. Napriklad pri klasifikécii prendSanych a prijatych signa-
lov, kazdy signdl klasifikujeme podl'a kvality: vysoka, stredné a nizka kvalita. Mohli by sme
definovat’ ndhodnti premennu X ako pocet prijatych signdlov s vysokou kvalitou a ndhodnu
premennu Y ako pocet prijatych signalov s nizkou kvalitou. V inom priklade moZze spojita na-
hodna premenna X predstavovat’ dizku jedného rozmeru lisovaného dielca a spojita nahodna
premenna Y moze predstavovat’ dizku iného rozmeru. Nech napriklad $pecifikacie X su od
2,85 mm do 2,95 mm a Specifikéacie ¥ su od 7,55 mm do 7,75 mm. Mdze nas zaujimat’ prav-
depodobnost’, ze dielec vyhovuje Specifikaciam, t. j. P(2,85< X <2,95;7,55<Y <7,75).

Nech X a Y st dve ndhodné premenné, potom rozdelenie pravdepodobnosti, ktoré opisu-
je ich stcasné spravanie sa nazyva zdruZené rozdelenie pravdepodobnosti. V tejto kapitole
zistujeme niektoré dolezité vlastnosti tychto zdruzenych rozdeleni.

Pre jednoduchost’ zatneme s nahodnymi experimentmi, v ktorych sa skimaju dve na-
hodné premenné. Na opis stochastickych vlastnosti dvoch nahodnych premennych X a Y sa
pouzivaju tri druhy rozdeleni pravdepodobnosti:

1. zdruzené rozdelenie pravdepodobnosti;
2. marginalne rozdelenie pravdepodobnosti;

3. podmienené rozdelenie pravdepodobnosti.

3.1 Dve diskrétne nahodné premenné

3.1.1 ZdruZené rozdelenie pravdepodobnosti

Zdruzené rozdelenie pravdepodobnosti vysvetlime najprv na priklade.

Priklad 3.1

Mal4 fabrika pracuje na dve zmeny. Manazment sa na zaklade podozrivo vel'kej absen-
cie rozhodol vykonat’ ndhodny experiment. V experimente sa zaznamenavali poCty absencii
pracovnikov na rannej zmene a poobednajsej zmene za obdobie 1000 dni za sebou, ktoré st
uvedené v tabul’ke 3.1.
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Tabulka 3.1 Zdaznamy poctu absencii a ich pocetnost

Ranna Poobediajsia zmena

zmena 0 1 2 3
0 50 50 100 0
1 50 100 250 100
2 0 150 100 50

Vyberovy priestor daného nahodného experimentu je

o - 1(0:0):(0.1):(0,2):(0,3); (1, 0):(1.1)
- 11,2)5(1,3)5(2,005(2,5(2,2):(2,3)

Vsetky dvojice v £2 predstavuju elementarne udalosti. Udalost’ (0,0) znamend, Ze na rannej
zmene ani na poobediajSej zmene nik nechybal. Podobne udalost’ (2,1) znamena, Ze na ran-

nej zmene chybali dvaja pracovnici a na poobednajsej zmene jeden pracovnik. Vyznam ostat-
nych elementarnych udalosti je podobny.

Kazdej udalosti z £2 prislucha v tabul'ke 3.1 pocetnost’. Napriklad udalost’ (0,0) ma po-
cetnost’ 50, Co znamenad, ze takych dni bolo 50 z celkového poc¢tu 1000 dni. Podobne to plati
aj pre ostatné udalosti z £2.

Ked kazdi hodnotu v tabul’ke 3.1 vydelime celkovym poctom zaznamov, dostaneme
hodnoty relativnych pocetnosti, ktoré vzhl'adom na velky pocet zdznamov mdzeme povazo-
vat’ za pravdepodobnosti (pozri vztah (1.3)). Potom definujeme ndhodnt premennt X, ktora
predstavuje pocetnost’ absentujucich pracovnikov na rannej zmene, teda nadobuda hodnoty
x,=0, x,=1 a x; =2. Tak isto definujeme ndhodnu premennu Y, ktord predstavuje pocet-

nost’ absentujucich pracovnikov na poobediajSej zmene a nadobtida hodnoty y, =0, y, =1,
¥, =2 a y, =3. Nakoniec modifikujeme tabul’ku 3.1 na tabul’ku 3.2, kde s uvedené zdruze-

né pravdepodobnosti.

Tabulka 3.2. Zdruzené pravdepodobnosti nahodnych premennych X a Y

Y
X 0 1 2 3
0 0,05 0,05 0,10 0,00
1 0,05 0,10 0,25 0,10
2 0,00 0,15 0,10 0,05

ZdruZena pravdepodobnostna funkcia

Funkcia f,, (x,») dvoch diskrétnych ndhodnych premennych X a ¥, ktora spiiia nasledujuce
podmienky:

l. fiy(x,»)20
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2. D) fu(xy)=1

3. fXY(x,y):P(X:x,Y=y) (3.1)
sa nazyva zdruZzena pravdepodobnostna funkcia.
Z tabul’ky 3.2 ¢itame napriklad, ze
fw(0,2)=(P(X=0,Y=2)=0,10; f,,(2,3)=P(X =2,Y =3)=0,05 a pod.

3.1.2 Marginalne rozdelenie pravdepodobnosti

Ked’ st v ndhodnom experimente definované dve a viac nahodnych premennych, dole-
zité je rozliSovat’ zdruZené rozdelenie dvoch premennych X a Y od rozdelenia kazdej premen-
nej individualne. Toto individualne rozdelenie ndhodnej premennej oznac¢ujeme marginalne
rozdelenie pravdepodobnosti.

Vseobecne plati, ze margindlne rozdelenie X mozno ziskat’ zo zdruzeného rozdelenia X
a Y. Napriklad na stanovenie P(X =x) spocitame P(X =x,Y =y) pre cely obor hodnot

(X,Y), pre ktoré X =x.

Priklad 3.2

Zo zdruzeného rozdelenia pravdepodobnosti X a ¥ v tabul’ke 3.2 chceme najst’ margi-
nalne rozdelenie X a margindlne rozdelenie Y.

Napriklad vypocitajme pravdepodobnost’ P(X =2).

P(X=2)=P(X=2Y=0)+P(X=2,Y=1)+P(X =2,Y =2)+P(X =2,Y =3)=
=0,00+0,15+0,10+0,05=0,30

Tato pravdepodobnost’ je hodnota marginalnej pravdepodobnostnej funkcie X v bode 2, t. j.
P(X =2)=f,(2). Vypocitali sme ju tak, ze v tabul’ke 3.2 v riadku, kde X sa rovna 2, sme
spocitali vSetky hodnoty zdruzenych pravdepodobnosti.

Podobne vypocitame pravdepodobnost’ P(Y =3) = f,(3) stym rozdielom, Ze spocita-
vame hodnoty zdruzenych pravdepodobnosti v stipci. Teda

£,3)=P(Y=3)=P(X=0,Y =3)+P(X =1,Y =3)+ P(X =2,Y =3) =
=0,00+0,10+0,05=0,15

Tabulka 3.3. Margindlne a zdruzené pravdepodobnosti nahodnych premennych X a Y

Y
X 0 1 2 3 S (x)
0 0,05 0,05 0,10 0,00 0,20
1 0,05 0,10 0,25 0,10 0,50
2 0,00 0,15 0,10 0,05 0,30
S ) 0,10 0,30 0,45 0,15
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Potom hodnoty marginalnych pravdepodobnosti mozno ziskat’ modifikovanim tabul'ky 3.2 na
tabulku 3.3.

Marginalne pravdepodobnostné funkcie

Nech X a Y su dve diskrétne ndhodné premenné so zdruZzenou pravdepodobnostnou funkciou
Sy (x,), potom marginalne pravdepodobnostné funkcie X a Y su

fr(x)=P(X =x) foxx v) a fy(0)=P(Y=y) foyocy) (3.2)

kde R, je mnozina vSetkych bodov v obore hodnét ndhodného vektora (X,Y) pre X =x
a R, je mnoZzina vSetkych bodov v obore hodn6t ndhodného vektora (X, Y) pre ¥ =y.

Ked poznédme zdruzenu pravdepodobnostnu funkciu X a Y, potom stredni hodnotu
E(X) arozptyl D(X) mozno ziskat priamo zo zdruzené¢ho rozdelenia ndhodnych premen-

nych X a Y alebo tak, Ze najprv vypocitame margindlne rozdelenie premennej X a potom pod-
I'a definicie stanovime E(X) a D(X).

Stredna hodnota a rozptyl marginalneho rozdelenia

Ked’ marginalna pravdepodobnostna funkcia nahodnej premennej X je f, (x), potom

= ity = foX (x)= gx[RZfXY (x,y)J - gkzxfxy(x,y) -
:;xfxy (x, ») (3.3)
D(X)=o0% =§<x—ﬂx>2fx<x)=§(x—ux)2R2fxy(x, )=
=§R2(x—ux>2fxy(x, y)=;(x—ux)2fxy(x, y)=

=2 XS0~y (3.4)
kde R, je mnozina vSetkych bodov z oboru (X,Y) pre X =x a R je mnozina vSetkych bo-
dov z oboru (X,7Y).

Pozndmka. Pre E(Y) a D(Y) platia vztahy podobné vztahom (3.3) a (3.4). Citatel’ ich Pahko
napise sam.
Priklad 3.3
Mozeme vypocitat E(X) a D(X) (Priklad 3.1) takto:
E(X)=0x[f1y(0,0)+ 1y (0.1) + £, (0,2) + [y, (0,3)] +
+1x[ fry (LO)+ [ (LD + [ (1L2) + [, (1L3)] +
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+2X[fxy(zao)+fXY(2al)+fxy(292)+fxy(2v3)] =

=0x £ (0)+1x fi (D +2x f,(2) =
=0x0,20+1x0,50+2x0,30=1,1

D(X)=(0-1L1) £, (0)+(1-L1)* £ () +(2-L1) f(2) =
=1,21x0,20+0,01x0,50+0,81x0,30=0,49

3.1.3 Podmienené rozdelenie pravdepodobnosti

Vratime sa k prikladu 3.1. Chceme napriklad vediet, aka je pravdepodobnost’, Ze na
druhej zmene bude chybat’ jeden pracovnik, ked’ na prvej chybali dvaja. Ide o podmienenu

pravdepodobnost’ P(Y = 1|X =2).
Pripomenieme, ze podl'a definicie podmienenej pravdepodobnosti pre udalosti 4 a B
(pozri (1.4)) plati P(B|A) =P(AN B)/ P(A) .V naSom pripade mozZno tento vzorec aplikovat’

tak, ze udalost’ 4 definujeme ako X =x audalost B ako Y =y.

Priklad 3.4

Zoberme do tivahy ndhodnll premennti X — pocetnost’ absentujicich na rannej zmene
a Y — pocetnost’ absentujuicich na poobednajsej zmene (Priklad 3.1).

Chceme vypocitat’ pravdepodobnost’, ze na druhej zmene bude chybat’ jeden, ked na
prvej chybali dvaja. PocCitame takto:

P(X=2Y=1_f, 2D _015_
P(X=2)  f,(2 030

P(Y=1X=2)=

Teraz chceme vypocitat’ pravdepodobnost, ze na druhej zmene buda chybat’ traja za
predpokladu, Ze na prvej zmene chybali dvaja. Teda
P(X=2Y=3) f,(23) 005

P(X=2)  f,(2 030

P(Y =3|X=2)= 0,17

Nakoniec vypocitame podmienenu pravdepodobnost, Zze Y =2 za podmienky, ze
X =2. Pocitajme
P(X=2Y=2) f,(22) 0,10

Y Y == S T @ 030

0,33

Lahko zistime, Ze P(Y :O|X =2)=0.
Vsimnime si, Ze
P(Y=0|X=2)+P(Y =1|X =2)+P(Y =2|X =2)+ P(Y =3|X =2) =1

Teda hodnoty 0, 1, 2, a3 spolu s prislusSnymi hodnotami pravdepodobnosti 0; 0,50; 0,33
a 0,17 definuju podmienené rozdelenie Y za podmienky X =2.
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Podmienena pravdepodobnostna funkcia

Nech f,,(x,») je zdruzena pravdepodobnostna funkcia diskrétnych ndhodnych premennych

X a Y, potom funkcia uréena vzt'ahom

fXY(x’y)
Jx(x)

sa nazyva podmienena pravdepodobnostna funkcia Y za podmienky X =x.

f )= pre f(x)>0 (3.5)

Funkcia fy‘x (v) sa pouziva na vypocet pravdepodobnosti moznych hodnét Y za pod-

mienky X =x.

Vlastnosti podmienenej pravdepodobnostnej funkcie
Nech R_ je mnozina vSetkych bodov z oboru (X,Y), pre ktoré plati, ze X =x, t.].
R = {(x, y)eX.,Y )|X = x}. Potom podmienend pravdepodobnostna funkcia fY‘x( y) je

pravdepodobnostnou funkciou pre vSetky y z R a ma tieto vlastnosti:
L £, (320
2.3 (=1 (3.6)
RX

3. P(Y =y|X =x)=£,,(»)

Podmienena stredna hodnota a podmieneny rozptyl

Nech R, 2{(x, y)eX.,Y )|X :x}, potom podmienena stredna hodnota premennej Y za

podmienky X =x, oznadovana ako E(Y|x) alebo Hy, - je
E(Y[x)=2 3/, (») (3.7)
RX

a podmieneny rozptyl premennej Y za podmienky X =Xx, oznaCovany ako D(Y |x) alebo

2 . , )
Oy, Je dany vztahom

DY [x)=2 (3=t ) [y (D) = 27 e (0) = 447, (3.8)

Priklad 3.5

Pre ndhodné premenné v priklade 3.1, podmienena stredna hodnota ndhodnej premenne;j
Y za podmienky X =2 sa ziska z podmieneného rozdelenia takto:

E(Y[2) = g1, =0x0+1x0,50+2x0,33+3x0,17=1,67
D(Y[2)=(0-1,67)* x0+(1 - 1,67)> x0,50 + (2~ 1,67)* x 0,33 + (3~ 1,67)* x0,17 =
=0+0,22445+0,035937 +0,300713=0,5611
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3.1.4 Nezavislost’

V niektorych ndhodnych experimentoch znalost’ hodn6t X nezmeni Ziadnu s pravdepo-
dobnosti stvisiacich s hodnotami Y.

Diskrétne ndhodné premenné X a Y su nezavislé, ak hociktord z nasledujucich vlastnosti je
spravna:

L [ ()= [ (0)fy(¥)  previetky xay;

2. fy‘x (»)=fy(y) prevsetky xay,pre ktoré f,(x)>0;

3. fx‘y(x) = fy(x) prevsetky xay, pre ktoré f,(y)>0; (3.9
. P(XeAdYeB)=P(X e AP €B) prelubovolni podmnozinu 4 oboru hodnot X

a pre 'ubovol'nti podmnozinu B oboru hodnot Y.

B~

Priklad 3.6

Chceme zistit’, ¢i st ndhodné premenné X — pocetnost’ absentujucich pracovnikov na
rannej zmene a ¥ — pocetnost’ absentujucich pracovnikov na poobediiajSej zmene nezavislé.

Pouzijeme prvy vzorec (3.9), t.j. fy(x,¥)=f,(x)f,(y) plati pre vSetky x ay.

V tabul’ke 3.3 su zdruzené pravdepodobnosti aj marginalne. Zoberme napriklad X =2
a Y=2.Potom

fw(2,2)=0,10, £,(2)=0,30 a f,(2)=0,45
z ¢oho vyplyva, ze
Jw(2.2)# [ (2) £, (2)

Nasli sme aspon jednu dvojicu, ktora nesplia uvedenu rovnost, ¢o znamend, ze ndhodné pre-
menné X a Y nie su nezavislé, teda su zavislé. Aké miera zavislosti je medzi premennymi X
a Y sa dozvieme neskor.

3.2 Viacrozmerné diskrétne nahodné premenné

3.2.1 ZdruzZené rozdelenia pravdepodobnosti

Zdruzené pravdepodobnostna funkcia je jednoduché rozsirenie dvojrozmernej pravde-
podob-nostnej funkcie.

ZdruzZena pravdepodobnostna funkcia

Majme n diskrétnych ndhodnych premennych X, X,,..., X, potom funkcia

fXIXz..‘Xn (X, %y,000x,) =P(X, =x,X, =x,,..,X,=x,) (3.10)
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definovana pre vSetky (x,,x,,...,x,) zoboru hodnot premennych X,,X,,..,X, sa nazyva

zdruZena pravdepodobnostna funkcia.

Marginélne pravdepodobnostné rozdelenie je jednoduchym rozsirenim dvojrozmerného
rozdelenia pravdepodobnosti. Zdruzend pravdepodobnostna funkcia viacrozmernej nahodnej
premenne;j spiiia vlastnosti podobné tym, ktoré st uvedené pre dvojrozmerné rozdelenie (po-
zri vztahy (3.1)).

Marginalna pravdepodobnostna funkcia

Ked X,,X,,....,X, st diskrétne ndhodné premenné so zdruzenou pravdepodobnostnou funk-

T

ciou fyy x (%,%,,..,X,), margindlna pravdepodobnostna funkcia premennej X, je

fo () =P(X; =)= fy .y (X,Xy,...X,) (3.11)
RX[
kde R, je mnozina bodov z oboru hodn6t (X, X,,...,X,), pre ktoré X, =x,.

Priklad 3.7

Obor hodnoét zdruzeného diskrétneho rozdelenia troch nahodnych premennych
X,,X,,X; predstavuji nezaporné celé &isla, pre ktoré plati: x, +x, +x; =3.

Zdruzené rozdelenie je definované na vyberovom priestore

(3,0,0);(0,0,3);(1,0,2);(2,0,1);(2,1,0)
(0,1,2);(1,1,1);(1,2,0);(0,2,1);(0,3,0)

so zdruzenymi pravdepodobnostami
Joxx,350,0), Sy v x,(0,0,3), Sy xx, (1L0,2), fi ik, (2,0,1), fi v, (2,1,0),
Toxx, (0.1.2), frao e (LLD, Sy (L2,0), fy px, (0,2,1), fy v x,(0,3,0),
Marginélne rozdelenie ndhodnej premennej X, je nasledujuce:
PX; =0)= fry a0, (30,00 + [y 4, (0,0,3) + f i, (10,2) + £y i 1, (2,0,1)
P(X, =)= fiowx, 2L0)+ [ v, (0,1,2) + fy 1 i, (LL1)
P(X;=2) = fyan, (1L2.0) + fy 4 1, (0,2,1)
P(X, =2)= fy x,x,(0,3,0)
Parametre ndhodnej premennej X,, E(X,) a D(X,) pre i =1,2,...,n, mozno ur¢it’ z jej mar-

ginalneho rozdelenia alebo zo zdruZeného rozdelenia premennych X,, X,,..., X

Stredna hodnota a rozptyl nahodnej premennej X,

Pre stredni hodnotu premennej X, plati vzt'ah

E(Xi)zzxif)(lxz...)(" (X5 %5500, X,,) (3.12)
R
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a pre rozptyl

D(X) =Y (% =ty ) frx,x, (X1 X500e0sX,) (3.13)

kde R je mnozina vSetkych bodov z oboru hodnét premennych X, X,,.... X, .

Pojem nezavislosti mozno rozsirit’ na viacrozmerné diskrétne ndhodné premenné.

Nezavislost’

Diskrétne ndhodné premenné X, X,,..., X, st nezavislé vtedy a len vtedy, ak

I

leXz...Xn (X}, %y,500,X, ) = fxl ('xl)fX2 (x,) ---fx,, (x,) (3.14)

pre vSetky x,,x,,...,x,.
Podobne ako pri dvoch ndhodnych premennych z nezéavislosti vyplyva, ze (3.14) plati
pre vSetky x,,x,,...x,. Ak sa ndjde o ilen jeden bod, pre ktory to neplati, potom

X,,X,,..., X, nie st nezavislé. D4 sa ukazat’, ze ak X,,X,,..., X, st nezavislé, potom
P(X,€e4,X,€A,...X, €d)=P(X,€A4)P(X,€4,)..P(X, €A)

plati pre 'ubovol'né mnoziny 4,,4,,...,4, .

3.2.2 Multinomické rozdelenia pravdepodobnosti

Multinomické nahodné premenné
Predpokladajme, ze
1. nédhodny experiment sa sklada z n pokusov;
2. vysledok kazdého pokusu mozno zatriedit’ do jednej z & tried;
3. multinomické ndhodné premenné X, X,,..., X, reprezentuju pocet vysledkov, ktoré

patria do tried T7,7r,,...,Tr;
4. p,,D,,-.., p, oznacuji pravdepodobnosti vysledkov patriacich do tried 7%,7Tr,,...,Tr;

5. p,,Ps»---, P, sukonstanty v priebehu n opakovanych pokusov.

Potom X,,X,,...,X, maji multinomické rozdelenie so zdruZenou p. f.

n! X| X X
fK()cl,xz,...,xk)z—.‘pl’lpl‘---p1 (3.15)

xlxy e x,

kde x, +x, +--+x,=n a p,+p,+---+p, =1.

VSimnime si, Ze marginalna p. f. premennej X,, i=1,2,...,k ma binomické rozdelenie so

strednou hodnotou a rozptylom

E()([):ﬂx, =np;, a D(X[):Jf(,, :np;(l_p;) (316)
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Priklad 3.8

Maximalna sila stisku rak v Newtonoch u dospelych l'udi je roztriedena do jednej z
troch skupin: ,,mala“ — menej ako 222,4 N, ,,stredna* — od 222,4 N do 444,8 N, ,,vel’kd* — nad
444 8 N. Nech pravdepodobnosti, ze dospely ¢lovek patri do skupiny ,,malad“, ,stredna“ a
,velka™su 0,1; 0,7 a 0,2. Na skupine n =50 l'udi sa merala sila stisku.

1. Zdruzena p. f. multinomického rozdelenia
Chceme najst’ pravdepodobnost’, ze 6 I'udi ma malua silu stisku, 36 ma strednu silu stisku
a 8 I'udi ma velku silu stisku.

Nech X|,X,,X,; oznacuju pocet I'udi, ktory maju malu, strednt a vel’ka silu stisku. Pre-

toze n=50, p,=0,1, p,=0,7 a p, =0,2, zdruZena p. f. premennych X ,X,, X, je

n! 50!
' ' 'plxl pz“z pgfs — ' ' '0’1):10,7)(2 O,2X3 ,
xl.xz.x3. xl.xz.x3.

fX1X2X3 (x,X,,%;) =
kde x, +x, + x;, =50.
Teda
50!
6!36!8!

2. Margindlna p. f. multinomického rozdelenia

Sy x,x,(6,36,8) 0,1°x0,7°° x0,2° =0,019.

Néjdeme pravdepodobnost’, ze 36 T'udi v skupine ma strednu silu stisku.
Marginalna p. f. premennej X, ma binomické rozdelenie s parametrami =50 a p, =0,7.

Potom

hn X; n—x 50 X 50—x;
fx (xz): péz(l—pz) P = 0,720,377, x2=0,1,...,50.
2 xz X2
Teda

50
Sy, (36)= (36]0,736 x 0,37 =0,119.

3.3 Dve spojité nahodné premenné

3.3.1 ZdruZené rozdelenia pravdepodobnosti

Zdruzené rozdelenie pravdepodobnosti spojitej nahodnej premennej je dané zdruzenou
hustotou, preto najprv vysvetlime tento termin.
ZdruZena hustota

Majme dve spojité ndhodné premenné X a Y, potom funkcia oznacovana ako f, (x,y) je ich

zdruZena hustota, ak spiiia nasledujiice vlastnosti:

l. fy(x,y)=0 pre vietky x,y
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2. T ]ngY(x,y)dxdy=1

—00 —00

3. Pre 'ubovol'nti oblast’ R dvojrozmerného priestoru plati:

P(LX, Y1 R) = [ fuy (x, y)dxdy (3.17)

Priklad 3.9

Nech ndhodné premennd X oznacuje ¢as (v milisekundach), za ktory sa pocitatovy ser-
ver spoji s vaSim pocitaCom, a nech Y oznacuje Cas, za ktory vas server autorizuje ako nového
zakaznika. Kazd4 z tychto ndhodnych premennych meria akanie od spolo¢ného Startovacieho
Casua X <Y .Predpokladajme, Ze zdruZena hustota premennych X a Y je

for (x,)=6x10° exp(-0,001x —0,002y) pre x<y

Oblast’ s nenulovou pravdepodobnost’ou je na obrazku 3.1.

A
y 3

o
o

0 X

Obrazok 3.1. Zdruzena hustota X a Y je nenulova v Sedej oblasti

Overime, ¢i funkcia f), (x,») na oblasti s nenulovou pravdepodobnostou spiiia druha vlast-

nost’ z (3.17). Pocitajme

T ]2 fXY (x, y)dxdy — ]S(]S 6 % 10—6 60,001x0,002ydyJ dx —

—00 —00 0

—6x loﬁj'(J'eo,oozydy] o 000k o

0

o e "% ~0,001x
=6x%x10 W e dx =

0

X

1 1
03

9

~0,003 j e "% iy =0,003 x
0

Pravdepodobnost’, ze X <1500 a X <2500 je urc¢ena dvojnym integralom, takto:

1500 2500
P(X <1500,Y <2500)= | | fyy (x,y)dxdy =

0 x
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1500 /2500
=6x10"° I ( .[ eo’oozydyjeo’omxdx =

0

1500 e—0,00ZX _e—5
— 6 % 1076 J. s> = e*0,0ledx —
170,002

X

1500

=0,003 J‘ (e—o,ooax _ o 5o 0001x )dx _
0

45 -1
=0Jm3Fe _esl=e }:

0.003 = 0,001
—0,003(329,63 — 5,2345) = 0,973

T W W W

2500 +

0 1500 X

Obrazok 3.2. Oblast integracie je tmavoSeda

3.3.2 Marginalne rozdelenia pravdepodobnosti

Podobne ako v pripade zdruzenych diskrétnych ndhodnych premennych mozno najst
marginalne rozdelenia pravdepodobnosti spojitych ndhodnych premennych X a Y zo zdruze-
ného rozdelenia pravdepodobnosti.

Marginalne hustoty

Ked’ zdruzend hustota spojitych ndhodnych premennych X a Y je f,,(x,»), potom margi-

nalne hustoty tychto premennych su

S = [ Lo ndy a ()= [ i (xp)dx (3.18)

kde R, je mnozina vSetkych bodov z oboru hodnét dvojice premennych (X,Y), pre ktoré
X =xa R, je mnozina vSetkych bodov z oboru hodn6t dvojice premennych (X,Y), pre kto-

Y =y.
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Pravdepodobnost’ zahriujica len jednu premennt, napriklad P(a < X <b), mozno vy-

pocitat’ z marginalneho rozdelenia premennej X alebo zo zdruzeného rozdelenia premennych
XaY. Napriklad P(a < X <b) sarovna P(a< X <b,—0o<Y <). Teda

Pla<X <b)=[[ fiy(x.y)dydx=| [ [ fa (x,y)dy]dx = [ £ (o

Podobne E(X) a D(X) mozno ziskat priamo zo zdruzeného rozdelenia premennych X a Y

alebo z marginalneho rozdelenia premennej X.

Stredna hodnota a rozptyl

Pre strednti hodnotu premennej X plati vzt'ah

E(X)=uy = _[ xf y (x)dx = .[ xl:J‘ fxy(xay)dy]dx
e S |k (3.19)
= [ [ G, y)elxdy
a pre rozptyl
D(X)=0y = [ (x=p, V' fy (e = [ (x= g1 )’ { [ fxy(x,y)dy}dx =
- b R, (3.20)

= [[Ge= 117" fry (5. p)elxdy

Priklad 3.10

Pre ndhodné premenné X a Y, ktoré oznacuju Casy v priklade 3.9, vypocitame pravdepo-
dobnost’, ze Y prekroc¢i hodnotu 2500 milisektind.
Této pravdepodobnost’ sa vypocita integraciou zdruZenej hustoty f,, (x,y) cez oblast’

vyznafenu na obrazku 3.3. Oblast’ integracie je rozdelend na dve cCasti. Pre kazdu Cast’ su sta-
novené rozdielne integracné hranice.

2500

0 2500 x
Obrazok 3.3. Oblast integracie pre Y > 2500 je tmavoSeda
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2500 0 © ©
P(Y >2500) = j ( j 6x10°° e°’°°1““°’002ydyj dx + ( j 6x10°° e°’°°”°’°°Udy]dx

0 2500 2500

X

Prvy integral je
2500 -0,002y J*° 6 2500
6x10°° J’ { e } o 0001x g0 6x10 e J‘ o 0001x g0
5 [ —0,002 2500 0,002 0
-6 25
_Ox107 sf1=e™ 1 018554588
0,002 0,001
Druhy integral je
s -0,002y 1*° -6 ®©
6x10°° J' € o 0001x g0 6x10 J‘ o 0003x g0
2500l | —0,002 ; 0,002 .z,
-6 -7,5
A0 e 1 000553084
0,002 | 0,003
A tak

P(Y >2500)=0,01855+0,00055=0,01910

Alternativny vypocet je cez marginalne rozdelenie premennej Y. Vypocet ponechdvame na ¢i-
tatela.

3.3.3 Podmienené rozdelenia pravdepodobnosti

Analogicky ako pri diskrétnych ndhodnych premennych definujeme podmienené rozde-
lenie premennej Y za podmienky X =x.

Podmienena hustota

Nech spojité ndhodné premenné X a ¥ maja zdruzen( hustotu f,, (x,y), potom podmienena

hustota premennej Y za podmienky X =x je

S (%)

=200

pre fy(x)>0 (3.21)

Vlastnosti podmienenej hustoty

Nech R_ je mnozina vSetkych bodov z oboru hodnét dvojice premennych (X,Y), pre ktoré
X =x, potom podmienena hustota fy‘x (») je hustota pre vSetky y z R a ma nasledujuce

vlastnosti:

2. [ . (dv=1
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3. Pre 'ubovol'ni podmnozinu B oboru hodnét Y plati:

P(Y € BIX =x)= [ £, (n)dy (3.22)

Priklad 3.11

Pre ndhodné premenné X a Y, ktoré oznacuju Casy v priklade 3.9, ur¢ime podmienenti
hustotu premennej Y za podmienky X =x.
Najprv treba ur¢it’ marginalnu hustotu premennej X. Plati, ze

K -0,002y 1°
x)= 6 X 1076 e*0,00l)C*0,00Zyd — 6 % 1076 e—0,0()]x e _
e j y <o

~0,002x

— 6% 10 0001 (e

0002 J =0,003¢""" pre x>0

Toto je exponencialne rozdelenie s parametrom A =0,003. Teraz pre x>0 a x<y podmie-
nena hustota je

fxy (x: J/) _ 6 x 1070 ¢ 0:001x-0.002y

Sx(¥) 0,003¢ %%« =(,002¢"0020:002y
x X , o

fy‘x(y) =

Podmienend hustota premennej Y za podmienky X =1000 je nenulova na plnej ¢iare na ob-
razku 3.4.

Bl g ah B b a

-
B

0 1000 x
Obrazok 3.4. Obor hodnét podmienenej hustoty premennej Y za podmienky X =1000

Vypocitajme pravdepodobnost, ze Y prekro¢i hodnotu 2500 za podmienky, ze
X =1000. Chceme teda ur¢it P(Y > 2500|X =1000). Vypocet urobime pomocou podmie-

nenej hustoty takto:

P(Y >2500[X =1000) = j Frnon )y = j 0,002¢"0021000-00025 g,

2500 2500

-0,002y * -5
=0,002¢*| | £ ~0,002¢*| —<— |=0,0498
0,002 | 0,002
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Podmienena stredna hodnota a podmieneny rozptyl

Nech R_ je mnozina vSetkych bodov z oboru hodnét dvojice premennych (X,Y), pre ktoré
X =x, potom podmienena stredna hodnota premennej Y za podmienky X = x oznacovana

ako E(Y| |x) alebo 1, je

E(YPo) = [fy, 0y (3.23)

a podmieneny rozptyl premennej Y za podmienky X =x oznaCovany ako D(Y |x) alebo
O';‘X je

D(Y|x) = [(v= )" fre Wy = [ 37 f, 0y = 15, (3.24)

Priklad 3.12

Pre nahodné premenné X a Y z prikladu 3.9, ktoré oznacuju ¢asy, uréime podmienent
strednu hodnotu premennej Y za podmienky X =1000.
Podmienent hustotu premennej Y za podmienky X =1000 sme urcili v priklade 3.11.

Pretoze fy‘looo( y) je rozna od nuly pre y >1000,

E(Y|x = 1()0()) — I yx 0,OOZeO’OOZXIOOO’O’OOZydy — 0,00262 J' yefo,oozydy

1000 1000

Integraciou per partes vypocitame:

® -0,002y |® ® —0,002y
[ yeooray = {y ‘ -] ( - de =

1 0,002 | . a,\ 0,002
_ 1000 [ e T J:
0,002 (~0,002)(=0,002) |
1000 e’ e’

1500

= e — = X
0,002 0,002x0,002 0,002
Ked' vysledok integralu vynasobime konstantou 0,002¢°, dostaneme

E(Y|x =1000) =1500

3.3.4 Nezavislost’
Spojité ndhodné premenné X a Y s nezavislé, ak hociktora z nasledujtcich vlastnosti je
spravna:
L fw(6p)=fi(0)f,(y)  pre vsetky xay;
2. fY‘x(y) = f,(v) prevsetky xay, pre ktoré f,(x)>0;
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3. fx‘y (x)=fy(x) prevsetky xay, pre ktoré f,(y)>0;
4. P(XeA,Y eB)=P(X € A)P(Y € B) pre 'ubovol'nu podmnozinu 4

oboru hodnét X a pre 'ubovol'ni podmnozinu B oboru hodnot Y. (3.25)

Priklad 3.13

Chceme zistit’, ¢i ndhodné premenné X a Y, ktoré oznacuju ¢asy v priklade 3.9, st neza-
vislé.

Na overenie pouzijeme druhy vzorec z (3.25), t. j. fy‘x( ¥) = f;(y). Podmienena hustota
premennej Y za podmienky X =x, ktort sme urcili v priklade 3.11, je pre x >0 a x<y dana
vztahom f, (y)= 0,002¢""2"%%2" Potrebujeme urdit’ marginalnu hustotu f; (), aby sme
ju mohli porovnat’ s podmienenou hustotu. Teda

% -0,001x ¥
= 6x1070e 00002y gy — 65 10707002 e | |=
S () j |

1 — g 0001y

— 6 % 1076 670,002)/
0,001

j =0,006e """ (1 - ™) pre y>0

PretoZe podmienend hustota sa nerovna margindlnej, t. j. fY‘x( ) # fy(y), ndhodné premenné

X a Y nie st nezavislé, teda st zavislé. Mieru zavislosti skimame v inej podkapitole.

Priklad 3.14

Modifikujme zdruzeni hustotu ndhodnych premennych X a Y z prikladu 3.9 na tvar
Fry (x,) =2x107 exp(—0,002x —0,003y), kde x>0 a y>0. UkédZeme, Ze premenné X a ¥
su nezavislé a vypocitame P(X >500,Y <1500).

Margindalna hustota premennej X je
x)=[2x107°e "% gy, = 0,001 ™™ pre x>0
S =] y P
0
Marginalna hustota premennej Y je

Sr(0)=[2x107°e 0% dx =0,002¢ " pre y>0
0

Teda f,,(x,y) = fy(x)f,(») pre vSetky x a y, z Coho vyplyva, Ze X a Y st nezavislé.

Na vypocitanie pravdepodobnosti sa pouzije vlastnost’ 4 v (3.25) a skutocnost, Ze obi-
dve ndhodné premenné maju exponencialne rozdelenie. Potom

P(X >500,Y <1500) = P(X >500)P(Y <1500)=e > (1-e>)=0,576

Priklad 3.15

Nech nahodné premenné X a Y su dizky dvoch rozmerov obrobeného dielca. Predpokla-
dajme, ze X a Y st nezavislé ndhodné premenné. Dalej predpokladajme, Ze rozdelenie X je
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normalne so strednou hodnotou 20,5 mm a rozptylom 0,0016 mm?” a rozdelenie Y je normalne
so strednou hodnotou 13,8 mm arozptylom 0,0025 mm?” Ur&ime pravdepodobnost, Ze
20,4< X <20,6 a 13,75<Y <13,85.

Pretoze X a Y st nezévislé, plati
P(20,4< X <20,6;13,75<Y <13,85)=P(20,4 < X <20,6)P(13,75<Y <13,85) =

_p 20,4 -20,5 <7< 20,6 -20,5 p 13,75-13,8 <7< 13,85-13,8 _
0,04 0,04 0,05 0,05

=P(-2,5<Z2<2,5)P(-1<Z<1)=0,98758 x0,68269 = 0,674

kde Z je normovana normélna nahodné premenna.

3.4 Viacrozmerné spojité nahodné premenné

ZdruZena hustota

Majme n spojitych ndhodnych premennych X,,X,,...,X,, potom funkcia oznaovana ako

Sxx, x (X1,%5,...,%,) je ich zdruZena hustota, ak spliia nasledujtce vlastnosti:

1 fXIXZWX" (X, %y,.05%,) 20

o0

2. T T ,[fxlxz...x,, (), Xy, X, )dxdx, ...dx, =1

—00 —00 —00

3. Pre 'ubovol'nt oblast’ B n-rozmerného priestoru plati:

Pl(X,, X,,... X,)€B]=[-] frx, x, (5%, x, )dx,dx, ...dx, (3.26)
B

Marginalna hustota
Ked fyx, x (%,%,,..,X,) je zdruzend hustota spojitych ndhodnych premennych X, X,, ...

X,, potom marginalna hustota premennej X, je

Lo =[] Frnr, (55, il .l d, .. d, (3.27)
R,

kde R_ je mnoZina vSetkych bodov oboru hodnét premennych X, X,,...X,, pre ktoré
X =x,.

Podobne ako pre dve premenné pravdepodobnost’ zahriujuca len jednu premennut, na-
priklad P(a < X, <b), mozno vypocitat’ z marginalneho rozdelenia premennej X, alebo zo

zdruzeného rozdelenia premennych X, X,,..., X, . Teda plati, ze

Pla< X, <b)=P(—0o< X, <o,...,—0< X, <wo,a< X, <b,

-0 < X.

) <0,..,—0< X, <©)
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Podobne E(X,) a D(X,) pre i=12,...,n mozno ziskat' priamo zo zdruzeného rozdelenia

premennych X,,X,,..., X, alebo z margindlneho rozdelenia premennej X .

Stredna hodnota a rozptyl
Pre strednu hodnotu premennej X, plati vzt'ah

o0

ECX) = [ [ [ x5, (505000 x, X, dy, ... dx, (3.28)

—00 —00

a pre rozptyl plati, ze

0

D)= [ [+ [ G = 1 Frm, (52X, Yy, .., (3.29)

—00 —00 —o0

Nezavislost’

Spojité ndhodné premenné X, X,,..., X, sunezavislé vtedy a len vtedy ked’ plati:

leXz...Xn (%), %5505 X, ) = fxl (x, )fX2 (x,).. -an (x,) pre vSetky x,,X,,...,%, (3.30)

3.5 Zavislost’ nahodnych premennych

Opakom nezavislosti ndhodnych premennych je ich zavislost’. V prvej Casti tejto kapito-
ly vysvetlime pojmy kovariancia a korelacia medzi dvoma ndhodnymi premennymi X a Y.
V druhej ¢asti uvedieme pojem kovariancnej a korela¢nej matice.

3.5.1 Kovariancia a korelacia

Miera linearnej zavislosti medzi dvoma nahodnymi premennymi X a Y je kovariancia.
Na definovanie kovariancie potrebujeme poznat’ stredni hodnotu funkcie dvoch ndhodnych
premennych i(X,Y).

Stredna hodnota funkcie dvoch nahodnych premennych

Nech X a Y st dve ndhodné premenné a 4(X,Y) je ich funkcia, potom pre stredni hodnotu
E[h(X, Y)] plati:
YD h(x, ) fiy(x,y) XY diskrétne
R

[ [hCe ) fr (. p)dxdy XY spojité

R

E[h(X,Y)] (3.31)

Hodnota E [h(X Y )] mozno interpretovat’ ako vazeny priemer hodndt A(X,Y) vo vSetkych
bodoch oboru hodnét (X,Y).
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Mieru linearnej zavislosti kovarianciu definujeme pre diskrétne aj spojité nahodné pre-
menné pomocou rovnakého vzorca.
Kovariancia
Mierou linearnej zavislosti medzi ndhodnymi premennymi X a Y je kovariancia, ktori ozna-
cujeme cov(X,Y) alebo o,,, aplati pre fiu vztah

coV(X,Y) = 0,y = E[(X = s, )Y = )] = E(XY) = pu (3.32)

Pozndmka 1. Hodnota kovariancie cov(X,Y) vyjadruje trend a silu linedrnej zavislosti medzi
ndhodnymi premennymi X a Y.
Poznamka 2. Ked je vel'ka pravdepodobnost, ze vel'ké hodnoty X zodpovedaju velkym hod-

notam Y a malé hodnoty X zodpovedaji malym hodnotam Y, potom hovorime, Ze premenné X
a Y koliSu v tom istom smere. V tomto pripade si hodnoty X — x4, a Y —u, s velkou prav-

depodobnost'ou stucasne kladné alebo zdporné. Potom s tou istou pravdepodobnostou je
(X =y )Y = puy) >0,z Coho vyplyva, Ze cov(X,Y)>0.

Pozndamka 3. Ked je velka pravdepodobnost’, Ze vel'ké hodnoty X zodpovedaji malym hod-
notdm Y a malé hodnoty X zodpovedajii vel'kym hodnotdm Y, potom hovorime, Ze premenné

X a Y koliSu v opa¢nom smere. V tomto pripade maji hodnoty X —u, a Y —pu, svelkou

pravdepodobnostou odlisné znamienka. Potom stou istou pravdepodobnostou je
(X = )Y — ) <0,z Coho vyplyva, Ze cov(X,Y)<0.

Nevyhodou kovariancie je skutoCnost, Ze zavisi od jednotiek meranych veli¢in X a ¥
a od ich variabilit. Z tohto dévodu je lepSou mierou linearnej zavislosti korelacny koeficient,
ktory je bezrozmernou mierou linearnej zavislosti.

Korela¢ny koeficient

Miera linedrnej zavislosti (korelacnej alebo stochastickej) dvoch ndhodnych premennych X a
Y sa vyjadruje pomocou korelacného koeficientu, ktory je definovany vzt'ahom

cov(X, Y) Oy (3.33)

JDX)D(Y) o0,

cor(X, Y)=pXY =

Vlastnosti korela¢ného koeficienta:

* p,, nadobuda hodnoty z intervalu [-1, 1];
* ak p,, =1, ide o priamu linearnu (t. j. funkéna) zavislost’;
* ak p,, =—1 ide o nepriamu linearnu (t. j. funkénu) zavislost’;

* ak p,, =0 vieme povedat iba to, Ze nahodné premenné st nekorelované .

Pozndamka. Pre nezavislé nahodné premenné X a Y plati vzdy, Ze p,, =0. Opacné tvrdenie

neplati vSeobecne. Len v pripade dvojrozmerného normalneho rozdelenia dvoch nahodnych
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premennych X a Y plati, ze: p,, =0 vtedy a len vtedy, ak su nahodné premenné X a Y ne-

zavisle.
Priklad 3.16

Pre diskrétne nahodné premenné X (pocetnost’ absentujucich pracovnikov na rannej
zmene) a Y (pocetnost’ absentujucich pracovnikov na poobednajsej zmene) z prikladu 3.1 so
zdruzenym rozdelenim uvedenym v tabul’ke 3.2, vypocitame o, a p,, .

Pre vypocet potrebujeme poznat' E(XY), E(X), D(X), E(Y) a D(Y). Z prikladu 3.3
vieme, ze E(X)=11 a D(X)=0,49. Pri vypoéte zvySnych pouzijeme hodnoty z tabul’ky
3.3.

E(XY)=1x1x0,10+1x2x0,25+1x3x0,10+2x1x0,15+
+2x2x0,10+2x3x0,05=1,9
E(Y)=0x0,10+1x0,30+2x0,45+3x0,15=1,65
D(Y)=(0-1,65)" x0,10 + (1 -1,65)* x 0,30 + (2 —1,65)> x 0,45 +
+(3-1,65)* x0,15=0,7275
Potom kovariancia je
ow =E(XY)-E(X)E(Y)=1,9-1,1x1,65=0,085
a korela¢ny koeficient

oy 0085
JD(X)D(Y) /0,49%0,7275

Pxr =

Medzi premennymi X a Y existuje korelacna zavislost’ i ked’ pomerne slaba. Teda X a Y nie st
nezavislé, ¢o sme zistili aj v priklade 3.6.

Priklad 3.17
Nech zdruzena hustota ndhodnych premennych X'a Y je

x+y pre 0<x<1,0<y<1

S (3) = {0 inde

Pomocou korelaéného koeficientu zistime, ¢i st premenné zavislé alebo nekorelované.
Vypocitame E(X), D(X), E(Y), DY) a E(XY).

1

E(X):I;xU:(x+y)dy}dx:_([x(x+%)dx:%

D(X):J.xz(x+%)dx—,u)2( =

0

60 49 11
144 144 144

Pretoze zdruzena hustota f, (x,y) je symetrickd vzhl'adom k premennym x a y, plati:
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7 11
EY)=— DY)=—
&) 12 &) 144

11

4
E(XY)= '(['([xy(x+ v)dydx T

4 49 1
cov(X,Y)=E(XY)-E(X)EY)=——-—=-"
v )= 8T~ E(DEL) 12 144 144

cov(X,Y) -1/144 1

P = DOODE) 117144 11

Medzi premennymi X a Y je slaba nepriama linearna zavislost'.

3.5.2 Nahodny vektor a kovarian¢na matica

Kovarianciu ndhodnych premennych X a ¥ sme definovali vzt'ahom (3.32). Ked’ zobe-
rieme do Uvahy n spojitych ndhodnych premennych X, X,,..., X, , potom mdéZeme urcit’ ko-

varianciu 'ubovolnych dvoch premennych X, X ;. Ked ndhodné¢ premenné X, X,,..., X, za-

!
piSeme ako stlpcovy vektor (X Xy ey X n) a nazveme ho nahodny vektor, potom moze-

me definovat’ kovarianéna maticu.

Kovarian¢na matica

!

) ma kovarianénu maticu

n

Néhodny vektora (Xl, X,y o X

O On O,
E _ 0-21 0-22 O-Zn (3 34)
O-nl GnZ Jnn
kde
o =COV(Xi, Xj), i,j=1,2,..,n, i#j su kovariancie medzi zlozkami nahodného
vektora;

o,=cov(X,, X,)=0], i=1,2, .., n sarozptyly jednotlivych zloziek ndhodného vekto-

ra.

Kovarian¢na matica je Stvorcova a symetrickd matica. Ked’ su zlozky nahodného vekto-
ra po dvoch nezdvislé alebo aspoil nekorelované, potom kovarianéna matica je diagondlna,
t. j. nediagonalne prvky sa rovnaju 0. Ked eSte aj rozptyly vSetkych premennych X,

(i=1,2, .., n)sarovnaké, t.j. D(X,)=0c" (i=1, 2, ..., n), potom kovarian¢na matica na-
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!

hodného vektora (X . G Xn) ma tvar 2’ =0*E , kde E je jednotkova matica t. j. dia-
gonalne prvky sa rovnaju 1 a nediagondlne sa rovnaju 0.

Stredna hodnota nahodného vektora

!

Ozna¢me E(X,)=u, i=1, 2, ..., n. Potom vektor (,u], 7R ,un) nazyvame strednou

!

hodnotou nahodného vektora (X 1 Xy s X, n) a zapisujeme takto:

!

E[(ul, Hos weos 1) }(up Hos weos M)

3.6 Viacrozmerné normalne rozdelenia

V tejto kapitole sa budeme zaoberat' najprv dvojrozmernym normalnym rozdelenim
a potom n-rozmernym normalnym rozdelenim.

3.6.1 Dvojrozmerné normalne rozdelenie
Néhodny vektor (X , Y ) so strednou hodnotou E [(X , Y )'] =(u,, 4y)" akovarianénou

2
M G G r . 14 r . /4 14
maticou 2 = ( * X2Y J ma dvojrozmerné normalne rozdelenie prave vtedy, ked’ ma hus-

Oyx Oy
totu
1 1 (x— )’
f (x9 Villy sy ,0x,0y,p ): eXpy — |: A —
S o M T B
) _ _ _ 2
2Py (= )y :uY)+(y ély) :|} (3.35)
O xOy Oy

pre —cwo<x<ow, —0<y<oo,sparametrami —o0< u, <0, —0< 4, <0 0, >0 o, >0

a-l<p, <l.

Marginalne rozdelenia ziskané z dvojrozmerného normalneho rozdelenia

Ked’ ndhodné premenné X a ¥ maju dvojrozmerné normalne rozdelenie so zdruzenou hustotou
Foy (X, Vs, lty .0 .0y, Pyy ), potom margindlne rozdelenia X a ¥ su normélne so strednymi

hodnotami x,, u, a smerodajnymi odchylkami o, , o, . (3.36)
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A
B 4 ¥ ¥

My | Hy My

=Y

My X My X Wy

Obrazok 3.5. Vrstevnice dvojrozmernych normalnych rozdeleni s rozdielnymi p ,,

Podmienené rozdelenie premennej ¥ za podmienky X =x
Ked’ ndhodné premenné X a ¥ maju dvojrozmerné normalne rozdelenie so zdruzenou hustotou
Sy (6, Vi lhy s fty ,0 5,0y, Py ), potom podmienené rozdelenie premennej Y za podmienky

X =X je normalne s parametrami

EYV[x) =ty 4 py Z-(r=p1y) 2 DY |v) =07 (1= ) (3.37)

X

Poznamka. Dvojrozmerné normalne rozdelenie je jediné z dvojrozmernych rozdeleni, pre
ktoré plati, ze ndhodné premenné X a Y su nezavislé vtedy a len vtedy, ak p,, =0.

Priklad 3.18
Vyska (X ; jednotka: cm) a hmotnost’ (Y ; jednotka: kg) dospelych muzov majua nor-
malne rozdelenie s parametrami g, =172,73cm, u, =73,85kg, o, =51, o, =6,8
a korelatnym koeficientom p,, =0,7. Uréime pravdepodobnost, ze hmotnost’ (Y ) dospe-
Iych muzov je medzi 72,58 kg a 81,65 kg za podmienky, ze vySka (X ) je 175 cm.
Podmienené rozdelenie pravdepodobnosti ¥ za podmienky X =175 je normalne so

strednou hodnotou a rozptylom
E(Y[175) = tty + pry —2-(x — p1,) = 73,85+0,7 2?
o

X >
=73,85+0,7x1,33x2,27=73,85+2,11=75,96
D(Y|175) = 02 (1- p3, ) = 6,87 x (1-0,7%) = 46,24 x 0,51 = 23,5824

Oypirs = \/D(Y|175) =+/23,5824 =4,8562

x(175-172,73) =

Potom

72,58-75,96 _ Y~ Hyp _81,65-75,96

P(72,58<Y <81,65|X =175)="P < <
4,8562 o 4,8562

= P(~0,696 < Z <1,1717) = P(Z <1,1717) = P(Z < —0,696) =
=0,879342 —[1 - P(Z <0,696)] = 0,879342 —1+0,756787 = 0,636129
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Priklad 3.19

1 _ xz 2
Zdruzena hustota f,, (x, y)=—-e "

27
malneho rozdelenia s parametrami s, =0, 1, =0, o, =1, o, =1 a p,, =0. Priemety vrs-

je Specialny pripad dvojrozmerné¢ho nor-

tevnic na grafe hustoty do roviny urcenej x-ovou osou a y-ovou osou su kruznice so stredom
v zaciatku sturadnicovej sustavy.

3.6.2 Viacrozmerné normalne rozdelenie

!

Nahodny vektor X =(X,, X,, ..., X,) md normalne rozdelenie prave vtedy, ked” jeho
hustota ma tvar
1 1 .
Sy, (X1 Xgy ooy X,) = ———— exp—z(x-,u) 2 (x-p) (3.38)
(27)2 |z
kde -oo<x <o, i=1,2,.,n, x=(x,%,, ..., x,), 4=, 1y, .., 1,), £ je kova-

rian¢nd matica ndhodného vektora X a |Z | je determinant kovarian¢nej matice X'.

Oznagenie: . X ~ N (u,2).

Rozdelenie linearnych foriem

Nech nédhodny vektor X=(X1, X,y X

n

) ma normalne rozdelenie N (#.2). Nech dalej

A je maticatypu k xn a b vektor k realnych ¢isel, potom plati:

Y=AX+b~N(Au+b, AX 4') (3.39)

3.7 Linearne kombinacie nahodnych premennych

V tejto kapitole rozvinieme vysledky o ndhodnych premennych, ktoré su linedrnymi
kombinaciami nahodnych premennych. Ked’ napriklad ndhodné premenné X, a X, oznacuju

dizku a §irku vyrobenej suéiastky, potom ndhodna premenna Y =2X, +2X, je ich linearna

kombindcia a reprezentuje obvod suciastky.

Linearne kombinacie
Majme ndhodné premenné X,,X,,...,X, aredlne ¢isla k,,k,,... k, , potom ndhodna premenna
Y=kX +kX,+..+k X, (3.40)

je linedrna kombinacia premennych X, X,,.... X, .
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Stredna hodnota rozptyl linearnej kombinacie

Ked Y =k X, +k,X, +...+k,X,, potom jej stredna hodnota je

E(Y)=kE(X,)+kEX,)+...+k E(X,)= ikiE(Xi) (3.41)

i=1

a rozptyl sa rovna

D(Y)=Y k2D (X,)+ ¥ kk cov(X,,X,) (3.42)
i=1 i=l j=I
Ked X,,X,,...,X, sunezavislé, potom

DY) = ika(Xi) =k;D(X,)+k;D(X,)+-+k D(X,) (3.43)

i=l1

Priklad 3.20

V istej krajine vyskumnici zistili, Ze u dospelych muzov ma dizka ruky od ramena po
laket’ (X ; jednotka: cm) a dizka od lakta po koniec prsta (Y ; jednotka: cm) dvojrozmerné
normalne rozdelenie so strednymi hodnotami g, =36,6 cm resp. x4, =48 cm, rozptylmi

oy =0, =4 cm” a korelaénym koeficientom Py =0,737 . Ur¢ime strednti hodnotu a rozptyl
dizky od ramena po koniec prsta.

DiZka od ramena po koniec prsta sa da vyjadrit’ ako linedrna kombinacia Z =X +Y . Na
vypocet pouzijeme vztahy (3.41) a (3.42) pre n=2. Potom pre stredni hodnotu a rozptyl
premennej Z =X +Y plati:

E(Z)=E(X+Y)=36,6+48=284,6
D(Z)=D(X+Y)=D(X)+D(Y)+2cov(X,Y)
Vieme, ze cov(X,Y) = p,,0,0, =0,737x2x2=2,948 . Z toho vyplyva, ze

D(Z)=D(X +Y)=4+4+2x2,948=13,896

Stredna hodnota a rozptyl priemeru
Ked X=(X,+X,+...+X,)/n a E(X,)=u pre i =1,2,...,n, potom

E(X) = (3.44)
aked X,,X,,...,X, sinezavislé¢ a D(Xi)=0'2 pre i =1,2,...,n, potom

2
O

D(X)= — (3.45)

Linearna kombinacia normalne rozdelenych nahodnych premennych

Nech X,,X,,..., X, st nezavislé normalne rozdelené ndhodné premenné s E(X,) = 4,
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a D(X,)= O'f pre i =1,2,...,n, potom ich linearna kombinacia
Y=kX +kX,+.. +k X, (3.46)
je normalne rozdelena nahodna premenna so strednou hodnotou
EX)=ku +kp, ++k u, (3.47)
a rozptylom

D(Y)=klo] +kjo; +-+k. o) (3.48)

Priklad 3.21

Nech nahodné premenné X, a X, oznalujii rozmery obdiznikového profilu vyrobenej
stciastky. Predpokladajme, Ze X, je normdlne rozdelend s parametrami x4 =2cm, o, =0,1
cm a X, je normalne rozdelena s parametrami z, = Scm, o, = 0,2 cm. Dalej predpokladdme,
ze X, a X, stnezavislé. Ur¢ime pravdepodobnost’, Ze obvod prekroc¢i hodnotu 14,5 cm.

Zo zadania vieme, ze ¥ =2X, +2X, ma normdlne rozdelenie a reprezentuje obvod su-
Ciastky. Potom

E(Y)=2E(X,)+2E(X,)=2%x2+2x5=14cma

D(Y)=4x0,1> +4x0,2* =0,2 cm’
Teda

Y—u 14,5-14
r>
oy v0.2

=1-P(Z<1,118)=0,1318

P(Y>14.5)=P[ }=P(Z>l,118)=

Priklad 3.22

Automaticky plniaci stroj plni fl'aSe nealkoholickym népojom. Strednd hodnota objemu
naplne je 10,1 litra a smerodajné odchylka je 0,1 litra. Predpokladajme, ze objemy néaplni st
nezéavislé normalne rozdelené ndhodné premenné. Chceme zistit, aka je pravdepodobnost’, Ze
priemerny objem néaplne 10 flia§ vybranych z plniaceho procesu je mensi ako 10 litrov.

Nech X,,X,,...,X, oznaCuju objemy naplne 10 flias. Priemerny objem, oznacovany X
, ma normalne rozdelenie s parametrami

0,1

E(X)=10,1 a D(X)= 0 =0,001
Preto
_ X —u. _
Px<10)=p| 2t 10710 po o 316)=
oy J0.001

=1-P(Z<3,16)=0,000789
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3.8 Rozdelenia odvodené z normalneho

Velmi dolezité su spojité rozdelenia odvodené z normalnych, ktoré sa pouzivaju
pri konStruovani intervalovych odhadov a testovani hypotéz. Kritické hodnoty alebo kvantily
tychto rozdeleni st uvedené v Statistickych tabul’kéch. Ide o tieto rozdelenia: chi-kvadrat roz-
delenie, t-rozdelenie a F-rozdelenie.

3.8.1 ;(2 (chi-kvadrat) rozdelenie

Majme nezavislé ndhodné premenné Y,Y5,....Y, srozdelenim N(0,1) (Y, ~N(0,1);

i=1,2,...,n), potom ndhodna premenna
X =Y +Y) +.+Y’ (3.49)

ma rozdelenie ;(2 (chi—kvadrat) s n stupfiami vol'nosti, o zapiseme X° ~ y°(n).

0,5+
0,41
fix) 037
024

0,14

Obrazok 3.6. Hustoty chi—kvadrat rozdelenia pre rozne stupne volnosti

Rozdelenie y*(n) (nazyvané tiez Pearsonovo) ma hustotu
1 =2 x
x?e? xel0,)

f) =122 F{Z} (3.50)

0 x € (-, 0)

pricom pre lubovol'né realne n plati: /" (n)= '[ X"l dx.
0
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Pre stredni hodnotu a rozptyl rozdelenia y>(n) plati:

E(X*)=n a D(X*)=2n (3.51)

Vyuzivat budeme predovietkym kritické hodnoty y*(n, @) a kvantily ;(i (n) rozdele-
nia y°(n).

Kritick4a hodnota 7°(n, &) je definovana vztahom
P(X*> 4 (n, a))=a (3.52)

a odsekne na pravej strane plochu ohrani¢ent grafom hustoty rozdelenia y°(n) a osou hodnot

premennej o vel'kosti « . Naj€astejSie pouzivané hodnoty « st 0,1 a 0,05.

Ax) A

-

0 Zl(n‘a} = }(Iz_u(n) x

Obrazok 3.7. Vztah medzi kvantilom a kritickou hodnotou rozdelenia ;(2 (n)

Kvantil y>(n) je definovany vztahom

P(X* <z (n))=p (3.53)

a odsekne vlavo plochu ohrani¢enu grafom hustoty rozdelenia chi-kvadrat a osou hodnot
premennej o velkosti p.

Kritické hodnoty alebo kvantily st uvedené v Statistickych tabulkach (pozri prilohy).
Viacsinou st uvedené hodnoty iba jednej z nich, preto treba poznat’ vzt'ah medzi nimi (Obra-
zok 3.7).

3.8.2 t-rozdelenie (Studentovo rozdelenie)

Zoberme do uvahy ndhodnt premennu X s rozdelenim N (O,l) a od nej nezavislu ndhodnt

. 2 ; 2 . . .
premennu X~ s rozdelenim y“(n), potom nahodna premenna

. (3.54)
X
n
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ma ¢ rozdelenie pravdepodobnosti s # stupniami vol'nosti, ¢o zapiSeme 7T ~ t(n).

Rozdelenie ¢#(n) mé hustotu

f(x)——j(1+—j2, xeR,neN (3.55)

Jen-r(s

Pre strednu hodnotu a rozptyl rozdelenia #(n) plati:

(3.56)

T T T T T T T T T
S5 4 -3 -2-10 1 2 3 4 5 x
Obrazok 3.8. Porovnanie hustot rozdeleni t(n) s hustotou N(0,1)

VyuZzivat budeme predovsetkym kritické hodnoty t(n, a) a kvantily t, (n) rozdelenia t(n).
Kriticka hodnota 7(n, @) je definovand vztahom

P(—t(n, a)<T <t(n, @))=P(|T|<t(n, a)=1-a (3.57)

a odsekne na obidvoch stranach (vpravo aj vl'avo) plochy ohrani¢ené grafom hustoty rozdele-
nia #(n) a osou hodndt premennej o vel'kosti & /2. Najéastej$ie pouzivané hodnoty o su 0,1
a 0,05.

Ao

—H(n,a) = ty(n) 0 Hn,o) = tl_%(n)
¥

Obrazok 3.9. Vztah medzi kritickou hodnotou a kvantilom rozdelenia t(n)
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Kvantil 7, (n) je definovany vztahom

PlT<t,(m)=p (3.58)

a odsekne vlavo plochu ohrani¢enu grafom funkcie hustoty #-rozdelenia a osou hodnot pre-
mennej o velkosti p.

Kritické hodnoty a kvantily st uvedené v Statistickych tabul’kach (Priloha). Vac¢sinou sa
uvadzaji hodnoty iba jednej z nich, preto treba poznat’ vztah medzi nimi pozri obrazok 3.9.

3.8.3 F-rozdelenie (Fisherovo-Snedecorovo)

Majme dve nezavislé nahodné premenné X a Y, ktorych rozdelenia st X ~ y°(n)
a Y ~ y*(m), potom ndhodna premenné

F=X/n
Y/m

(3.59)

ma F rozdelenie pravdepodobnosti so stupniami vol'nosti n a m , ¢o oznacujeme F ~ F(n, m).
Rozdelenie F(n, m) ma hustotu

1)

—(ﬁj x! -(1+ﬁxJ_2 pre x € (0,0)
f(x)= r(”jr(’"j " " (360

2 2
0 pre x <0
kden, meN.
1.0 +
0,8+
fix)
0,6 -
T 27>
094 T I \\
] ~
= ' ~ e -
0241 W
. e 8,2
T 1 i 1 T 1 8,6
0 85 1,0 1,5 2,0 2,5 3,0
X

Obrazok 3.10. F—rozdeleniepren =8, m=2apren=8 m==6
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Pre strednu hodnotu a rozptyl rozdelenia F(n, m) plati:

E(F)zl,m>2 a D(F)= 2m2(n+m—2)

, 4 3.61
-2 2P (m—a) " een

Vyuzivat’ budeme predovSetkym kritické hodnoty F(n,m,a) a kvantily F), (n, m) roz-
delenia F(n,m).
Kriticka hodnota F(n, m,«) je definovana vztahom
P(F>F(n,ma))=a (3.62)

a odsekne na pravej strane plochu ohrani¢ent grafom hustoty rozdelenia F(n, m) a osou hod-

ndt premennej o vel'kosti « . Najcastejsie pouzivané hodnoty « su 0,1 a 0,05.

Jx) A

.
L

0 Fama=F__(@mm) *

Obrazok 3.11. Vztah medzi kvantilom a kritickou hodnotou rozdelenia F(n, m)

Kvantil F,(n, m) rozdelenia F'(n, m) je definovany vztahom
P(F <F,(n, m))=p (3.63)

a odsekne vlavo plochu ohrani¢ent grafom hustoty rozdelenia F(n, m) a osou hodndt pre-

mennej o velkosti p.

Kritické hodnoty alebo kvantily st uvedené v Statistickych tabulkach (pozri prilohu).
Vicsinou st uvedené hodnoty iba jednej z nich, preto treba poznat’ vztah medzi nimi (pozri
obrazok 3.11).

V statistickych tabul’kach st kritické hodnoty resp. kvantily uvedené iba pre malé hod-
noty a (0,01; 0,05; 0,1 a pod.) alebo iba pre vel'ké hodnoty « (0,9; 0,95; 0,99 a pod.). Déle-
zité su preto vztahy medzi kritickymi hodnotami resp. kvantilmi pre ¢ a pre 1 -« pre ktoré
plati:

1 1

F(n, m, @)=——— alebo F, (n, m)=——— 3.64
(n ) F(m,n, 1-a) p(m m) F_,(m, n) (3.64)
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3.9 Momentové vytvarajuce funkcie

V tejto podkapitole vysvetlime, ¢o st momenty a ako suvisia s ostatnymi ¢iselnymi
charakteristikami rozdeleni pravdepodobnosti, pretoZze momenty su tiez ¢iselnymi charakteris-
tikami rozdeleni. Uk4dZeme, ako moZno z pravdepodobnostnej funkcie resp. z hustoty dané¢ho
rozdelenia odvodit’ jeho ¢iselné charakteristiky. Podkapitolu rozdelime na jednorozmerny pri-
pad a viacrozmerny pripad.

Nech X je nahodna premenna (diskrétna alebo spojitd), potom moment k-tého radu E(X")

je definovany vztahom
le.k f(x,), ked X jediskrétna

E(X"={- (3.65)
[ £ (x)dx, ked X jespojita

—00

V niektorych situaciach, najmi vtedy, ked’ hI'adame cely rad momentov daného rozde-
lenia, byva priamy vypocet momentov pomocou vztah (3.65) dost’ pracny. V tychto pripa-
doch je uzito¢ny prostriedok na vypocet momentov tzv. momentova vytvarajica funkcia.

Nech X je ndhodna premenna (diskrétna alebo spojitd), potom momentova vytvarajica
funkcia je definovany vztahom

Ze”‘" f(x,), ked’ X jediskrétna

M, ()= E@e*)=1.. (3.66)
[ e f(x)dx, ked X jespojitd

—00

kde ¢ je pomocny parameter.

Postupnym derivovanim funkcie M , (¢) = E(e”") dostavame:
M (t)y=E(Xe™), Ml (t)=E(Xe"), ..., MP(t)=E(X"e™)
Polozme ¢ =0, potom dostaneme:
M (0)=E(X), M} (0)=E(X?), .., M}’ (0)=E(X")

Z uvedeného vyplyva vlastnost’ momentovej vytvarajucej funkcie:
Vseobecny moment k-tého radu E(X*) sa rovnd k-tej derivacii momentovej vytvérajlice;]

funkcie premennej X v bode =0, t. j.
E(X*)=M¥(0) (3.67)

Pozndamka. Stredni hodnotu a rozptyl ndhodnej premennej X méZeme stanovit” pomocou
momentov prvého a druhého radu:

py =E(X)=M(0) a ol=EX)-[EX)] =M0)~[M,O)]
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Priklad 3.23

Nahodna premenna X mé binomické rozdelenie s pravdepodobnostnou funkciou
n x n-x
fX(X)Z{xjp (I-p)"", x=01...n

Chceme urcit’ strednu hodnotu a rozptyl premennej X.
Vypocet strednej hodnoty a rozptylu sa najlahsie robi pomocou momentovej vytvaraja-
cej funkcie, preto ju najprv uréime.

C X n X n—x C n t X n—x t n
M (1)=) ¢ (xjp (1-p) ™= Z[xj(e p)(1-p) ™~ =(pe' —p+1)
x=0 x=0

Teraz mozeme z momentovej vytvarajucej funkcie stanovit’ stredni hodnotu a rozptyl
premennej X pomocou jej prvého a druhého momentu v bode 0.

Prvy moment je

M} (0)=[(pe' = p+1)'] =[n(pe' —p+1)"" pe'l_,=np
Druhy moment je

My () =[n(pe' —p+1)""' pe'l =n[(n—-1)(pe' — p+1)" 7 p*e” +(pe' — p+1)

My (0)=n"p* +np(1-p)
Teda stredné hodnota a rozptyl ndhodnej premennej su
Hy = E(X) =M} (0)=np

n—1

pe'l

o2 = E(X*)~[E(X)] =M (0)~[M ' (0)F =n*p* +np(1— p)—[np]* = np(1— p)

Priklad 3.24
Nahodna premenna X mé exponencialne rozdelenie s hustotou
fe(x)=2e™, x>0

Chceme urcit’ strednu hodnotu a rozptyl premennej X.
Vypocet strednej hodnoty a rozptylu sa najlahsie robi pomocou momentovej vytvaraja-
cej funkcie, preto ju najprv urcime.

M, ()= I e” f(x)dx = I Ae™ M dx = L_%e(’_“x} = % pre 1-4<0
—o0 —o 0

Teraz mozeme z momentovej vytvarajucej funkcie stanovit’ strednii hodnotu a rozptyl
premennej X pomocou jej prvého a druhého momentu v bode 0.
Prvy moment je

' -1qr = 1
M (0)=[A(A-0)"T, =[AA-D" ], =7
Druhy moment je

M3 (0)=[AA-0)7 ], =[22(A-0"], = %
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Teda stredné hodnota a rozptyl ndhodnej premenne;j je
, 1
Hx :E(X):MX(O):Z

o} = BCX)~[ECOT = M3 0~ [M4OF =2~ 5=

Momentové vytvarajuce funkcie maju vela délezitych a uzito¢nych vlastnosti, ktoré
teraz uvedieme:
Ked X je ndhodna premenna a c je nejaka konstanta, potom

My (t)=e"M, () (3.68)
M (1) =My (ct) (3.69)

Ked” momentova vytvarajuca funkcia ndhodnej premennej X existuje, potom je jedina.
Zoberme do tvahy dve ndhodné premenné X a ¥ s momentovymi vytvarajucimi funkciami
M, (t) a M,(¢). Premenné X a Y maji rovnaké rozdelenie, ked’ plati:

M, (t) = M, (¢) pre vSetky hodnoty ¢ (3.70)

Nech X, X,,....X,
funkciami M, (t), M, (¢), .., My () a Y =X, + X, +--+ X

st nezavislé ndhodné premenné s momentovymi vytvarajicimi
potom momentova vytva-

n?’

rajuca funkcia ndhodnej premennej Y je

My (@) =My ()x My ()x--xMy () (3.71)

Priklad 3.25

Nech X, a X, st nezavislé ndhodné premenné s Poissonovym rozdelenim
s parametrami 4, a A, . Ndjdeme rozdelenie premennej ¥ = X, + X, .

Momentova vytvarajuca funkcia Poissonovej nahodnej premennej s parametrom A je
M=
Potom momentova vytvarajuca funkcie ndhodnych premennych X, a X, st
_ (=D _ A
M, (1)=e" a My()=e

Ked pouzijeme vztah (3.71) pre n =2, zistime, Ze momentova vytvarajuca funkcia ndhodne;j
premennej ¥ =X, + X, je

My (t)= M, (1) x M (1) = ¢ Db @D = gD

To vSak je momentova vytvarajica funkcia Poissonovej nahodnej premennej s parametrom
A, + 4, . Ukézali sme, Ze sucet dvoch nezavislych Poissonovych ndhodnych premennych s pa-

rametrami A, a A, je Poissonova ndhodnd premennd s parametrom rovnym suctu dvoch pa-

rametrov A, + 4, .
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3.10 CebySevova nerovnost’

Ked ndhodnd premennd X md normdalne rozdelenie so strednou hodnotou u
a smerodajnou odchylkou o, potom P(u—-1,960 <X < u+1,960)=0,95. Tento vysledok

dava do vztahu pravdepodobnost’” normdlnej ndhodnej premennej s velkostou smerodajne;j
odchylky. Zaujimavy a podobny vysledok, ktory sa d4 aplikovat’ na 'ubovol'nt diskrétnu ale-
bo spojiti ndhodnti premennt, odvodil matematik Cebysev v roku 1867.

CebySevova nerovnost’

Vztah medzi strednou hodnotou a rozptylom nédhodnej premennej X majicej dané rozdele-
nie pravdepodobnosti bol formulovany Cebysevom takto:

P(|X—y| > CO')SLZ, c>0 (3.72)
c

Tento vztah interpretujeme takto: Pravdepodobnost, Ze nahodné premenna sa od svojej stred-
nej hodnoty 1i§i aspoit 0 ¢ smerodajnych odchylok (co), je mensia alebo sa rovna 1/c¢”.
Vsimnime si, ze nerovnost’ plati aj pre 0 <c <1, je vSak trivialna.

Tabulka 3.4. Porovnanie hodnét pravdepodobnosti vypocitanych
z Cebysevovej nerovnosti a z normalneho rozdelenia

c Cebysevova nerovnost | Normalne
pre kazdé rozdelenie | rozdelenie
1,5 menej ako 44,4 % 13,4 %
menej ako 25,0 % 4,6 %
3 menej ako 11,1 % 0,27 %
menej ako 6,3 % 0,01 %

Priklad 3.26

Sila stisku ruky ( X ) dospelych Zien v istej krajine ma normalne rozdelenie so strednou
hodnotou 28,44 kg 62,7 libier a smerodajnou odchylkou 7,8 kg 17,1 libier. Najdeme horna
hranicu pravdepodobnosti, Ze sila stisku ruky nejakej dospelej zeny sa lisi od strednej hodnoty
o viac ako 2,5 smerodajnej odchylky. Porovname hornti hranicu pravdepodobnosti vypocitanu
pomocou Cebysevovej nerovnosti so skutoénou hodnotou vypoé¢itanou z normalneho rozdele-
nia.

Aplikaciou Cebysevovej nerovnosti dostaneme

P(|X - 4|>2,50)<1/2,5 =0,16

Vsimnime si, Zze v tomto vypocte nepotrebujeme poznat’ stredni hodnotu ani smerodajnu od-
chylku ndhodnej premennej X.

Pri vypocte skuto¢nej pravdepodobnosti je vSak znalost’ strednej hodnoty a smerodajne;j
odchylky potrebna. Pocitajme:



Viacrozmerné nahodné premenné 113

_ XA 5] _
P(x y|22,50')—P( —— 225 =P(|Z]|22,5)=

= P(Z <-2,5)+ P(Z >2,5) ~2x0,0062 = 0,0124

Skutoéna pravdepodobnost’ je mensia, ako pravdepodobnost’ z Cebysevovej nerovnosti.

Priklad 3.27

Proces vitania otvorov na doskach s ploSnymi spojmi produkuje priemery so smerodaj-
nou odchylkou 0,01 mm. Chceme zistit’, kol’ko priemerov musime zmerat’, aby bola pravde-
podobnost’ aspoil 8/9, ze priemer meranych priemerov sa od strednej hodnoty procesu x 1isi

najviac o 0,005 mm.
Nech ndhodné premenné X,,X,,...,X, oznaCujuce priemery n otvorov sil nezavislé.

Priemer meranych otvorov je X = (X, + X, +---+ X,)/n. Zo vztahov (3.44) a (3.45) vieme,
7¢ E(X)=p a D(X)=0,01?/n. Teda smerodajna odchylka premennej X je (0,01% /n)">.
Aplikaciou Cebisevovej nerovnosti na X dostaneme:

P(|X = |2 c(0,01° /n)*) <1/ ¢?
Pre ¢ =3 plati, ze

P(|X = 1]=3%(0,0° /m)"* ) <1/9
Preto

P(|X = 1] <3%(0,01° /n)"* ) 28/9

/2 -
, je as-

Teda pravdepodobnost, Ze rozdiel medzi X a u je mensi ako 3x(0,01> /n)
poil 8/9. Nakoniec najdeme Z rovnice 3x(0,01° /n)"* =0,005, ze

n=23>x(0,01*/0,005%) =36.
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4 TVORBA NAHODNEHO VYBERU
A OPISNA STATISTIKA

Doteraz sme sa zaoberali pravdepodobnostnymi metédami. Ked pozndme rozdelenie
pravdepodobnosti ndhodnej premennej X (spojitej alebo diskrétnej) metdédami tedrie pravde-
podobnosti, vieme tito ndhodnt premennu uplne charakterizovat. Vieme, kde a s akou prav-
depodobnost'ou mdzeme ocakévat jej hodnoty, vieme vypocitat’ jednotlivé jej charakteristiky
(napriklad strednt hodnotu E(X) = u, rozptyl D(X)= 0o’ apod.).

Statistika naopak pracuje s ndhodnymi premennymi, ktorych rozdelenie pravdepodob-

nosti nepozname, alebo s ndhodnymi premennymi, ktorych rozdelenie pravdepodobnosti po-

zname, ale nepozname vsetky parametre tohto rozdelenia.

Tak napriklad v automobilovom priemysle jeden z dolezitych znakov kvality z hl'adiska
funk¢nosti motora je vnutorny priemer krazku automobilového motora, ktory ma predpisané
Specifikacie. Z dlhodobych pozorovani vieme, ze vitanie nastavené na menovity rozmer ma

normalne rozdelenie s parametrami x a o, pri¢om spiiia $pecifikacie. Pri $tatistickej regula-

cii procesu vitania vnutorného priemeru piestneho krazku sa pomocou dat vybranych z proce-
su overuje spravnost’ nastavenia procesu a hodnoty parametrov procesu. Zistuje sa, ¢i nedoslo
k naruSeniu stability procesu, k posunu od menovitého rozmeru alebo variability procesu, ¢o
by viedlo k vyrobe nezhodnych krizkov automobilového motora. Ulohou itatistiky v tomto
pripade je ziskat’ poznatky o hodnotach parametrov v ur€itom cCase.

Ulohou $tatistiky teda je vyvodzovat’ zavery indukénou metédou tak, aby sme poznatky

ziskané pri ur¢itom obmedzenom pocte pozorovani — ndhodnom vybere — mohli aplikovat’ aj
na cely subor — zékladny stubor — jeho rozdelenie pravdepodobnosti a nezndme parametre. Po-

jem nahodného vyberu hra v Statistike dolezita tlohu.

4.1 Zakladny subor a nahodny vyber

Casto pouzivame rozdelenie pravdepodobnosti ako model pre zakladny stibor. Na-
priklad konstrukény inzinier by mohol povazovat’ ako zakladny subor vnutorny priemer piest-
neho krazku automobilového motora, ktory méa normélne rozdelenie s parametrami u a o”.
Toto mdézeme povazovat za normalny zakladny subor alebo zakladny stibor s normalnym
rozdelenim.

Vo vicsine pripadov je nemozné alebo nepraktické pozorovat’ cely zédkladny stibor. Na-
priklad nemohli by sme testovat’ pevnost’ v tahu vsetkych konstrukénych prvkov podvozku,
pretoze by to vyzadovalo mnoho ¢asu a bolo by to finan¢ne nakladné. Okrem toho niektoré
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z tychto konstrukénych prvkov este neexistuju v Case, ked’ sa robi rozhodnutie, tak do znacnej
miery sa musime pozerat’ na zédkladny subor ako koncep¢ny. A tak sme zavisli od podmnozi-
ny pozorovani zo zakladného suboru, aby sme urobili rozhodnutia o zékladnom subore.

Vyber je podmnozina pozorovani vybrana zo zdkladného stiboru. Vyber musi byt re-
prezentativny, aby Statistické metddy boli opodstatnené. Preto je Ziaduce robit’ nadhodny vy-
ber ako vysledok nejakého ndhodného mechanizmu. Teda vyberanie vyberu je nahodny expe-
riment a kazdé pozorovanie vo vybere je pozorovand hodnota ndhodnej premennej. Pozoro-
vania v zékladnom subore urcuju rozdelenie pravdepodobnosti tejto ndhodnej premenne;.

Nahodny vyber je potrebné presne definovat. Nech X je ndhodna premenna reprezentu-
juca vysledok jedného vybraného pozorovania zo zakladného stiboru, ktora ma hustou f(x).

Predpokladajme, Ze pozorovania vo vybere sa ziskavaju nezavisle, za nezmenenych podmie-
nok. Pozorovania tvoriace vyber sa ziskavaji nezavislou n -krat opakovanou realiziciou na-
hodnej premennej X za nezmenenych podmienok. Nech X, je ndhodnd premenna, ktora re-

prezentuje i—té opakovanie. Potom X, X,,..., X, je ndhodny vyber, ktorého realizaciu (pozo-
rovania, merania, hodnoty) oznaCujeme ako x,,x,,...,x,. Ndhodné premenné v ndhodnom
vybere st nezavislé s rovnakou hustotou f(x), pretoze sme kazdé pozorovanie ziskali za
rovnakych podmienok. Teda margindlne hustoty premennych X,,X,,....X, st f(x,),

f(x), ..., f(x,).PretoZze ndhodna premenné X, X,,...,X, st nezavislé, zdruzena hustota je

Ty, (F5Xp500%,) = f(0) () f(x,) .

Nahodny vyber
Nahodné premenné X,, X,,...,X, tvoria nahodny vyber rozsahu n, ked’ plati, ze:

1. su vzdjomne nezavislé
2. maja rovnaké rozdelenie pravdepodobnosti f(x)

Teda pre zdruzenu hustotu (pravdepodobnostnu funkciu) plati:

fxlxz...xn (x5 %5,.%,) = f(x) () f(x,) (4.1)

4.2 Vyberové charakteristiky — Statistiky

Predpokladajme, Ze chceme zistit’ podiel I'udi na Slovensku vo veku od 18 do 70 rokov,
ktory preferuju znacku piva Zlaty bazant. Nech p reprezentuje nezndmu hodnotu podielu

uvedeného zéakladného suboru. Je nepraktické aj neekonomické anketovat’ vSetkych l'udi zo
zakladného suboru, aby sme zistili skuto¢nt1 hodnotu p . Namiesto toho by bolo rozumnejSie

vybrat’ nahodny vyber o vhodnom rozsahu a pouzit' pozorovany podiel p TI'udi vo vybere pre-

ferujtiicich znacku piva Zlaty bazant.
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Podiel vo vybere p sa vypocita tak, ze vydelime pocet I'udi vo vybere preferujiicich
znacku piva Zlaty bazant celkovym rozsahom vyberu n. Teda p je funkciou pozorovanych

hodnét v ndhodnom vybere. Pretoze mozeme urobit’ vela vyberov zo zakladného suboru,
hodnota p sa bude menit’ od vyberu k vyberu. Teda p je ndhodna premenna. Tato nahodna

premennd sa nazyva Statistika alebo vyberova charakteristika.

Statistika (vyberova charakteristika)

Funkciu ndhodnych premennych X, X,,...,X, z ndhodného vyberu, ktord nezavisi od para-

metrov rozdelenia pravdepodobnosti ndhodnej premennej X , nazyvame Statistika alebo vy-
berova charakteristika. Zrejmé je, ze Statistika je viacrozmernd nahodnd premennd

a oznacujeme ju 7'(X,, X,,..., X,).

Hodnota Statistiky
Hodnotu, ktort méze nadobudnut’ Statistika 7(X,, X,,..., X,) pri jednej realizacii ndhodného

vyberu x,, x,,...,x, , nazyvame hodnota Statistiky a oznacujeme 7'(x,, x,,..., X, ).

Usporiadany nahodny vyber a jeho realizacie
Majme pozorovania x,, X,,...,x,, ktoré st realizdciami ndhodného vyberu X, X,,..., X, .

n

Ked’ usporiadame pozorovania podl'a velkosti vzostupne dostaneme x,, <x,, <---<x,, €0

su realizacie usporiadaného ndhodného vyberu X Wy X 2yseeos Xy

Poriadkova Statistika a jej hodnota

Premennd X ; zusporiadancho nahodného vyberu predstavuje i-ta poriadkova Statistiku

a hodnota x,, je hodnotou i-tej poriadkovej Statistiky.

NajcastejSie pouZivame tieto Statistiky:

Vyberovy priemer X je charakteristika centralnej polohy vyberu a je definovany vztahom

X = lZX,, 4.2)
ni-
Vyberovy rozptyl S* je charakteristika variability vyberu a je definovany vztahom

LS (x,-x) 4.3)

n-143

§? =

Vyberova smerodajna odchylka S je charakteristika variability vyberu aje definovana
vztahom

5= szz\/ L3 (x, - X) (44)

n—143
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Pozndmka. Vyberové charakteristiky st nahodné premenné, preto ich oznacujeme velkymi

pismenami X, S?,... Hodnoty (realizacie) vyberovych charakteristik su realne ¢isla a oznacu-

jeme ich odpovedajicimi malymi pismenami x, s, ...

Realizacia nahodného vyberu x,, x,,...,x, je vlastne datova mnoZzina, ktorti dostavame

pri vykonani ndhodného experimentu. Napriklad » nameranych hodnét vnatorného priemeru
piestneho krazku automobilového motora, ktoré ziskame z jednej z pravidelne vykonavanych
kontrol pri Statistickej regulacii procesu vftania, tvori datovi mnozinu. Tieto data st nosi¢om
dolezitej informacie o procese, preto ich treba ¢o najrychlejSie spracovat. Teraz ukdzeme dve
metddy zékladného spracovania dat — €iselné a grafické.

4.2.1 Ciselné metody zakladného spracovania dat

Pri zédkladnom spracovani datovej mnoziny x,,x,,...,x, pouzivame hodnoty Statistik,

ktoré uvedieme postupne pomocou dat v priklade 4.1.

Priklad 4.1

Majme body za hodnotenie n =30 Studentov zo Statistiky. Hodnoty bodov uvadzame
usporiadané od najmensej hodnoty po najvicsiu, teda predstavuji hodnoty poriadkovych Sta-
tistik. Uvedené hodnoty st tieto:

65, 68, 70, 72, 72,73, 74,75, 75, 79, 81, 83, 84, 84, 85

86, 87, 88, 88, 88, 88, 88,90, 92, 92, 94, 96, 96, 97, 98
Chceme vypocitat’ hodnoty zakladnych Statistickych (vyberovych) charakteristik, ktoré vypo-
Cita aj kazdy Statisticky softvér.
Hodnota vyberového priemeru x charakterizuje centralnu polohu dat

n 30
:lel:i x,.=i(65+68+---+97+98)=83,6 (4.5)
n 30477 30

i=1

=|

Hodnota vyberového medianu g, = x,, = x., =X rozdeluje datovy subor x, x,,..., x, na

n

dve rovnaké Casti:

Postup vypoctu hodnoty p—kvantilu x, z n nameranych dat x,, x,,..., x, je takyto:
Krok 1: Usporiadame data vzostupne x,,), X.,),-- - X,

Krok 2: Vypocitame polohu ¢isla » pouzitim n a p

_|np, ak n je neparne
- (n+1)p akn je parne

Krok 3: Stanovime x, na zaklade r
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X(rys ak r je celé cislo
(4.6)

P

X =
{X(Lrﬁ + (X = X 7= | 7]), akr nie je celé ¢islo
kde znacka [ r| znamend ,,zaokrithl'ovanie nahor a | r | ,,zaokrahl'ovanie nadol*.

Hodnota kvantilu x , bre p= {0,25; 0,50; 0,75} sa nazyva hodnota kvartilu mnoziny dat:

prvy (dolny) kvartil: q) = Xo.5 4.7)
druhy kvartil (median): qy = X350 (4.8)
treti (horny) kvartil: qs = Xy5 (4.9)

Pre n =30 vypocitan¢ r=(n+1)p =(30+1)x0,5=15,5 nie je celé Cislo
Yos =Xy + (K = X)) =) =
=X(ussp + (s = Xissy 155 -[15:5]) = (4.10)
= Xqs) T (X16) — X0s5)(15,5—15) =85+ (86 —85) x 0,5 =85,5
Xped = Xo50 =X =85,5

Hodnota vyberového modusu x_, =X je najcastejSie sa vyskytujuca hodnota v datach. Su-

bor dat mdéze mat’ ziadny modus, jeden modus (unimodalny), alebo viac modusov (bimodal-
ny, trimodalny atd’.):

X, = X=88,0 (4.11)

Hodnota vyberového rozptylu s° charakterizuje variabilitu dat

n

2=t M(x-x) = (4.12)

n-1%3

- %[(65 —83,6)" +(68—83,6)” +---+(98 - 83,6)] = 87,0759

Hodnota vyberovej smerodajnej odchylky s charakterizuje variabilitu dat

szx/s_zz\/ LS (x,-7) =9.33144 (4.13)

n-143

Hodnota vyberovej smerodajnej chyby charakterizuje variabilitu priemeru dat

s |1 Z(x,-—f)z=9’33144=9’33144=L70368 (4.14)
Jno \n(n-1)%5 V30 5,47723

Minimum x_, jenajmensia hodnota realizicie vyberu t. j. mnoZiny dat x,, x,,..., X, :

n

X = Xy = 65,0 (4.15)
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Maximum x__ je najvicsia hodnota realizicie vyberu t. j. mnoZziny dat x,, x,,..., X, :
Xnax = X30)= 98,0 (4.16)
Rozpitie je rozdiel medzi najvic¢Sou a najmensSou hodnotou mnoziny dat x,, x,,..., x, :

n*

R=x_,  — X, = X30) = Xy = 33,0 (4.17)

Hodnota dolného (prvého) kvartilu g, = x,; je hodnota, od ktorej 25 % hodndt je mensich

alebo rovnajucich sa tejto hodnote a 75 % hodno6t je vacsich alebo rovnajucich sa tejto hodno-
te.
Pre n =30 vypocitané r=(n+1)p =(30+1)x0,25="7,75 nie je celé Cislo

G = Xoos =X T (x(M) - X(M))(l’ - IJ/J) -
= X725 T (X757 = X725 T, 75= 7,75 ) = (4.18)
=X, + (X5 =X (T, 75=T) =74+ (75-74)x0,75="T74,75

g, = Xg,5s = 74,75

Hodnota horného (druhého) kvartilu je g, =x,,; je hodnota, od ktorej 75 % hodnét je

mensSich alebo rovnajucich sa tejto hodnote a 25 % hodno6t je vacsich alebo rovnajucich sa tej-
to hodnote.
Pre n =30 vypocitané r=(n+1)p =(30+1)x0,75=23,25 nie je celé Cislo

G5 =Xo35 =X, + (X =% =7 D=
= X235 + (X357 = X235 /(23,25 = |23,25)) = (4.19)
= X33, + (X 24y = X123 )(23,25 = 23) =90 + (92 — 90) x 0,25 = 90,5

qs = X475 = 90,5

Medzikvartilové rozpitie IQR mnoZiny dat je rozdiel medzi hornym kvartilom a dolnym
kvartilom:

IQR =g, — g, =X, 75 = X,,5 = 90,5 74,75 =15,75 (4.20)

Vyberova Sikmost’ vyjadruje asymetriu rozdelenia pocetnosti stiboru dat x,, x,,..., x, . Mie-

rou tejto asymetrie je vyberovy koeficient Sikmosti:

nY(x, %)
(n il)(n -2)s

~pren>3as%0 (421) 4.21)

Vyberovy normovany koeficient Sikmosti ma normalne rozdelenie N(0,1) pre n>150:

ng(xl. -x) S
’ +/ /— =-0,719012 (4.22)
(n=1(n-2)s n
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Poznadmka. Pre symetrické rozdelenia pocetnosti sa tento koeficient rovna nule. Pre rozdele-
nia zoSikmené dolava je koeficient zdporny. Pre rozdelenia zoSikmené doprava je koeficient
kladny.

Vyberova Spicatost’ vyjadruje Spicatost’ rozdelenia pocetnosti suboru dat x,, x,,..., x, . Mie-

rou tejto Spicatosti je vyberovy koeficient Spicatosti:

not 02D
(n-D(n-2)n-3)s* (n-2)n-3)

pre n>4as#0 (4.23)

Vyberovy normovany koeficient Spicatosti je dany vztahom:

n(n 4 DY, ~ %)’ :
ol - 3(n-1) //24 — _1,04291 (4.24)
(n=-1D)(n-2)(n-3)s™ (n-2)(n-3) n

Poznamka. Koeficient sa pre hodnoty z normalneho rozdelenia rovna priblizne nule. Kladna
hodnota znamen4, Ze rozdelenie je v porovnani s normalnym rozdelenim SpicatejSie. Naopak,
zaporna hodnota sved¢i o rozdeleni plochejSom.

Vyberovy variaény koeficient je dany vztahom

L3y

n—143

5 %100 = L
X X

x100= 11,162 % (4.25)

Pozndmka. Vyberové charakteristiky st nahodné premenné, preto ich oznacujeme velkymi

pismenami X, S°, ... Hodnoty (realizacie) vyberovych charakteristik st realne ¢isla a oznacu-

. . PP . , . , . — 2
jeme ich odpovedajicimi malymi pismenami X, s, ...

4.2.2 Grafické metody zakladného spracovania dat

Stonka s listami

Diagram stonka s listami je dobry néstroj na grafické zobrazenie datovej mnoziny x,,
x,, ..., X,, kde kazdé Cislo x, obsahuje asponi dve Cislice. KonStruovanie diagramu stonka

s listami sa skladé nasledujucich krokov:

Krok 1: Definujte stonky a listy

Krok 2: Zapiste stonky do stipca od najmensej hodnoty po najvaésiu hodnotu

Krok 3: Prechadzajte cez data a list kazdého pozorovania dajte do riadku prislichajuceho
stonke tohto pozorovania

Krok 4: Listy kazdej stonky usporiadajte vzostupne
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Priklad 4.2

Zostrojime diagram stonka s listami a graf rozdelenia pocetnosti zodpovedajuci tomuto
diagramu z nasledujucich dat:
21,7 24,0 22,4 22,4 243 22,3 22,6 25,2 24,1 21,8 32,2 23,9 23,5 23,2 23,9 23,8
Nech prvé dve cislice uvedenych ¢isiel tvoria stonky. Hodnoty stoniek zapiSeme do
stipca od najmensej po najviacsiu zhora nadol. Potom urobime vertikalnu &iaru a zapiseme list
kazdého pozorovania do riadku prislusnej stonky. Takto ziskame nasledujtci vysledok

Stonky | Listy
21. |78
22. 14436
23.1295298
24. 1031
25. 12

V kazdom riadku zoradime listy podl'a vel'kosti, od najmensej hodnoty po najvac¢siu hodnotu.

Stonky | Listy
21. |78
22. 13446
23.1225899
24. 1013
25. |2

Ked’ otogime list na bo&nu Pavi stranu a pozrieme sa na stipce &isiel nad &iarou, vidime tvar
rozdelenia. V pripade potreby sa dé stonka s listami zahustit’ zlu¢enim susednych riadkov ale-
bo ju mozno roztiahnut' rozdelenim riadkov do dvoch tried. Prva triedu s ¢islicami 0 az 4
oznac¢ime ,,* ““ a druhu s ¢islicami 5 az 9 oznacime ,,o “.

MoZeme pouzit’ aj rozdelenie na péat tried s Cislicami: 0Oa 1; 2a3; 4a5; 6a7; 8a9;
s oznaCeniami : ,, * “;,, T “; ,,F“; ,,S% ,,0 .

Tabul’ka pocetnosti a histogram

Vytvaranie tabul’ky pocetnosti je dobrd metdda na opis velkej mnoziny dat. Pévodné
data sa zatried’'uji (grupuju) do tried (kategoérii) a zistuju sa pocetnosti jednotlivych tried, ¢im
sa vytvori rozdelenie pocetnosti.

Postup konS$truovania tabul’ky pocetnosti sa sklada z tychto krokov:

1. Urcenie poctu tried &, ktoré bude obsahovat’ tabul’ka pocetnosti. Ak nevieme urcit’ pocet
tried, pomdze ndm jeden z nasledujucich vzorcov

k=1+3,322-logn alebo k=n

2. Ur¢ime najmenSiu x_, anajvicsiu x_ _ hodnotu mnoZziny dat.

n



122

Tvorba nahodného vyberu a opisnd Statistika

. N4gjdenie Sirky triedy /# delenim rozdielu medzi najva¢Sou a najmensou hodnotou (na-

zyvanou rozpdtie = x, _—x,_. ) poctom tried. Vysledok zaokrihl'ujeme nahor na vhod-

né celé Cislo tak, aby kazda hodnota z dét bola obsiahnuté v tabul’ke pocetnosti.

k k
Zvolime ako Startovaci bod najmensiu hodnotu alebo hodnotu trocha mensiu ako naj-
mensia hodnota. Startovaci bod je dolnd hranica prvej triedy .

. Pripoc¢itame Sirku triedy /4 k Startovaciemu bodu ¢, aby sme dostali do/nii hranicu

druhej triedy t,. Pripo€itajme Sirku triedy 4 k dolnej hranici druhej triedy ¢,, aby sme
dostali dolnii hranicu tretej triedy t, . Analogicky postupujeme d’alej, az pokryjeme
vSetky hodnoty.

Déame vietky dolné hranice do jedného stipca a horné hranice do vedlajsieho stipca, ako
je uvedené v nasledujucej tabul'ke.

. Zaznamename kazda hodnotu do riadku prislusne;j triedy.

. Spocitame pocty zdznamov prisliichajicich jednotlivym triedam. Dostaneme tak pocet-

nosti jednotlivych tried n, . Tieto zaznamename v d’alSom stipci.

Vypocitame relativne pocetnosti, kumulativne pocetnosti, kumulativne relativne pocet-
nosti a zapiseme ich do d’alsich troch stipcov. Takto sme vytvorili cela tabul’ku poéet-

nosti, ktoré je uvedena nizsie.

Cislo
triedy

Dolna

medza

Horna

medza

Triedny

znak

Absolutna
pocetnost’

Relativna
pocetnost’

Kumulativna

pocetnost’

Relat. kum.
pocetnost’

1

L

4

i

n

fi=n/n

n,

5

L

A

n,

f,=n,/n

n, +n,

Stk

=+

f,=n/n

n=%n
i

¥

sucet

L

V tabulke je £, <x

min

t, > x

max

— +
_ Y1
af=-"-1—"

t,

L. . .
L je stred i-tého intervalu (i-tej triedy).

Pomocou tabul’ky pocetnosti mézeme konstruovat’ histogram, polygon pocetnosti, poly-

gon relativnych pocetnosti, polygon kumulativnych pocetnosti a polygon kumulativnych rela-
tivnych pocetnosti. Vsetky tieto grafy nam svojim sposobom ukazuju rozdelenie pocetnosti
nameranych dat.
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Priklad 4.3

Uvazujme datova mnozinu z prikladu 4.1. Vypocitame hodnoty vybranych kvantilov,
urcime tabul’ku pocCetnosti a skonStruujeme histogram.

Hodnoty kvantilov a kvartilov
Xoo1 =65, X045 =68, X060 =T1, ¢, =%,,5 =75, ¢, =Xy 50 = Xpeg =X =85,5,

q3 = Xo75 = 90, X0,90 = 9%, Xo,05 = 97, X0,09 = 98.

Tabulka pocetnosti

Frequency Tabulation for ¥

Lower Upper Relative Cumulative Cum. Rel.

Zlass Limit Limit Midpoint Frequency Frequency Frequency Frequency
at or below 63,0 0 0,0000 0 0,0000

1 63,0 69, 6667 66,3333 2 0, 0667 2 0, 0667

2 69, 6667 76,3333 73,0 7 0,2333 E 0,3000

3 76,3333 83,0 79,6667 3 0,1000 1z 0,4000

4 83,0 89, 6667 86,3333 10 0,3333 22 0,7333

5 89, 6667 96,3333 93,0 & 0,2000 28 0,9333

5 96, 3333 103, 0 99, 6667 2 0, 0667 30 1,0000
above 103, 0 1] 0,0000 30 1,0000

Mean = 83,6 standard deviation = 9,33144

Histogram
Histogram
10F - | |

> 8
. BN
o °r
S I
o 4
Qo i

0L

63 73 83 93 103
X

Obdiznikovy diagram s fizami

Stonka s listami a histogram poskytujii vS§eobecny vizualny dojem o datovej mnozine,
zatial’ Co Ciselné hodnoty x a s poskytuji informdacie iba o charakteristickych vlastnostiach
mnoziny dat. Obdiznikovy diagram s flizami je grafické zobrazenie, ktoré si¢asne opisuje
niekol’ko dolezitych charakteristickych vlastnosti (znakov) datovej mnoziny, napriklad cen-
trovanie, rozpdtie, odchylka od symetrie a identifikdcia nezvyc¢ajnych pozorovani alebo vybo-
¢ujucich hodndt (outliers).
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Obdiznikovy diagram s fazami zobrazuje tri kvartily, minimalnu hodnotu a maximélnu
hodnotu dat na obdiZniku zobrazenom horizontélne alebo vertikalne. Obdiznik predstavuje
medzikvartilové rozpitie (IQR) s dolnou hranicou v prvom (dolnom) kvartile ¢, =x, s

a hornou hranicou v tretom (hornom) kvartile g, =x,,;. V obdizniku je usetka rovnobezna
s dolnou a hornou hranou, ktora predstavuje druhy kvartil (median) ¢, = x5 = x,,, = X . Fazy
v podobe tseéiek st na oboch stranach obdiznika. Dolny fuz je use¢ka od dolného kvartilu do
najmensej hodnoty dat, avSak iba vrozsahu 1,5xIQR od dolné¢ho kvartilu. Horny fuz je
usecka od horného kvartilu do najvéacsej hodnoty dat avSak iba v rozsahu 1,5x IQR od hor-
ného kvartilu. Data vzdialenej$ie od obdiZnika, kde su zakreslené flzy, sa vyznacia ako jed-
notlivé body. Bod, ktory sa nachadza pod dolnym fuzom alebo nad hornym fuzom vo vzdia-
lenosti mensej ako 3xIQR od hrany obdlznika sa nazyva vybocujica (odl’ahld) hodnota
(outlier). Bod, ktory sa nachadza vo vzdialenosti vic¢sej ako 3xIQR od niektorej hrany ob-
diznika sa nazyva extrémne vybocujiica (odlahli) hodnota (extreme outlier). Pozrite na-
sledujuci obrazok.

g q q extrémne
odlahlé ol ; odlahl¢ odlahla
hodnoty b l hodnoty hodnota

r— 1.5 IQR —»e— 1.5 IQR —»+=— IQR —»ie— 1.5 IQR —»+e— 1.5 IQR —»

Obrazok 4.1. Opis obdlznikového diagramu s fiizami

Pravdepodobnostny diagram

Pri konStruovani pravdepodobnostného diagramu déata z ndhodného vyberu x,, x,,...,x

n

usporiadame vzostupne ako X,,X,,..., X, - Usporiadané pozorovania x ; na horizontalnej

osy su s vertikdlnymi stradnicami (j—0,5)/n zakreslené na grafe (alebo vhodnom pravde-

podobnostnom papieri). Ked’ hypotetické (predpokladané) rozdelenie adekvatne opisuje data,
zakreslené body budu lezat’ priblizne okolo priamky. AvsSak ked’ sa zakreslené body vyzname
odchyl'uji od priamky, hypotetické rozdelenie je vhodné. Postudenie vhodnosti alebo ne-

vhodnosti hypotetického rozdelenia je subjektivne. Na ilustrdciu uvedieme nasledujtci pri-
klad.

Priklad 4.4

Pozorovania Zivotnosti batérii pouZivanych v prenosnom osobnom pocitaci su tieto:
176, 191, 214, 220, 205, 192, 201, 190, 183, 185. Predpokladdme, Ze zivotnost’ batérie sa
adekvatne modeluje pomocou normalneho rozdelenia. Na overenie predpokladu pouzijeme
pravdepodobnostny diagram. Najprv data usporiadame vzostupne a potom vypocitame ich
kumulativne pocetnosti (j—0,5)/n, ako vidiet' v tabulke 4.1.
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Tabulka 4.1. Vypocty na konstruovanie pravdepodobnostného diagramu normality
J X (j—Qﬂ/”:@(%) ijél(izgéj
1 176 0,05 -1,64
2 183 0,15 -1,04
3 185 0,25 -0,67
4 190 0,35 -0,39
5 191 0,45 -0,13
6 192 0,55 0,13
7 201 0,65 0,39
8 205 0,75 0,67
9 214 0,85 1,04
10 220 0,95 1,64
990 0.l
29 1

o =

o 50 Z

< 80 =

= .

S 20 =

- 95 3

1 99
0.1 =099

170 180 190 200 210 220

¥4

Obrazok 4.2. Pravdepodobnostny diagram normality Zivotnosti batérii
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5 BODOVE ODHADOVANIE PARAMETROV

5.1 Uvod

V tejto Casti sa zaoberdme metddami tzv. Statistickej indukcie, pomocou ktorych robi-
me zavery o zakladnom subore na zédklade vyberu zo zdkladného suboru.

Statisticktl indukciu mozno rozdelit na dve hlavné oblasti: odhadovanie parametrov
a testovanie hypotéz.

V tejto kapitole sa budeme zaoberat’ s bodovym odhadovanim nezndmeho parametra.
Ako priklad problému odhadovania parametra predpokladajme, ze konstrukény inZinier ana-
lyzuje pevnost’ v tahu suciastky pouzivanej v podvozku automobilu. Pretoze variabilita pev-
nosti v tahu (zapri¢inena rozdielmi medzi davkami zdkladného materidlu, vyrobnymi po-
stupmi a meracimi postupmi) sa prirodzene vyskytuje medzi jednotlivymi suciastkami, inzi-
nier chce odhadntt’ stredni hodnotu pevnosti v tahu stciastok. V praxi pouzije inZinier data
z vyberu na vypocet ¢iselnej hodnoty, ktord v istom zmysle odhaduje skuto¢nt hodnotu. Této
¢iselnd hodnota sa nazyva hodnota bodového odhadu.

Cielom bodového odhadovania je ziskat’ jedno Cislo na zéklade dat z vyberu, ktoré je
najprijatelnej$ou hodnotou pre @ . Ciselna hodnota vhodnej $tatistiky (funkcie ndhodného vy-
beru) bude hl'adanou hodnotou bodového odhadu.

Teraz zovSeobecnime predchadzajtiice uvahy.

Nech X je ndhodna premennd s rozdelenim pravdepodobnosti f(x) (pravdepodob-

nostnd funkcia alebo hustota) s nezndmym parametrom 6. Ked X,, X,,...,X, je ndhodny
vyber rozsahu n z rozdelenia f(x), potom bodovym odhadom parametra € je urCitd funk-
cia nadhodného vyberu t. j. Statistika, ktoru oznacime ako o= h(X,, X,,...,X,). VSimnime
si, Ze @ je ndhodnd premennd, pretoze je funkciou ndhodnych premennych. Ked’ sa ndhodny

vyber realizuje, potom © nadobudne konkrétnu &iselnt hodnotu @ , ktora sa nazyva hodnota
bodového odhadu parametra 6 .

Bodovy odhad

Statistika @ sa nazyva bodovy odhad parametra 6. Ciselna hodnota 6 Statistiky O sa nazy-
va hodnota bodového odhadu parametra zakladného stiboru 4.

Ako priklad predpokladajme, Ze nahodna premennd X ma normalne rozdelenie
s neznamou strednou hodnotou u. Vyberovy priemer je bodovy odhad neznamej strednej

hodnoty zakladného suboru x, teda 2= X . Ked sa vyberie ndhodny vyber, potom &iselna
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hodnota x je hodnota bodového odhadu x. Teda ked’ x, =35, x, =40, x;=39 a x, =41,
potom hodnota bodového odhadu u je

f:35+4Oj;39+41 38,75

Podobne ked’ rozptyl zékladného stiiboru o je tiez nezniamy, potom bodovy odhad parametra
o’ je vyberovy rozptyl S* a ¢iselnd hodnota s> = 6,91667 vypocitand z dat nahodného vy-
beru sa nazyva hodnota bodového odhadu parametra ¢”.
Problém odhadovania sa ¢asto vyskytuje v technike. Casto potrebujeme odhadnit’:

= Strednu hodnotu u zakladného suboru

» Rozptyl o (alebo smerodajnti odchylku o ) zakladného stiboru
Podiel p jednotiek v zakladnom stubore s danou vlastnostou

Rozdiel strednych hodnét dvoch zékladnych suborov, g — p,

Rozdiel podielov dvoch zakladnych stborov, p, — p,

Hodnoty bodovych odhadov su tieto:
* Pre 4 —hodnota vyberového priemeru =X .

* Pre o° — hodnota vyberového rozptylu 6° =s>.
* Pre p —hodnota vyberového podielu p=x/n,kde x je pocet jednotiek v nahodnom

vybere rozsahu n s danou vlastnostou.
* Pre y, — p, —rozdiel hodndt vyberovych priemerov medzi dvoma nezdvislymi ndhod-

nymi vybermi £, — [, =X, —X,.
* Pre p, — p, —rozdiel hodndt vyberovych podielov medzi dvoma nezavislymi nahod-

nymi vybermi p, — p,.

5.2 VSeobecné pojmy bodového odhadovania

5.2.1 Nevychylené odhady

V tejto podkapitole vysvetlime terminy nevychyleny odhad, najlepsi nevychyleny odhad,
smerodajnad chyba a strednd kvadraticka chyba odhadu.

Nevychyleny odhad
Bodovy odhad % je nevychyleny odhad parametra €, ak
E(©)=6 (5.1)
Ked’ odhad nie je nevychyleny, potom rozdiel
B(®)=E(O)-6 (5.2)
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sa nazyva vychylenie (bias) bodového odhadu @ .

/.| B(O)

0 E(®)
Obrazok 5.1. Vychylenie bodového odhadu 2)

Priklad 5.1

Predpokladajme, Ze X je nahodna premenna so strednou hodnotou  a rozptylom o”.
Nech X, X,,...,X, je ndhodny vyber rozsahu n zo zékladného stboru reprezentovaného
premenou X . Ukdzeme, Ze vyberovy priemer
X= ZX . /n
i=1
je nevychyleny odhad strednej hodnoty x zakladného suboru (t. j. ndhodnej premennej X )
_ n 1 n 1
E(X)= E(ZX,. /nj ==Y E(X,)=—nu
i=1 iy n
Pretoze E(X)=u, X je nevychyleny odhad parametra s .

Teraz chceme ukazat’, Ze vyberovy rozptyl S° je nevychyleny odhad rozptylu o za-
kladného stiboru. Pocitajme

> (X, - X

2y _ | =l _ 1 N Y | =
E(S)=E|=—— —n_lE{;(Xi X)}

n

= E| > (X} +X? —2)‘()(,.)} :%E{ZXI? —n)_(z} =

n—1 L i=1 i=1

=-—FE i){f —n)_(z}
| i=I

-1

Pretoze E(X )=’ +0” a E(X*) =y’ +0" /n,plati:

i=1

E(Sz) :ﬁ[i(ﬂz + 02) —n(,u2 +0o° /n)} =

1
= (np’ +no’ —nu’ —o’)=0o"

Teda S* je nevychyleny odhad rozptylu o zékladného suboru.
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Hoci S je nevychyleny odhad o, vyberova smerodajna odchylka S je vychyleny od-
had smerodajnej odchylky o zakladného suboru, pretoze plati:

E(S)=— (5.3)

kde n je rozsah vyberu a pre presny vypocet ¢, plati tento rekurentny vzt'ah

¢, = % L Ll (5.4)

c,, \n—=2

Priblizni hodnotu ¢, moZzno vypocitat’ zo vztahu

_4n-4

c, ~
4n -5

, n=2,3,4,.. (5.5)

Poznamka. Absolitna hodnota rozdielu presnej a pribliznej hodnoty ¢, je pre n>5 mensia
ako 0,003 a pre n>10 je mensia ako 0,0005.

Nevychyleny odhad smerodajnej odchylky o je
S'=c,-S (5.6)

5.2.2 Rozptyl bodového odhadu
Najlepsi nevychyleny odhad

Nevychyleny odhad 2 parametra €, ktory ma medzi vSetkymi nevychylenymi odhadmi da-
ného parametra najmensi rozptyl sa nazyva najlepsi nevychyleny odhad (NNO).

D(@1) < D(éz)

Je,

0
Obrazok 5.2. Rozptyly nevychylenych odhadov 6

Najlepsi nevychyleny odhad strednej hodnoty normalneho rozdelenia
Ked X,,X,,...,X, je ndhodny vyber rozsahu n z normalneho zékladného stiboru so strednou

hodnotou x arozptylom o, potom vyberovy priemer X je najlepsi nevychyleny odhad pa-

rametra K.
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Priklad 5.2

Nech X, X,,...,X, je ndhodny vyber rozsahu n >1 zo zdkladného stiboru s E(X)= u
a D(X)=o". Nevychylenym odhadom x je X, aj X , pretoze ich stredné hodnoty sa rovna-

ju . Cheeme vediet, ktory z dvoch odhadov parametra u je leps$i a preco.

Rozptyly X, a X st

D(X))=0" a D()?)zD(ZXi/nj:LGazz

2
(o)
n n

2
Pretoze D(X,)=0">D(X)= 9 pre n>1, X je lepsim odhadom s vi&Sou presnostou.
n

5.2.3 Smerodajna chyba

Smerodajna chyba

Smerodajna odchylka bodového odhadu O sa nazyva smerodajna chyba a plati pre nu vztah

o, =\D(O) (5.7)

Ak smerodajna chyba obsahuje nezndme parametre, ktor¢ treba odhadnut,, pri vypocte o, sa

pouziju odhady neznamych parametrov, pricom dostaneme odhadnutd smerodajnu chybu

1o} 5 =55
Priklad 5.3

Nech Zivotnost’ uspornej Ziarovky X ma normalne rozdelenie so strednou hodnotou u
arozptylom o . Skiimal sa ndhodny vyber rozsahu n =25 .
1. Smerodajna chyba
Predpokladajme, ze¢ o =40”. Uréime smerodajni chybu vyberového priemeru (X ).

Vsimnime si, ze X = in /n~N(u,c° / n). Potom

i=1
40
J,

2. Odhadnuta smerodajna chyba

&h

Predpokladajme, 7¢ o je nezname a vyberovy rozptyl je s; =35°. Vypocitajte odhadnutt
smerodajni chybu vyberového priemeru (X ).

_S_X:£:7h

NERNCENG S

Sy =
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5.2.4 Hodnota bootstrapového odhadu smerodajnej chyby

Existuju situacie, v ktorych smerodajna chyba bodového odhadu je neznama. Zvycajne

ide o pripady, ked’ formula pre odhad 2, je zlozita alebo sa neda urcit’. Pocitacova technika
nazyvana bootstrap, ktora bola vyvinuta v poslednych rokoch, sa da pouzit’ na tento problém.

Predpokladajme, Ze méme vyber z urcité¢ho zakladného suboru, ktory mézeme modelo-
vat’ pomocou rozdelenia pravdepodobnosti f(x;6). Z hodnot ndhodného vyberu x,,x,,...,x,

sme dostali 0 , €0 je hodnota bodového odhadu parametra . Teraz by sme mali pouzit’ poci-

ta¢ na ziskanie bootstrapovych vyberov z rozdelenia f (x;é’) a pre kazdy ztychto vyberov

vypocitat’ hodnotu bootstrapového odhadu 0 parametra €. Tieto vysledky st v nasledujice;j
tabulke:

Bootstrapovy vyber | Pozorovania | Hodnota bootstrapového odhadu
1 xl]x21""’xn1 01
2 X155 X5p5eees X, 0,
B XigsXaps-e+sXpp Oy

ZvycCajne sa vyberie B =100 alebo 200 tychto bootstrapovych vyberov. Nech
0=/ B)Zilé je vyberovy priemer hodnét bootstrapovych odhadov. Hodnota bootstrapo-

vého odhadu smerodajnej chyby 2 je

(5.8)

V bootstrapovej literatire sa namiesto B — 1 vo vzt'ahu (5.8) uvadza iba B. Ked’ je hodnota B
vel’ka, potom je maly rozdiel v hodnotach odhadu pre s, .

Priklad 5.4

Cas k poruche elektronického modulu pouZitého regulatora v automobilovom motore sa
skusa pri zvySenej teplote, aby sa mohlo urychlit’ zlyhanie mechanizmu. Doba do zlyhania je
exponencial-ne rozdelend s neznamym parametrom 4. Osem jednotiek sa vyberie nahodne
a testuje sa s vyslednymi ¢asmi zlyhania (v hodinich): x, =11,96; x, =5,03; x,=67,40;
x,=16,07; x;=31,50; x,=7,73; x, =11,10 a x, =22,38.

Teraz strednd hodnota exponenciadlneho rozdelenia je pu=1/4, tiez E(X)=1/4,

a stredna hodnota vyberového priemeru je E(X)=1/A. Preto rozumny sposob, ako odhad-

nat A, je pouzit A=1/X. Pre nés vyber X =21,65, takze hodnota odhadu A je

A=1/21,65=0,0462. Ak chceme n4jst’ bootstrap smerodajni chybu, mali by sme teraz zis-
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kat B=200 vyberov orozsahu n=8 pozorovani zexponencidlneho rozdelenia
s parametrom A =0,0462 . V nasledujucej tabul’ke su uvedené niektoré vysledky:

Bootstrapovy Hodnota
0 'bell') vy 1 2 3 4 5 6 7 8 bootstrapového
vy odhadu
1 33,83(37,20| 8,94 | 6,38 {52,96(23,981|29,54|20,39 /€1=O,0375
2 47,47115,99(24,07| 7,12 |33,83|50,496 (32,51 78,24 /{2=O,0276
200 1,02 | 7,69 [35,98(36,21| 5,29 | 2,25 |23,03| 1,54 /€200=0,O708

Vyberovy priemer hodnot /ii (hodnota bootstrapového odhadu) je 0,0545 a smerodajna od-
chylka tychto hodnot bootstrapovych odhadov je 0,0229. Teda bootstrapova smerodajna chy-
ba hodnoty odhadu A je 0,0229.

Niekedy chceme pouzit’ bootstrap v situaciach, ked’ tvar rozdelenia pravdepodobnosti
nepozname. V tomto pripade budeme povazovat’ n pozorovani z vyberu za zakladny subor
a vyberieme B nahodnych vyberov o rozsahoch n z tohto zdkladného suboru. Potom pouzi-
jeme vztah (5.8) ako je vysSie opisané. Kniha od autorov Efron a Tibshirani (1993) je vybor-
ny uvod pre bootstrap.

5.2.5 Stredna kvadraticka chyba odhadu

Niekedy je potrebné pouzit’ vychyleny odhad. V tychto pripadoch méze byt ddlezita
strednd kvadratickd odchylka odhadu. Strednd kvadratickd odchylka odhadu @ je stredna

hodnota $tvorca rozdielu medzi @ a @.

Definicia strednej kvadratickej chyby odhadu

Stredna kvadraticka chyba odhadu @ parametra 6 je definovana takto:
MSE() = E((@ -0y’) (5.9)
Stredna kvadraticka chyba sa da napisat’ aj takto:
MSE(6)=E(6-E()) +E(0-E©)) =
= D(O) + B*(0) pre vychyleny odhad,
= D(O) pre nevychyleny odhad o, pretoze vychylenie B(©)=0.

Poznamka. Vychyleny odhad parametra 6 s najmensou MSE (najvéac¢Sou presnost'ou) sa nie-
kedy pouzije namiesto spravneho (nevychyleného) odhadu s mensou presnost'ou.
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MSE(6,) < MSE(O,)

Obrazok 5.3. Vychyleny odhad @, ma mensi rozptyl ako nevychyleny odhad @,

Priklad 5.5

Chceme porovnat’ nevychyleny odhad parametra 6 s vychylenym odhadom, ktory ma
mensiu stredn kvadraticka chybu. Predpokladajme, Ze stredné hodnoty a rozptyly odhado-

vych Statistik @, a @, su

E(©)=0, E(6,)=0,90, D(6,)=5 a D(O,)=4.

Pre @1
B(®)=E(®)-0=0-0=0
MSE(®,) = D(6,)+ B*(0,)=5+0=5
Pre @2

B(6®,)=E(®,)-0=0,90-0=-0,10

MSE(0,)=D(6,)+ B*(0,)=4+0,016
Odpocitanim MSE(@Z) od MSE(@I) dostaneme

MSE(O,) - MSE(6,)=5—-(4+0,010*)=1-0,016"

Preferovany odhad parametra 6 vzhl'adom na presnost’, ktory zavisi od intervalu hodnét pa-
rametra 0, sa stanovy takto:

@1 ,ak 62>10, pretoze MSE((:)I) < MSE(@Z) a @1 je nevychyleny odhad

O,, ak 6<10, pretoze MSE(®,) > MSE(®,)

Efektivnost’ odhadu

Strednd kvadratickd chyba je ddlezité kritérium na porovnanie odhadov. Nech @1 , @2 su dva
odhady parametra & a MSE( @1), MSE(@Z) su stredné kvadratické chyby tychto odhadov.

Potom relativna efektivnost’ odhadu @2 v porovnani s odhadom @1 je definovana ako

_ MSE(8))

= _ 5.10
MSE(6,) .10

E
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Z (5.10) vyplyva MSE(®,) =r, - MSE(6),)..
Ked’ relativna efektivnost’ je menSia ako jedna 0 <7, <1, potom moézeme tvrdit, Ze @1 je
efektivnejsi odhad parametra € ako @2.

Odhad 6O, ktory mé pre vSetky hodnoty parametra 6 strednii kvadraticki odchylku
mensiu alebo rovnaku ako je stredné kvadratickd odchylka 'ubovol'ného iného odhadu, sa na-
zyva najefektivnejsi (optimalny) odhad.

5.3 Metoda bodového odhadovania

Jedna z najlepSich metod na ziskanie bodového odhadu parametra je metdda maximal-
nej vierohodnosti. Tito metddu vyvinul v roku 1920 zndmy britsky Statistik sir R. A. Fisher.
V tejto podkapitole vysvetlime princip metédy maximalnej vierohodnosti a najdeme bodovy
odhad parametra @ pouZitim metédy maximalnej vierohodnosti. Ako vyplyva z nazvu, odhad

bude hodnota parametra, ktora maximalizuje funkciu viarohodnosti.

Metéda maximalnej vierohodnosti
Nech X je ndhodnd premenna s rozdelenim pravdepodobnosti f(x;8), kde € je neznamy
parameter. Ked’ x,, x,,...,x, su hodnoty ndhodného vyberu z X rozsahu n, potom funkcia

vierohodnosti nahodného vyberu X, X,,..., X, je

L(O) = 1 (x;0) [ (x,30)--- [ (x,:0) (5.11)

Vsimnime si, ze funkcia vierohodnosti je funkciou iba neznameho parametra 6. Maximalne
vierohodny odhad parametra € je hodnota 0, ktora maximalizuje funkciu vierohodnosti
L(6).

V pripade diskrétnej ndhodnej premennej je interpretacia funkcie vierohodnosti L(6)
jednoducha, rovna sa pravdepodobnosti

P(X, =x,X,=x,,...X,=x,)

Teda L(0) je pravdepodobnost’, ze ziskame hodnoty vyberu x,, x,,...,x, . Preto v diskrétnom

pripade maximalne vierohodny odhad je odhad, ktory maximalizuje pravdepodobnost’ vysky-
tu hodndét vyberu.
Priklad 5.6

Nech X je Bernoulliho nahodna premennd, potom pravdepodobnostna funkcia je

px(l_p)lix’ x:O,l

Jip)= {0, inde
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kde p je parameter, ktory treba odhadnut’. Funkcia vierohodnosti ndhodného vyberu o rozsa-

hu n je
L(p)=p"(1-p) " p(1=p) " p (1-p)™ =

n
n—Zx,-

“ X: 1-x; ixj -
=[[p*a-p) " =p= (1-p) =
i=1

Vsimnime si, ze ked’ p maximalizuje L(p), potom p maximalizuje aj In L(p). Preto

InL(p) = (ixi]lnp + [ﬂ - ixijln(l - p)

Derivovanim dostaneme

i=1

dlnL(p) _ ;x" n= 2

dp p I-p
Ked’ tento vyraz polozime rovny nule, dostaneme vysledok p=(1/ n)Z?lei . Teda maximal-

ne vierohodny odhad p je

>
I
I |~
D

Priklad 5.7
Nech X, X,,....X

n

je ndhodny vyber rozsahu n zexponencidlneho rozdelenia

s parametrom A . N3jdeme maximalne vierohodny odhad parametra A . Funkcia hustoty prav-
depodobnosti exponencialneho rozdelenia je

f(x;A)=Ae™

Potom funkcia vierohodnosti premennych X, X,,...,X, je

—lix[

LAY = f(x; A f (x34) - f(x,34) = [ [Ae™ = 2"e
i=1
Logaritmus funkcie vierohodnosti je
InL(A)=nlni—A¥x,
i=l

Derivacia InL(A4) je

dinL(A) d( ! ) noo
anlld) _d (17 a%x)="—%x
i F\HnA=AL Y J=7 =2

Ked’ polozime derivaciu InL(A) rovnu nule, dostaneme bodovy odhad parametra A, ktory

maximalizuje L(A) a ma tvar
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jon 1
n X

i=l1

Teda maximalne vierohodny odhad parametra A je prevratena hodnota vyberového priemeru.

Priklad 5.8

Nech X ma norméalne rozdelenie s nezndmymi parametrami # a o . Funkcia viero-

hodnosti nahodného vyberu rozsahu 7 je

noo 2 1 12603 (5
L(u,0°) = o (i) _ e =
(u ) 1;[0_\/% (271_0_2)n/2
a
2 n 2 1 = 2
InL(py,0°)=——In27o")——5 2 (x, — 1)
2 207 i=1
Parcialne derivacie su
OlnL(u,o’ 1
S

InL(u,0°) n I = 2
=— + X, — =0
o(c?) 20° 20" E( M

RieSenim sustavy uvedenych dvoch rovnic dostaneme maximalne vierohodné odhady

R R 1 n _
p=X a 6'==) (X,-X)
nio

Vlastnosti maximalne vierohodného odhadu

Za vel'mi vSeobecnych a nie obmedzujucich podmienok, ked’ rozsah vyberu n je velky

a @ je maximalne vierohodny odhad parametra 6, potom
1. & je priblizne (asymptoticky) nevychyleny odhad parametra 6 [E (@)~ 0],
2. rozptyl 2, je skoro tak maly ako rozptyl, ktory by mala akakol'vek ind odhadova Statis-
tika parametra ,
3. @ ma priblizne (asymptoticky) normélne rozdelenie.

Vlastnosti 1 a 2 v podstate tvrdia , ze odhad metdédou maximalnej vierohodnosti je pri-
blizne (asymptoticky) najlepsi nevychyleny odhad. Pripomeiime si, Ze rozdelenie zdkladného
suboru musi byt’ alebo zname, alebo predpokladané, ked’ chceme pouzit’ odhad metdodou ma-
ximalnej vierohodnosti.
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Na objasnenie pojmu ,,vel'ky rozsah vyberu“ alebo asymptoticky charakter uvedenych

vlastnosti, zoberme do ivahy maximalne vierohodny odhad rozptylu o normalneho rozdele-
nia z prikladu 5.7. Lahko ukazeme, ze

E@*)="

-1

62
n
Vychylenie (bias) odhadu je

l’l—l 2 2 -0

E(6*) -0’ =

PretoZe vychylenie je zdporné, odhad 6 ma tendenciu podhodnocovat skutoénti hodnotu
rozptylu o”. V§imnime si, Ze vychylenie sa blizi k nule, ked » rastie. Preto 5 je asympto-
ticky nevychyleny odhad.

Teraz uvedieme int vel'mi déleziti a uzitocnu vlastnost’ maximalne vierohodnych od-
hadov.

Vlastnost’ invariancie

Nech 6,,0,,...,6, st maximalne vierohodné odhady parametrov 6,,6,,...,6, . Potom maxi-

malne vierohodny odhad funkcie parametrov 4(6,,6,,...,6,) je ta istd funkcia odhadov

A A A

h6,,0,,....6,).

Priklad 5.9

V pripade normalneho rozdelenia maximélne vierohodné odhady parametrov u a o°

si f=X a 6= Z;(X .—X)*/n. Chceme ziskat maximalne vierohodny odhad funkcie

parametrov i(u,0”) =~ o> = o . Substiticiou odhadov £ a 6° do funkcie # dostaneme
1 n 1/2
G=+6’ {—Z(Xi —)?)2}
i=1

Teda maximalne vierohodny odhad smerodajnej odchylky o nie je vyberova smerodajna S .

5.4 Rozdelenie vyberovych charakteristik
Centralna limitna veta

Pre induktivne usudky je potrebné urcit’ nielen hodnotu vyberovych charakteristik, ale
aj ich rozdelenie pravdepodobnosti. Dalej sa budeme zaoberat’ najmé uréenim strednej hodno-
ty a rozptylu pre prax najdolezitejsich vyberovych charakteristik (Statistik) X, S* a ich funk-

cii (rozdiel vyberovych priemerov, podiel vyberovych rozptylov a studentizované vyberové
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charakteristiky). Predpokladdme véa¢Sinou normalne rozdelenie ndhodnych premennych (za-
kladnych stiborov), z ktorych sa robil vyber.
Rozdelenie vyberovych charakteristik (Statistik) zavisi od:

1. Rozdelenia zakladného suboru
2. Rozsahu vyberu

3. Metody vykonania vyberu

Rozdelenie vyberového priemeru X

Nech nahodny vyber X, X,,...,X, je vybrany s normalneho rozdelenia so strednou hodno-
tou u a rozptylom o . Z definicie nahodného vyberu vieme, ze ak X 1> X5, X, sl neza-
vislé a normélne rozdelené s tou istou strednou hodnotou E(X) = u arozptylom D(X)=0o",

potom rozdelenie vyberového priemeru X je normélne so strednou hodnotou a rozptylom

E()?):E(linj=le(Xi)=lnﬂ=ﬂ (5.12)
n n n
D()?)—D(lZXj—iZD(X)—inaz - (5.13)
" i 0> i n? n ’
Teda plati vztah:
D3 A
X==—~N(u,—) (5.14)
n n

Tento vysledok je pre technickl prax vel'mi ddlezity, pretoze umoznuje jednoduchym
sposobom zmenSovat’ kolisanie nahodnej premennej, a tym spresiiovat’ obraz o skutocnosti.
Namiesto jedného merania sa robi priemer z #n merani, priCom z sa zvoli také vel'ké, aby koli-
sanie vyjadrené smerodajnou odchylkou priemeru X neprekroéilo zvolenti medzu. Zo vzt'ahu
(5.11) je zrejmé, Ze stredna hodnota vyberového priemeru sa rovna strednej hodnote nahodne;j
veli¢iny, z ktorej sa robil nahodny vyber.

V praxi nerobime vybery iba z normalnych zakladnych suborov, ale aj z inych rozdele-
ni. AvSak aj v tychto pripadoch m6Zeme za istych okolnosti pouZit’ pri analyzach normélne
rozdelenie. O tom, kedy a ako, ndm hovori tzv. centrdlna limitnd veta — CLV.

Centralna limitna veta (CLV)
Nech X, X,,...,X, je ndhodny vyber rozsahu n zo zdkladného stboru (X ) so strednou

hodnotou x a rozptylom & . Potom limitny tvar rozdelenia vyberového priemeru X je

n 2 __
)_(:ZX‘/n~N(,u,O-—j = z=2"H N0 (5.15)
n

a/\/;

ked’ sa n blizi k nekone¢nu (n —o0). Tato aproximdacia vyberového priemeru X normélnym
rozdelenim sa nazyva centralna limitna veta (CLV).
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Tato veta je zakladom pre aproximdciu niektorych rozdeleni normalnym rozdelenim.
Pri analyze tdajov umoziiuje Casto vyuzit postupy zalozené na predpoklade normalneho roz-
delenia.

Na obrazku 5.4 vidiet, Ze rozdelenia vyberovych priemerov zo zakladnych stborov

s rozdelenim rovnomernym, binomickym a exponencialnym mozno povazovat za normalne,
ked’ rozsah vyberu n je dostatocne velky. Vo vicsine pripadov pre n > 30 je normalna apro-

ximéacia X dobra nezavisle od rozdelenia X . V pripadoch ked’ rozdelenie X je blizke nor-

malnemu, normalna aproximacia X bude dobra aj pre n <30.

S |

n=230

cr

a) b) c)
Obrazok 5.4. Rozdelenie X :a) X ~R(0,b); b) X ~Bi(n,0,2);¢) X ~E(A=1)
Na zaklade centralnej limitnej vety vyberové rozdelenie vyberového priemeru X je takéto:

Pripad 1: Zakladny suibor ma normalne rozdelenie, X ~N(u,c7)

n 2
)_(:ZX[ /n~N(,u,a—j
n

i=1
kde X,, X,,...,X, st nezivislé nahodné premenné s rozdelenim N(u,c7).
Pripad 2: Zakladny saibor s parametrami # a o° nem4 normalne rozdelenie

Pripad 2.1: Aproximacia normalnym rozdelenim je aplikovatel’'na

n 2
X = ZX /n~N [ ,u,a—j , ak n>30 alebo rozdelenie premennej X je blizke normal-
n

i=1

nemu rozdeleniu
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Pripad 2.2: Aproximacia normalnym rozdelenim je neaplikovatel'na

Ak sa rozdelenie premennej X vyznamne li§i od normalneho rozdelenia a n <30, ap-
roximécia rozdelenia $tatistiky X normélnym rozdelenim sa neda korektne urobit.
V tomto pripade sa pouziju pri Statistickej indukcii neparametrické Statistiky, o ktorych
budeme hovorit’ neskor.

Priklad 5.10

Predpokladajme, ze doba cakania (X ; jednotka: minuta) zdkaznika na vyzdvihnutie
predpisaného lieku v lekdrni ma exponencialne rozdelenie s E(X)=20min a D(X)=5".
Maéme k dispozicii ndhodny vyber rozsahu n =40 pozorovani zakaznikov. Chceme vediet’,
aké je rozdelenie vyberového priemeru.

Pretoze n > 30, aproximacia norméalnym rozdelenim je aplikovatelna na X , aj ked X

ma exponencidlne rozdelenie. Teda vyberové rozdelenie X je

2 2
TN| 1.7 |= N20.22) = N(20.0.8)
n 40

Teraz uvazujme pripad dvoch nezavislych zakladnych suborov. Nech prvy zakladny su-
bor ma strednt hodnotu 4 arozptyl o; adruhy zdkladny stbor mé strednti hodnotu g,
arozptyl o; . Predpokladajme, Ze obidva zakladné sibory st normdalne rozdelené. Ked’ zva-

zime skuto¢nost’, ze linearne kombindcie nezavislych normalne rozdelenych ndhodnych pre-
mennych maji normalne rozdelenie (pozri rovnice 3.45 az 3.47), mozeme tvrdit’, Ze rozdele-

nie X, — X, je normalne so strednou hodnotou

My _x, = My — Mg, =t = i (5.16)
a rozptylom
2 2
Oy, = 0%, H Oy, =4 (5.17)
1 2

Ked’ dva zdkladné stibory nie st normalne rozdelené a obidva rozsahy vyberov n, a n,
st vicsie ako 30, mozeme pouzit' centralnu limitnt vetu a predpokladat’, ze X, a X, maju
priblizne nezavislé normélne rozdelenia. Potom rozdelenie X, — X, je priblizne normalne so
strednou hodnotou a rozptylom danymi v rovniciach (5.15) a (5.16). Ked’ n, alebo n, je men-

Sie ako 30, rozdelenie X,—X, bude stile priblizne norméilne so strednou hodnotou

a rozptylom danymi v rovniciach (5.15) a (5.16) za predpokladu, ze zakladny subor, z ktorého
sa vybral maly vyber, sa dramaticky neliSi od normélneho rozdelenia. Teraz mézeme zhrnut’
predchadzajice uvahy do nasledujtcej definicie.
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Rozdelenie normovaného rozdielu vyberovych priemerov X, — X,

Majme dva nezavislé zékladné subory so strednymi hodnotami g, a u, arozptylmi o7 a o, .
Ked X, a X, st vyberové priemery dvoch nezavislych nahodnych vyberov o rozsahoch n,

a n, z tychto zdkladnych suborov, potom rozdelenie premenne;j

Z:)?l _)?2 _(/Jl _/Jz)

(5.18)
o o,
noon

je priblizne normované normélne. Ked' dva zékladné subory maju normalne rozdelenie, po-
tom rozdelenie premennej Z je presne normované normalne.

Priklad 5.11

Uginna Zivotnost’ suc¢iastky pouZivanej v pradovej turbine lietadlového motora je na-
hodna premennd so strednou hodnotou 5000 hodin a smerodajnou odchylkou 40 hodin. Roz-
delenie ucinnej Zivotnosti je pomerne blizke norméalnemu rozdeleniu. Vyrobca motorov urobil
zlepSenie vo vyrobnom procese tejto suciastky, ktoré zvysilo stredntl Zivotnost’ na 5050 hodin
a znizilo smerodajni odchylku na 30 hodin. Predpokladajme, Ze ndhodny vyber o rozsahu
n, =16 suciastok bol vybrany zo ,,starého* procesu a ndhodny vyber o rozsahu n, =25 su-

¢iastok bol vybrany z ,,vylepSeného* procesu. Chceme vediet’, akd je pravdepodobnost’, Ze
rozdiel medzi dvoma vyberovymi priemermi X, — X, je aspoti 25 hodin. Predpokladime, Ze
stary a vylepSeny proces mozno povazovat’ za nezavislé zakladné subory.
Pri rieSeni si v§imnime najprv, Ze
= rozdelenie X, je normélne so strednou hodnotou g = 5000hodin a smerodajnou od-
chylkou o, /\/171 =40/+/16 =10 hodin a
= rozdelenie X, je normalne so strednou hodnotou s, = 5050 hodin a smerodajnou od-
chylkou &, /\/n, =30/+/25 =6 hodin.
Teraz  rozdelenie X, - X, je  normilne  so strednou  hodnotou
1, — 1, =5050 — 5000 =50 hodin arozptylom o7 /n,+ o’ /n, =6 +10> =136 hodin’>. Toto
rozdelenie je na obrazku 5.5. Pravdepodobnost, ze X, — X, >25, je vy¢iarkovana Gast na

grafe normalneho rozdelenie na tomto obrazku.

| | | | |
0 25 50 75 100 X,-%,

Obrézok 5.5. Rozdelenie X, — X, z prikladu 5.11
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Hodnote X, —X, =25 na Obr. 5.5 zodpoveda hodnota z = 2550 _ —2,144 . Potom

V136

P(X, - X, >25)=P(Z >-2,144) = 0,983984



Statistické intervaly pre jeden vyber 143

6 STATISTICKE INTERVALY PRE JEDEN VYBER

6.1 Uvod

V predchéadzajtcej kapitole sme ukdzali, ako mozno nezndmy parameter odhadnut’ z dat
nahodného vyberu. Dolezité je vSak poznat’ aku ,,dobri* hodnotu odhadu sme ziskali. Pred-
pokladajme napriklad, Ze hodnota odhadu strednej hodnoty viskozity chemického produktu
(parameter ) je ft=x =900. Tato hodnota ni¢ nepovie o tom, ako ,,daleko* je 4 od sku-

to¢nej hodnoty nezndmeho parametra x . Kladieme si otazku. Je stredna hodnota procesu me-

dzi 800 a 1000 alebo je medzi 880 a 920? Odpoved’ na tito otdzku nam da intervalové odha-
dovanie.

Intervalovy odhad parametra zdkladného stiboru sa nazyva interval spolahlivosti. In-
terval spolahlivosti sa konStruuje tak, aby s vysokou spol'ahlivostou obsahoval neznamy pa-
rameter zakladného suboru.

Statisticky toleranény interval je iny typ intervalového odhadovania. Predpokladajme
napriklad, ze data z viskozity chemického produktu pochadzaji z normdlneho rozdelenia.
Moébzeme vypocitat’ hranice intervalu, ktory obsahuje 95 % hodnot viskozity. Vieme, Ze pre
normalne rozdelenie so zndmymi parametrami ¢ a o interval

(u—-1,960, 1 +1,960) (6.1)

obsahuje 95 % hodnét zo zakladného stboru. V praxi st parametre ¢ a o nezname, preto

ich nahradime hodnotami bodovych odhadov a dostaneme interval
(x —1,96s5,X +1,96s) (6.2)

Tento interval neobsahuje 95 % hodndt z rozdelenia. Hodnotu 1,96 preto nahradime inou,
vhodnou konstantou & (va¢sou ako 1,96) a tak skonStruujeme interval, ktory uz obsahuje 95 %
hodnét z rozdelenia z vysokou spolahlivost'ou,

Dalsi typ intervalového odhadu je predikény interval, ktory ohranituje jedno alebo
viac budicich pozorovani zo zédkladného stiboru. Predikény interval mozno napriklad pouzit
pri ohraniceni nového merania viskozity. Pre rastuci rozsah vyberu sa predikény interval pre
normalne rozdelené data blizi Statistickému toleranénému intervalu.
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6.2 Interval spolahlivosti pre stredni hodnotu normalneho
rozdelenia so znamym rozptylom

6.2.1 Vyvoj intervalu spolahlivosti a jeho zakladné vlastnosti

Nech X, X,,...,X, je ndhodny vyber z normalneho rozdelenia s nezndmou strednou
hodnotou x a zndmym rozptylom o . Z kapitoly 5 vieme, Ze vyberovy priemer X mé nor-

malne rozdelenie so strednou hodnotou x a rozptylom o / n . Mozeme normovat’ X odpodi-

tanim strednej hodnoty a rozdiel delit’ smerodajnou odchylkou. Dostaneme tak ndhodnu pre-
mennu

_X-u
-t

ktora ma normované normale rozdelenie N(0,1).

z (6.3)

Hodnota odhadu intervalu spol’ahlivosti pre x je interval / < x <u, kde koncové body

[l a u sa vypocitaju z vyberovych dat. Pretoze rozdielne vybery budu davat rozdielne hodnoty /
a u, tieto koncové body st hodnotami ndhodnych premennych L a U. Predpokladajme, ze sme
urcili veli¢iny L a U tak, Ze nasledujuce pravdepodobnostné tvrdenie je spravne:

PLLu<U)=1-a, 0<a<l (6.4)
Existuje pravdepodobnost’ 1—¢«, Ze sa realizuje vyber, z ktorého vypocitany interval spol'ah-
livosti (IS) bude obsahovat’ skuto¢nu hodnotu x. Ked’ sme uz realizovali vyber X, =x,,

X,=x,,..., X, =x,, avypocitali / a u, potom vysledny interval spol’ahlivosti pre x je
[fu<u (6.5)

Hrani¢né body / a u sa nazyvaju dolna hranica intervalu spol’ahlivosti a horna hranica in-
tervalu spolahlivosti a 1 -« sa nazyva koeficient spol’ahlivosti.

V nasej problémovej situacii, ked Z = (X — 1)/ (0' /\n ), mozeme napisat’

SySX+k—£J:1—a (6.6)

Toto vedie k nasledujtiicej definicii.

Definicia dvojstranného intervalu spol’ahlivosti pre x

Ked X je hodnota vyberového priemeru z nahodného vyberu o rozsahu n z normalneho za-

kladného suboru so znamym rozptylom o, potom 100(1 — )% IS pre u je
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<us<x+k, = (6.7)

vk L
“Vn Jn

kde k, je kritickd hodnota normovaného normalneho rozdelenia (pozri (2.36)).

Priklad 6.1

Zo zikladného suboru s rozdelenim N(u,0°), o =0,06, sme urobili ndhodny vyber
s realizaciou 1,3; 1,8; 1,4; 1,2; 0,9; 1,5; 1,7. N4jdeme 95 % obojstranny interval spol’ahlivosti
pre strednu hodnotu .
Na vypocet pouzijeme vztah (6.7), kde potrebujeme hodnoty o = \/? =4/0,06 =0,245
a n=7.Zo zadania vieme, ze 1—a =0,95, z ¢oho vyplyva, ze o =0,05. V Statistickych ta-
bul’kach najdeme prislusnt kritick hodnotu &, =k, ,; =1,96. Dalej vypo¢itame hodnotu bo-
dového odhadu strednej hodnoty
a=x=01,3+1,8+1L4+1,2+0,9+1,5+1,7)/7=9,8/7=1,4
Po dosadeni predchadzajiacich hodnét do vztahu (6.7) mame
0,245 <u<la+ 1,960’245
V7 V7
1,4 - 1,96ﬂ <u<ld+ 1,96ﬂ
2,64575 2,64575
1,4-0,1815< 4 <1,4+0,1815

1,2185< 11 <1,5815

1,4-1,96

Potom 95 % interval spol'ahlivosti pre strednti hodnotu je 1,2185< £ <1,5815.

Interpretacia intervalu spol’ahlivosti

Ako sa ma interpretovat’ interval spol'ahlivosti? Mnohi by tvrdili, Ze 95 % IS pre stred-
ni hodnotu 1,2185< 1 <1,5815 obsahuje u s pravdepodobnostou 0,95. Avsak, s trochou
zamyslenia, vidime, ze toto tvrdenie nemdze byt spravne; skutocna hodnota u je nezndma
atvrdenie 1,2185< £ <1,5815 je alebo spravne (s pravdepodobnost'ou 1), alebo nespravne

(s pravde-podobnost'ou 1). Treba si uvedomit’, ze IS je nahodny interval, pretoze L a U st
nahodné premenné. Korektna interpretacia 100(1—e«) % IS zavisi od relativnej pocetnosti

takto. Ked’ pocet ndhodnych vyberov je velky a 100(1-«a) % IS pre x4 sa vypocita zo vset-
kych vyberov, potom 100(1 —«) % tychto intervalov bude obsahovat’ skutocnti hodnotu .
Situdcia je ilustrovana na obrazku 6.1.

V praxi ziskame iba jeden ndhodny vyber a vypocitame jeden interval spolahlivosti.
Pretoze tento interval obsahuje skuto¢nt hodnotu g alebo ju neobsahuje, nema zmysel hovo-
rit’ o urovni pravdepodobnosti tejto konkrétnej udalosti. Vhodné tvrdenie je, Ze pozorovany
interval [l,u] ohranicuje skuto¢nt hodnotu x zo spolahlivost’ou 100(1—«a) %, Toto tvrde-

nie sa Casto interpretuje tak, ze nevieme, €i toto tvrdenie je spravne v tomto konkrétnom vybe-
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re, avSak pouZitd metéda na ziskanie intervalu [/,u] dava spravne tvrdenia v 100(1—a) %

pripadoch.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Obrazok 6.1. Intervaly spolahlivosti pre u z opakovanych vyberov

Uroveii spoPahlivosti a presnost’ odhadu

Dizka 95 % intervalu spol’ahlivosti je

2(1,960 //n)=3,920 /In
kym dizka 99 % IS je

2(2,580 /\/n)=5,160/~/n

Teda 99 % IS je dlhsi ako 95 % IS. VSeobecne pre pevny rozsah vyberu n a smerodajnti od-
chylku o plati, Ze ¢im je vysSia Groven spol'ahlivosti, tym je dlhsi interval spolahlivosti.

6.2.2 Urcenie rozsahu vyberu

Dizka intervalu spolahlivosti 2k,o/ Jn je miera presnosti odhadu. To znamend, ze

ked’ pouzijeme X na odhadnutie x, potom chyba odhadu F = |)? - ,u| je mensia alebo sa rov-

néa hodnote k, o/ Jn zo spolahlivostou 100(1-«) % Mozno to vidiet’ na nasledujicom ob-

razku.

| | | |
[=x-k,oNn u=x+k,och\n
Obrazok 6.2. Chyba odhadu
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Predstavme si, Ze chceme zvolit’ rozsah vyberu » tak, aby sme boli na 100(1-«) %

presvedceni, ze chyba odhadnutia & je menSia ako Specifikovand chyba E. Vhodny rozsah

vyberu sa ziska rieSenim rovnice k, o / Jn = E s nezndmou n.

Vzorec pre urcéenie rozsahu vyberu
Ked x sa pouzije na odhadnutie x, mézeme byt na 100(1—a) % presvedCeni, ze chyba
|)? - ,u| nebude vicsia ako Specifikovana chyba E, ked’ rozsah vyberu je

k,o ’
n—( £ J (6.8)

Ked’ prava strana vztahu (6.8) nie je cel¢ Cislo, zaokruhl'uje sa nahor na cel¢ ¢islo.

Priklad 6.2

Zoberme do uvahy zadanie prikladu 1. Chceme ur€it’ rozsah vyberu n tak, aby chyba
odhadu obojstranného intervalu spol'ahlivosti pre x nebola vicsia ako 0,15.

Na vypocet pouZijeme vztah (6.8). Z prikladu 1 a zo zadania vieme, Ze k, =k, ,s =1,96
, 0=0,245 a £ =0,15. Potom pozadovany rozsah vyberu sa vypocita takto:

2 2
. k,o _ 1,96 x 0,245 —10,2485
E 0,15

Pretoze n musi byt celé ¢islo, pozadovany rozsah vyberu je n =11.

Vimnime si, vieobecny vztah medzi rozsahom vyberu, pozadovanou dizkou intervalu
spol'ahlivosti 2F, uroviiou spolahlivosti 100(1 — &) % a smerodajnou odchylkou o':

= Ked pozadovana dizka intervalu spolahlivosti 2E sa zmensuje, pozadovany rozsah vy-
beru n sa zviacSuje pri pevnej hodnote o a trovni spol’ahlivosti 1 —« .

= Ked o sazvidiuje, pozadovany rozsah vyberu n sa zvacsuje pri pevnej dizka intervalu
spolahlivosti 2F a Grovni spol’ahlivosti 1 -« .

» Ked uroven spolahlivosti 1 -« sa zvdcsuje, poZadovany rozsah vyberu n sa zvicsuje
pri pevnej dizka intervalu spol'ahlivosti 2E a smerodajnej odchylke o.

6.2.3 Jednostranné hranice spol’ahlivosti

Interval spolahlivosti v (6.7) ddava dolnu hranicu spol’ahlivosti aj horna hranicu spolah-
livosti pre . Teda poskytuje dvojstranny resp. obojstranny IS. Mozno ziskat” aj jednostranné

hranice spolahlivosti pre x tym, Ze polozime / =—oo alebo u =00 a k, nahradime £, .
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Definicia jednostrannych hranic spolahlivosti

100(1 — @)% horna hranica spolahlivosti pre u je
p<u=x+k,o/n (6.9)
a 100(1 — )% dolna hranica spoPlahlivosti pre u je

X—ky, o/\n=1<u (6.10)

6.2.4 Interval spolahlivosti z vel’kého vyberu pre

Predpokladame, Ze rozdelenie zakladného stboru je normalne s neznamou strednou
hodnotou x aznamou smerodajnou odchylkou o. Interval spolahlivosti z vel'kého vyberu

pre u nevyzaduje tieto predpoklady.

Nech X, X,,...,X, je ndhodny vyber zo zékladného siiboru s nezndmou strednou hod-
notou 4 aneznamym rozptylom o°. Ked rozsah vyberu n je velky, z centralnej limitnej vety
vyplyva, ze X ma priblizne normalne rozdelenie so strednou hodnotou x a rozptylom

o’ /n. Potom Z =(X —u)/ (a/ Jn ) ma priblizne normované normalne rozdelenie. Pretoze

smerodajnd odchylka o je neznama, v pripade vel'kého rozsahu »n ju nahradime vyberovou
smerodajnou odchylkou S, ktorda md maly vplyv na rozdelenie Z. To vedie k nasledujicemu
uzitoénému vysledku.

Interval spoPlahlivosti z vel’kého vyberu pre u
Ked’ n je vel'ké, potom veli¢ina
X-p
S/\n

ma pribliZzne normované normalne rozdelenie. Potom

s s
k,—=<u —

Jn Jn
je interval spol’ahlivosti z vel’kého vyberu pre u s turoviiou spolahlivosti priblizne
100(1-a)%.

Vztah (6.11) plati pre akykol'vek tvar rozdelenia zédkladného suboru. Centralna limitna
veta je vSeobecne platna pre n > 30, avsSak v tomto pripade sa vyZaduje vac¢si rozsah vyberu,

¥ <T+k, (6.11)

asponl 40, pretoze o sa nahradila vyberovou smerodajnou odchylkou S.

Priklad 6.3

Clanok Transakcie americkej rybarskej spolo¢nosti publikovany v roéniku 1993 referuje
vysledky Stadie vySetrovania kontaminacie ortutou. Vyber ryb sa realizoval v 63 jazerach
Floridy a merala sa koncentracia ortuti vo svalovom tkanive ryb. Hodnoty koncentracie st
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1,230 0,490 0,490 1,080 0,590 0,280 0,180 0,100 0,940
1,330 0,190 1,160 0,980 0,340 0,340 0,190 0,210 0,400
0,040 0,830 0,050 0,630 0,340 0,750 0,040 0,860 0,430
0,044 0,810 0,150 0,560 0,840 0,870 0,490 0,520 0,250
1,200 0,710 0,190 0,410 0,500 0,560 1,100 0,650 0,270
0,270 0,500 0,770 0,730 0,340 0,170 0,160 0,270

Na overenie normality sme pouzili Shapirov-Wilkov test (podkapitola 7.6), kde
P =0,00667033 je velmi mald hodnota. Z toho vyplyva, Ze koncentracia ortuti nema nor-
malne rozdelenie.

Modzeme najst’ priblizny 95 % IS pre p. PretoZze n > 40, predpoklad normality nie je
potrebny. Pozadované veli¢iny do vzorca (6.11) si n=53, Xx=0,5250; s5=0,3486
a ks =1,96. Priblizny 95 % IS pre u je

03486 _ 11<0,5250+1,96 23286
J53

0,5250—1,96
J53
0,4311< 1£1<0,6189

Tento interval je pomerne Siroky, pretoZe merania koncentracie ortuti maju vel’ka variabilitu.

6.2.5 Bootstrapové intervaly spolahlivosti

V podkapitole 5.2.4 sme ukézali, ako moze byt metdda nazyvana bootstrap pouZzitd na
odhadnutie smerodajnej chyby o, kde 0 je hodnota odhadu parametra € . Botstrap mdzeme

pouzit’ aj na ndjdenie intervalu spolahlivosti pre parameter €. Na ilustraciu predpokladajme,
ze 6 je stredna hodnota normalneho rozdelenia so znamym o . Teraz je odhadom & vybero-

vy priemer X . TaktieZ si v§imnime, Ze z, 0/ Jn je 100(1—a/2) percentil (kvantil) roz-
delenia X —u a Z,,0/ Jn je 100(«r /2) percentil tohto rozdelenia. Teda m6Zeme napisat’

pravdepodobnostné tvrdenie tykajlice sa 100(1 — )% interval spolahlivosti takto:
P(100(cx / 2) percentil< X — 2 <100(1 — & / 2) percentil) =1 —
alebo
P(X —100(1 — & / 2) percentil < 1 < X —100(x / 2) percetil) =1 — &

Z posledného pravdepodobnostného tvrdenia vyplyva, Ze dolnd a horna 100(1 — )% hranica
spolahlivosti pre x je

L=X-100(1 -« /2)percentil premennej X —pu =X —z,__,,0/ Jn

U =X —100(e / 2) percentil premennej X — p= X — za/za\/;
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Toto méZeme zovSeobecnit’ na 'ubovolny parameter €. Potom 100(1 - )% hranice spol'ah-

livosti pre € su

L=6- 100(1 — & / 2) percentil premennej -0

U=6- 100(ex / 2) percentil premenne;j -0

Bohuzial’, percentily premennej -0 sa nedaju najst’ tak l'ahko ako v pripade strednej

hodnoty normalneho rozdelenia. Av§ak mo6Zeme odhadnit’ z bootstrapovych vyberov. Pred-
pokladajme, ze sme generovali B bootstrapovych vyberov, vypocitali él,éz,. . .,éB a 0
a potom vypocitali él -0, éz -0,.., éB —6 . Potom pozadované percentily mozno ziskat’
priamo z tychto rozdielov. Napriklad ked” B =200 a chceme 95 % interval spolahlivosti pre
0, piaty najmensi a piaty najvacsi z rozdielov 62 — 6 st odhady pozadovanych percentilov.

Postup budeme ilustrovat’ na exponencialnom rozdeleni (Priklad 5.4) s parametrom A.
V tomto priklade sa vyber rozsahu n =8 modulov riadiacej jednotky motora skusal na zlyha-

nie. Hodnota odhadu 4 bola A = 0,0462 , kde A=1/X je maximalne vierohodny odhad. Na
ziskanie hodnoty odhadu smerodajnej chyby pre A sme pouzili 200 bootstrapovych vyberov.

Na obréazku 6.3 je histogram 200 hodndt bootstrapovych odhadov /ii, i=12,...,200.
Vsimnime si, Ze histogram nie je symetricky a je zoSikmeny doprava. Toto naznacuje, Ze vy-
berové rozdelenie 1 je tiez zoSikmené. Od kazdej hodnoty /ii sme odpocitali vyberovy prie-
mer zhodndt bootstrapovych odhadov 4 =0,0513. Histogram rozdielov /”Ati -1,
i=1,2,...,200 je tiez na obrazku 6.3.

80?' ‘ ‘ ‘ ‘ ' ' ‘ ‘ ‘ ‘ Ii 100?‘ T T T T T T T T T T T T T 7_
60 : 80 ]
| 60 B
s |
I 40 ]
20| | [ ]
! 20 - .
0 003 006 009 012 015 0,04 0 0,04 0,08 0,12
A A -2

l 1

Obrazok 6.3. Histogramy hodnét bootstrapovych odhadov

Predpokladajme, ze chceme najst’ 90 % interval spol’ahlivosti pre 4. Z hodnét bootstra-
pového vyberu ﬂ:i — A najdeme piaty percentil, ktory sa rovna —0,0228, a devitdesiaty per-

centil, ktory sa rovna 0,031355. Potom dolné a hornd 90 % hranica spol’ahlivosti je
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L =] —95percentil premennej 4, — 1 = 0,0462 —0,03135=0,0149
U = A —5percentil premennej A, — 4 = 0,0462 — (=0,0228) = 0,0690

Teda 90 % bootstrapovy interval spolahlivosti pre 4 je 0,0149 <1 <0,0690. Existuje exakt-
ny interval spol'ahlivosti pre parameter A exponencialneho rozdelenia. Pre data o zlyhani ria-
diacej jednotka motora (Priklad 5.4) exaktny 90 % interval spolahlivosti sa rovna
0,0230<4<0,0759. VSimnime si, ze tieto dva intervaly spolahlivosti su vel'mi podobné.
Dizka exaktného intervalu spolahlivosti je 0,0759 — 0,0149 = 0,0541, zatial’ ¢o dizka boot-
strapového intervalu spol'ahlivosti je 0,0690 — 0,0149 = 0,0541, ¢o je iba o nieco dlhsi. Meto-
da percentilov v bootstrapovych intervaloch spolahlivosti funguje dobre vtedy, ked’ dany od-

had je nevychyleny a smerodajna chyba odhadu 0 je priblizne konStantné (ako funkcia para-
metra 6).

6.3 Interval spolahlivosti pre strednu hodnotu normalneho
rozdelenia s neznamym rozptylom

Pri konstrukcii intervalu spolahlivosti pre x# z normalneho zakladného suboru so zna-
mym o’ sme pouZili postup z ¢asti 6.2.1. Tento IS je priblizne spravny, aj ked’ zakladny su-
bor nie je normélny, aviak 7 >40 (5.2.4). Ked viak rozsah vyberu je maly a ¢” je neznamy,
musime pouZit’ iny postup.

Predpokladajme, Ze mame zékladny stbor, ktory ma normalne rozdelenie s nezndmou

strednou hodnotou x a nezndmym rozptylom o°. Predpokladajme, Ze mame k dispozicii né-
hodny vyber X,,X,,...,X,, vyberovy priemer X avyberovy rozptyl S°.

Chceme zostrojit’ obojstranny IS pre . Ked je ¢ znamy, Z =(X — 1)/ (G /\n ) ma
normalne rozdelenie. Ked je o neznamy, logicky postup je nahradit ¢ vyberovou smero-
dajnou odchylkou S. Nahodna premenna Z sa teraz zmeni na 7 = (X — u)/ (S /\n ) Logicka

otazka je, aké rozdelenie ma ndhodna premenna 77? Z definicie t-rozdelenia (kap. 3) sa da do-
kazat’ nasledujuce tvrdenie:
Nech X,,X,,...,X,, je ndhodny vyber z norméalneho rozdelenie s nezndmou strednou

hodnotou # a nezndmym rozptylom . Nahodna premenna

(6.12)

ma ¢ rozdelenie s n —1 stupfiami vol'nosti.
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6.3.1 Interval spol’ahlivosti pre x zt rozdelenia

Vieme, 7ze T =(X —pu)/ (S /\In ) ma ¢ rozdelenie s n—1 stupilami vol'nosti. Kriticka
hodnota ¢ rozdelenia s n —1 stupniami volnosti je #(n —1;a). Potom plati:
P(-t(n-La)<T<t(n-La))=1-a
alebo

X-p

S/\n

P[—t(n—l;a)s St(n—l;a)]zl—a

Upravou posledného vzt'ahu dostaneme

P(X'—t(n—l;a)i< S)hz(n—l;a)i]:l—a (6.13)

- Jn

Toto vedie k nasledujtcej definicii 100(1 — @)% dvojstranného IS pre .

Definicia dvojstranného intervalu spolahlivosti pre u

Ked X je hodnota vyberového priemeru a s je hodnota vyberovej smerodajnej odchylky
z ndhodného vyberu o rozsahu n z normalneho zdkladného stiboru s nezndmym rozptylom

o’, potom 100(1— )% IS pre u je

Jn n

kde #(n—1;) je kritickd hodnota ¢ rozdelenia s n —1 stupfiami vol'nosti.

Xx—tn—-l) Sux+tn-la) (6.14)

Jednostranné hranice spolahlivosti dostaneme tak, ze #(n—1;) vo vztahu (6.14)

nahradime #(n —1;2).

Priklad 6.4

Mame Sest’ paralelnych stanoveni obsahu P,Os vo vzorke hnojiva. Predpokladdme, ze
16,5; 15,9; 16,6; 15,8; 16,4; 16,0 su hodnoty nahodného vyberu z rozdelenia N(u,o?), pri-
¢om u a o’ st nezname. Uréime 95 % obojstranny interval spolahlivosti pre stredni hodno-
tu .

Vypodet robime podla vztahu (6.14). Uréime hodnoty bodovych odhadov pre u, o’

1 1
/] :)?:— X. :—97,2:16,2
a nz "6

6 =s’ =%-(6-1575,22—97,2z)=0,116
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6 =5=4/0,116 =0,3406
Pozadované wveli¢iny do vzorca (6.14) si n=6, Xx=16,2; s=0,3406
a t(n—La)=1(5;0,05)=2,5706. Vysledny IS je
%Sy£f+t(n—l;a)%
0,340 0,3406
J6 J6

15,84 < 11<16,56

x—tn-lLa)

(o)}

16,2 -2,5706 x Su<16,2+2,5706 x

6.4 Interval spolahlivosti pre rozptyl normalneho rozdelenia

Niekedy st potrebné intervaly spolahlivosti pre rozptyl zdkladného stboru. V tomto
pripade sa poZaduje, aby mal zakladny stibor normélne rozdelenie. Z definicie y”-rozdelenia
(kap. 3) sa da dokézat nasledujice tvrdenie:

Nech X,,X,,...,X,, je ndhodny vyber z normalneho rozdelenie s nezndmou strednou
hodnotou x a neznamym rozptylom . Dalej nech S* je vyberovy rozptyl. Potom ndhodna
premenna

_ (n-1)8?

2
o

X2 (6.15)

ma chi-kvadrat ( y*) rozdelenie s n —1 stuptiami volnosti.
Konstrukcia 100(1 - a)% IS pre o je zrejma. Pouzitim vztahu (6.15) dostaneme, Ze
P(y(n-L1-a/2)< X’ < P (n-La/2)=1-a
¢o moZzno napisat’ v tvare
o’

_ 2
P(;{z(n—l;l—a/2)su<Zz(n—l;a/2)]:l—a

Posledny vztah upravime ako

P[z(n_—l)széazé _ (n-DS” jzl—a (6.16)
y (n—-lal/2) ry(n-11-al/2)

Tento vztah vedie k nasledujucej definicii intervalu spol'ahlivosti pre .
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Dvojstranny interval spolahlivosti pre o’

Nech s” je hodnota vyberového rozptylu z nahodného vyberu n pozorovani, ktory sa realizo-
val z normélneho rozdelenia s nezndmym rozptylom o”. Potom 100(1—a)% obojstranny
interval spoPahlivosti pre o’ je

(n-DS'__ . (-DS’
ryn-lLal2) Y m-lL1-al2)

(6.17)

kde y*(n—-1;a/2) a y*(n—1;1-a/2) sua kritické hodnoty chi-kvadrat rozdelenia s n—1
stupiiami vol'nosti.
Pre 100(1-)% dolnu a horni hranicu jednostrannych intervalov spolahlivosti

pre o’ platia vztahy:

(n-1S§’ <5’ a o< (n-1S§’
7'(n-la) 7’(n-1L1-a)

(6.18)

Priklad 6.5

Pracovnik technickej kontroly vykonal merania dizky 19-tich ndhodne vybranych vy-
robkov a zistil hodnotu smerodajnej odchylky v tomto vyberovom stibore s =4 mm. Urime

98 % obojstranny interval spol'ahlivosti pre rozptyl o zékladného stiboru.

Na vypocet IS pouzijeme vztah (6.17). Zo zadania vieme, Ze s =4, n=19. a ¢ =0,02,
z ¢oho dostaneme «/2=0,01 a 1-a/2=0,99. V Statistickych tabul'kach najdeme kritické
hodnoty y*(18;0,01)=34,8 a »°(18;0,99)=7,01 a po dosadeni do (6.17) dostaneme:

2 2
18-4° _ , 184
34,8 7,01

8,276 < o <41,084

6.5 Interval spolahlivosti z veI’kého vyberu pre podiel jednotiek
v zakladnom stibore s danou vlastnost’ou

Casto je potrebné zostrojit interval spolahlivosti pre podiel jednotiek v zakladnom sii-
bore s danou vlastnost'ou. Napriklad predpokladajme, Ze nahodny vyber o rozsahu # sa reali-
zoval z velkého (moZno nekonecného) zakladného stiboru a X (<n) pozorovani vo vybere

mé dan@ vlastnost’. Potom P =X /n je bodovy odhad podielu jednotiek v zdkladnom subore
p s danou vlastnost'ou. VS§imnime si, Ze n a p su parametre binomického rozdelenia. Da sa do-

kazat, ze vyberové rozdelenie P je priblizne normalne so strednou hodnotou p a rozptylom
p(1—p)/n, ked p nie je blizko 0 alebo 1 a n je pomerne vel'ké. PresnejSie, pre pouZitie ap-

roximadcie sa pozaduje, aby np(1—p)>9.V tejto Casti pouzijeme normalnu aproximaciu.
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Ked’ n je vel'ké, rozdelenie premennej

A

X —np P-p
7 = =
Jnp(1-p) Jp(l - p)

(6.19)

n

je priblizne normalne.
Pri kons$truovani intervalu spol'ahlivosti pre p si vSimnime, Ze

P(-k,<Z<k)=1-a

z ¢oho

Toto mozZno prepisat’ do tvaru

P[ﬁ—kd (PU=P) < poig /szl—a (6.20)
n n

Veli¢ina / p(1- p)/n vo vztahu (6.20) sa nazyva smerodajna chyba bodového odhadu P.

Vo vzt'ahu (6.20) horna aj dolnd hranica intervalu spol'ahlivosti obsahuje nezndmy parameter
p. Vyhovujlce rieSenie spo¢iva v tom, Ze nezndmy parameter p nahradime bodovym odha-

dom P. Potom plati

P[ﬁ—ka,/M<p<ﬁ+ka,/M}1—a (6.21)
n n

Toto vedie k pribliznému 100(1 — )% intervalu spolahlivosti pre p.

Definicia intervalu spol’ahlivosti pre podiel p

Nech p je podiel pozorovani v nahodnom vybere o rozsahu n s danou vlastnost'ou. Potom

priblizny 100(1 - )% intervalu spolahlivosti pre podiel p jednotiek zo zédkladného suboru

-k, M§p§ﬁ+ka /M (6.22)
n n

kde k, je kritickd hodnota normovaného normalneho rozdelenia (pozri (2.36)).

s danou vlastnostou je

Priklad 6.6

V nahodnom vybere 85 automobilovych lozisk kI'ukového hriadel'a motora 10 mé po-
vrchovia upravu drsnejSiu, ako dovol'uju Specifikacie. Preto hodnota bodového odhadu podielu
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lozisk v zékladnom  subore, ktorych  drsnost  presahuje  Specifikdciu, je
p=x/n=10/85=0,1176. Chceme vypocitat’ 95 % obojstranny interval spol'ahlivosti pre p.

95 % obojstranny interval spolahlivosti pre p sa vypocita zo vztahu (6.22) takto:
. / p(1-p . [p(1-p
p_ko,os 2 " 2 Spgp"'ko,os p(Tp)

0,1176x0,8824
85

alebo

0,1176x0,8824
85

0,1176—1,96\/ Sp£0,1176+1,96\/

¢o zjednodusime na
0,1176 -0,06848 < p<0,1176 +0,06848

0,049< p<0,186

6.5.1 Urcenie rozsahu vyberu

Pretoze P je bodovy odhad p, chybu odhadu p pomocou P definujeme ako

E :‘13— p‘. Vsimnime si, Ze sme priblizne na 100(1-a)% presvedceni, Ze tito chyba je

menSia ako k, m . Napriklad v priklade 6 sme na 95 % presvedceni, Ze hodnota

vyberového podielu p=0,1176 sa lisi od skutocného podielu p o menej ako 0,06848.
Predstavme si, Ze chceme zvolit’ rozsah vyberu n tak, aby sme boli na 100(1 - &) %

presvedceni, Ze chyba pri odhadnuti p je menSia ako Specifikovana chyba E. Vhodny rozsah

vyberu sa ziska rieSenim rovnice E =k_+/p(1—p)/n snezndmou n. Priblizny rozsah vyberu
je

k 2
n= (EJ x p(1- p) (6.23)

Vo vzorci (6.23) je potrebné odhadnut’ p. Ked’ mame k dispozicii hodnotu odhadu p,
modzeme fiou nahradit’ p vo vzorci (6.23), alebo mozno pouzit’ subjektivnu hodnotu odhadu.
Ked’ tieto alternativy nie su vyhovujice, urobi sa predbezny vyber. Z vyberu sa vypocita p
a pouZije sa na urcenie poctu pozorovani, ktory je potrebny na ziskanie hodnoty odhadu pre p
s pozadovanou presnost’ou.

Iny pristup k vyberu n vyuziva skuto¢nost’, ze rozsah vyberu zo vzorca (6.23) bude vzdy
maximalny pre p=0,5 (to znamena, ze p(l1- p)<0,25) ¢o mozno vyuzit na ziskanie hornej
hranice hodnoty n. Inymi slovami povedané, sme aspont na 100(1-a) % presvedceni, Ze

chyba pri odhadnuti p je mensSia ako Specifikovana chyba E, ked’ rozsah vyberu je

k 2
n= (—j x 0,25 (6.24)
E
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Priklad 6.7
Zoberme do tvahy situdciu v priklade 6. Chceme vypocitat, aky velky vyber je potreb-
ny, aby sme boli na 95 % presvedceni, ze chyba pri pouzivani p na odhadnutie p je mensia

ako 0,05.
Ked pouzijeme p=0,1176 ako pdvodnti hodnotu na odhadnutie p, potom zo vztahu

(6.23) vypocitame pozadovany rozsah vyberu, ktory je

koY 1,96 Y
n=| 20| a0 py=] =22 | 0,1176x0,8824 = 159,4575 ~ 160
E 0,05

b

Ked’ by sme chceli byt aspon na 95% presvedceni, aby nasa hodnota odhadu p skuto¢nej

hodnoty p bola do 0,05 bez ohl'adu na hodnotu p, pouzili by sme vztah (6.24) na zistenie po-
trebného rozsahu vyberu

Foos | ’
ne| Boos | 005 120 0.25-384.16 ~ 385
E 0,05

3

Vsimnime si, ze ked’ mame informacie tykajice sa hodnota p, bud’ s predchadzajiiceho vybe-
ru, alebo z minulého experimentu, mézeme pouzit’ mensi rozsah vyberu pri zachovani ako
pozadovanej presnosti odhadu, tak aj irovne spol’ahlivosti.

Jednostranné hranice spolahlivosti

Priblizné jednostranné hranice spol'ahlivosti p dostaneme pomocou jednoduchej upravy vzt'a-
hu (6.22).
Pribliznd 100(1 — &) % dolna a horné hranice spol'ahlivosti st

-k, @Sp a p<p+k, @ (6.25)

6.6 Predikény interval pre budiuce pozorovanie

V niektorych problémovych situdcidch nds moze zaujimat’ predpovedanie budiceho po-
zorovania. Toto je iny problém, ako odhad strednej hodnoty premennej, tu sa neda pouzit’ in-
terval spol'ahlivosti. V tejto kapitole si ukaZzeme, ako mozno ziskat’ 100(1 - «)% predikény

interval pre budicu hodnotu z normalnej ndhodnej premenne;.
Predpokladajme, Ze X, X,,...,X, je nadhodny vyber z normalneho zékladného stiboru.

Chceme predpovedat’ hodnotu X

n+l?

jedno budiice pozorovanie. Predikény bod pre X, ., je

vyberovy priemer X. Predikéna chybaje X, , — X. Stredn4 hodnota predikénej chyby je
E(Xn+1 —)_():IU_,U:O

a rozptyl predik¢nej chyby je
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n n

2
DX, -X)=0" +O_—:02(1+l)

pretoze budice pozorovanie X, ., avyberovy priemer sucasného vyberu X su nezavislé.

Predikéna chyba X, — X je normalne rozdelend, preto

/=—"r1t
0',/1+l
n

ma normované normalne rozdelenie. Ked” o nahradime vyberovou smerodajnou odchylkou
S, dostaneme Statistiku

T:X’1+1 _)?
S 1+l
n

ktora ma ¢ rozdelenie s n—1 stupiiami volnosti. Upravou T dostaneme predikény interval pre

buduce pozorovanie X, _,.

Definicia predikéného intervalu pre budice pozorovanie

100(1 - )% predikény interval pre budiice pozorovanie s normalneho rozdelenia je da-

)?—t(n—l,oc)s‘/l+l <X, S)?+t(n—l,05)s‘/1+l (6.26)
n n

Predik¢ny interval pre X, bude vzdy dlhsi ako interval spolahlivosti pre u, pretoze

ny vztahom

variabilita tykajuca sa chyby predikcie je vdc¢Sia ako variabilita tykajuca sa chyby odhadu. To
je lahko vidiet, pretoze chyba predikcie je rozdiel medzi dvoma nahodnymi premennymi
(X

n+l

— X) achyba odhadu intervalu spol'ahlivosti je rozdiel medzi jednou nadhodnou pre-

mennou a konstantou (X — x). Ked n rastie (n — o), dizka IS klesé k nule, kym diZka pred-

ik¢ného intervalu sa blizi ku hodnote 2k o.

Priklad 6.8

Predpokladajme, Ze sme robili testy prilnavosti v tahu na 24 vzorkach z l'ahkej zliatiny.
Zatazenie pri poruseni vzorky je v [MPa]. Z vyberovych dat sme zistili hodnotu vyberového
priemeru X =13,65 MPa a hodnotu vyberovej smerodajne odchylky s = 3,45 MPa. Planujeme
testovat’ dvadsiatu piatu vzorku a chceme vediet’, v akom intervale mézeme ocCakavat’ meranu
hodnotu.

Chceme najst’ 95 % predikény interval pre dvadsiate piate pozorovanie. PouZijeme
vztah (6.26)



Statistické intervaly pre jeden vyber 159

X —1(23;0,05)s /1+i <X, <X+1(23;0,05)s /1+i
24 24

13,65—2,0687-3,45-1,021< X, <13,65+2,0687-3,45-1,021
13,65—7,2869 < X, <13,65+7,2869
6,3631<.X . 20,9369

Pre porovnanie najdeme 95 % interval spolahlivosti pre u. Pri vypocte pouzijeme
vzt'ah (6.14).

X—t(n- 105i <xXx+tn-la

"

< ¥ 41(23;0,05)—

NP

N
T < T
3,45 3,45

N

¥ —1(23;0,05)

13,651,457 < u<13,65+1,457
12,193 < 4 <15,107

Vsimnime si, ze predikény interval je podstatne dlhsi, ako interval spol’ahlivosti.

6.7 Statisticky toleran¢ny interval pre normalne rozdelenie

Predpokladajme, ze doba zivotnosti uspornej ziarovky X ma normalne rozdelenie so
strednou hodnotou z =780 a rozptylom o = 40>. Potom interval

(11— 1,960; 11 +1,960) = (780 — 1,96 x 40; 780 + 1,96 x 40)

obsahuje 95 % hodndt zékladného suboru uspornej ziarovky z hl'adiska doby zivotnosti. In-
terval (1 —1,960; u+1,960) sa nazyva Statisticky toleran¢ny interval.
Ked x4 a o st nezname, mozeme pouzit' data z nahodného vyberu rozsahu n na vy-

pocet hodndt vyberového priemeru x a vyberovej smerodajnej odchylky s, potom vytvorime
interval (x —1,96s; x +1,965) . Vzhl'adom na vyberovu variabilitu je pravdepodobné, Ze tento

interval bude obsahovat’ menej ako 95 % hodndt zo zakladného suboru. RieSenie tohto prob-
1ému spociva v nahradeni hodnoty 1,96 nejakou inou hodnotou, ktora vytvori interval obsahu-
juci podiel 95 % hodnot zo zakladného stboru s nejakou uroviiou spol'ahlivosti.

Definicia dvojstranného a jednostranného Statistického toleranéného intervalu

100(1 - ) % dvojstranny Statisticky toleran¢ny interval (Garaj, 1., Janiga, 1., 2002) je

interval

(X —ks; X + ks) (6.27)
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pre ktory plati
P[P(X—ks<X <X+ks)2 p]=1-a

kde k =k(n,p,1—a) je tolerancny faktor (Prilohy), 1—a spolahlivost’ a p je podiel hodndt
z rozdelenia N(u,o?).
100(1 — &) % jednostranny Statisticky toleran¢ny interval (Garaj, 1., Janiga, 1., 2005) je
interval
(—o0, X + ks) alebo (X — ks, ) (6.28)
pre ktory plati
P[P(X <X+ks)2p]=1-a alebo P[P(Xx-ks<X)2p|=1-a

kde k=k(n,p,1—a) je toleranény faktor (Prilohy), 1—«a spolahlivost’ a p je podiel hodndt

zrozdelenia N(u,o0?).

Priklad 6.9

V priklade 6.8 sme z tahovych testov pril'navosti na 24 vzorkéach z I'ahkej zliatiny ziska-
li hodnotu vyberového priemeru X =13,65MPa a hodnotu vyberovej smerodajne odchylky
s =3,45 MPa.

Chceme najst’ 95 % dvojstranny Statisticky toleran¢ny interval, ktory obsahuje aspon
99 % hodnot zo zadkladného stboru. Pouzijeme vztah (6.27). Pre n=24, p=0,99

al-a=0,95 nidjdeme v prisluSnej tabul’ke (Prilohy) hodnotu k =3,4888 a dosadime do
(6.27).

(13,65—3,4888x3,45; 13,65+ 3,4888 x 3,45)

(13,65-12,0364; 13,65+12,0364)

(1,6136; 25,6864)

Chceme najst’ 90 % jednostranny Statisticky toleran¢ny interval z hornou hranicou, kto-
ry obsahuje aspon 95 % hodndét zo zédkladného suboru. Pouzijeme vzt'ah (6.28). Pre n =24,
p=095 a 1-a=0,90 nijdeme v prislusnej tabulke (Prilohy) hodnotu k =2,1452
a dosadime do (6.28).

(—o0; 13,65+ 2,1452 % 3,45)
(—o0; 13,65+ 7,40094)
(—o0; 21,05059)
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7 TESTY HYPOTEZ PRE JEDEN VYBER

7.1 Testovanie hypotéz

7.1.1 Statistické hypotézy

V technickej praxi ¢asto vznikaju otazky:
,Ovplyviluje zmena suroviny (technoldgie, pracovného rezimu a pod.) priemernt hodnotu
znaku kvality?*
,Ktord z dvoch skuSobnych metdd vedie k presnej$im vysledkom merania?*
,»Ktoré vplyvy posobia na uroven ddlezitého technologického parametra?“
Ked’ chceme odpovedat’ na tieto otdzky, pomo6ze ndm metdda testovania Statistickych hypo-

téz.

Definicia Statistickej hypotézy

Statisticka hypotéza je tvrdenie, ktoré sa tyka rozdelenia pravdepodobnosti pozorovanej na-
hodnej premennej alebo jej neznamych parametrov.

Napriklad predpokladajme, Ze sa zaujimame o rychlost’ horenia tuhého paliva pouziva-
ného na pohon unikového systéme posadky lietadla. Rychlost’ horenie je nahodnéa premenna,
ktora ma nejaké rozdelenie pravdepodobnosti. Predpokladajme, ze sa zaujimame, ¢i sa stredna
hodnota rychlosti horenia rovna 40 cm/s. M6zeme to zapisat’ formalne takto

Hy:p=40cm/s  H,:pu#40cm/s (7.1)

Tvrdenie H :x=40cm/s sa nazyva nulova hypotéza a tvrdenie H, :u#40cm/s sa

nazyva alternativna hypotéza. Pretoze alternativna hypotéza Specifikuje hodnoty u, ktoré
moézu byt’ vicsie alebo mensie ako 40 cm/s, nazyva sa dvojstranna (obojstrannd) alterna-
tivna hypotéza. V niektorych situaciach mozno formulovat’ jednostranné alternativne hy-
potézy, napriklad

Hy:p=40cm/s  H,:pu<40cm/s
alebo (7.2)
Hy:nu=40cm/s  H, :pu>40cm/s

Hodnota parametra zakladného stboru Specifikovand v nulovej hypotéze (40 cm/s uve-
dend v priklade) sa zvyc¢ajne urci jednym z troch sposobov. V prvom pripade méze vychadzat
z minulych experimentov alebo zo znalosti procesu. V tomto pripade je cielom testovania zis-
tit, ¢i sa hodnota parametra zmenila. V druhom pripade sa hodnota parametra ur¢i z nejake;j
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teorie alebo z modelu, ktory sa Studuje. Tu je cielom testovania hypotézy overenie teorie ale-
bo modelu. Treti pripad nastane, ked’ hodnota parametra zakladného stuboru je vysledkom
vonkajSich aspektov, napriklad konstrukénej alebo technickej Specifikacie alebo prameni zo
zmluvnych zavédzkov. V tomto pripade ciel'om testovania hypotézy je kontrola zhody.

Postup, ktory vedie k rozhodnutiu o konkrétnej hypotéze sa nazyva test (testovanie)
hypotézy. Postup testovania hypotézy sa spolieha na informaciu ziskant z ndhodného vyberu
zo zéakladného suboru. Ked’ je tato informécia v sulade s hypotézou, priklonime sa k nazoru,
ze hypotéza je spravna. Naopak, ked’ tato informacia nie je v stulade s hypotézou, priklonime
sa k nazoru, ze hypotéza je nespravna. Zdoraznujeme, ze spravnost’ alebo nespravnost’ urcitej
hypotézy nie je nikdy s istotou znama, s vynimkou, ked’ mame k dispozicii vSetky hodnoty
zékladného suboru. To je vSak zvyCajne nemozné vo vacsine praktickych pripadoch. Preto bol
navrhnuty postup testovania hypotéz.

Struktira problémov testovania hypotéz je rovnaky vo vietkych aplikaciach, ktoré bu-
deme brat’ do tivahy. Nulova hypotéza je hypotéza, ktori chceme testovat’. Zamietnutie nulo-
vej hypotézy vzdy vedie k prijatiu alternativnej hypotézy. V naSom postupe testovania hypo-
téz sa nulova hypotéza uvadza vzdy tak, Ze urCuje presni hodnotu parametra (ako napriklad

vo vztahu (7.1)) H,:u=40cm/s). V alternativnej hypotéze parameter nadobuda viacero
hodnét (ako napriklad vo vztahu (7.1) H, : u# 40 cm/s). Testovanie hypotéz zahrnuje realiza-

ciu ndhodného vyberu, vypocet hodnoty testovacej Statistiky z vyberovych dat a pouzitie
testovacej Statistiky na prijatie rozhodnutia o nulovej hypotéze.

7.1.2 Testy Statistickych hypotéz
Zoberme do tvahy rychlost’ horenia tuhého paliva uvedeného vyssie. Chceme testovat

Hy:u=40cm/s H, :u#40cm/s

Predpokladajme, ze skiSame n =13 vzoriek a mame pozorovanie x hodnoty vybero-
vého priemeru. Vieme, Zze x je hodnota odhadu skuto¢nej strednej hodnoty u zékladného

suboru. Ked’ hodnota x padne blizko hypotetickej hodnoty x =40cm/s, potom je to dokaz,
ze skuto¢na stredna hodnota u je naozaj 40 cm/s; teda podporuje nulova hypotézu H,. Na-
opak, ked” X sa znac¢ne liSi od 40 cm/s, je to dokaz pre podporu alternativnej hypotézy H,.

Teda v tomto pripade testovacou Statistikou je vyberovy priemer.
Vyberovy priemer mdéze nadobudat’ vela r6znych hodnét. Predpokladajme, ze neza-

mietneme nulova hypotézu H, : =40, ked 38,5<X <41,5; a ze zamietneme nulovi hypo-
tézu v prospech alternativnej hypotézy H,:u#40, ked x <38,5 alebo x >41,5. Toto je

znazornené na obrazku 7.1.
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Zamietnutie /, | Nezamietnutie H

=40 cm/s

Zamietnutie £,

u =40 cm/s u=40cm/s

=Y

38,5 40 41,5

Obrazok 7.1. Rozhodovacie kritérid pre test H, : pt=40cm/s oproti H, : 1 #40cm/s

Hodnoty ¥ mensSie ako 38,5 a vicSie ako 41,5 tvoria kriticka oblast’ testu, kym vSetky
hodnoty, ktoré sa nachadzaju v intervale 38,5<Xx <41,5 tvoria oblast’ prijatia. Hranice me-
dzi kritickymi oblastami a oblastou prijatia sa nazyvaji kritické hodnoty. V naSom pripade
st kritické hodnoty 38,5 a 41,5. Obvyklé je uviest’ zdvery vo vztahu k nulovej hypotéze H,,.

Teda H, zamietneme v prospech H,, ked’ hodnota testovacej Statistiky padne do kritickej ob-

lasti a H, nezamietneme v opac¢nom pripade.

Rozhodovaci postup moze viest ku dvom chybnym zaverom. Napriklad skuto¢na stred-
na hodnota rychlosti horenia tuhého paliva méze byt 40 cm/s. AvSak ndhodne vybrané vzorky
paliva, ktoré sa skiSaji, mézu mat’ hodnotu testovacej Statistiky x, ktora padne do kritickej

oblasti. Potom by sme zamietli nulovll hypotézu H, v prospech alternativy H,, aj ked je H,
skuto€ne spravna. Tento typ chybného rozhodnutia sa nazyva chyba 1. druhu.
Definicia chyby 1. druhu

Zamietnutie nulovej hypotézy H ), ked’ je spravna, sa definuje ako chyba 1. druhu.

Teraz predpokladajme, ze skutocnd strednd hodnota rychlosti horenia tuhého paliva sa
1i$1 od hodnoty 40 cm/s a hodnota vyberového priemeru x padne do oblasti prijatia. V tomto

pripade by sme nulova hypotézu H, nezamietli, aj ked’ je nespravna. Tento typ chybného

rozhodnutia sa nazyva chyba 2. druhu.

Definicia chyby 2. druhu

Nezamietnutie nulovej hypotézy H ), ked je nespravna, sa definuje ako chyba 2. druhu.

V testovani kazdej Statistickej hypotézy mozu nastat’ Styri rozdielne situdcie, ¢i kone¢né
rozhodnutia su spravne alebo nespravne. Tieto situdcie su prezentované v tabulke 7.1.

Tabulka 7.1. Rozhodovacia matica v testovani hypotéz

Rozhodnutie H, je spravna H, je nespravna

H|, sa nezamietne Spravne rozhodnutie Chyba 2. druhu

H sa zamietne Chyba 1. druhu Spravne rozhodnutie
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PretoZze naSe rozhodnutie je zalozené na ndhodnych premennych, pravdepodobnosti su
priradené chybe 1. druhu a chybe 2. druhu. Pravdepodobnost’ nastania chyby 1. druhu je ur-
¢ena podmienenou pravdepodobnostou:

o = P(chyba 1. druhu) = P( H, zamietam |/ je spravna) (7.3)

Pravdepodobnost’ chyby 1. druhu sa nazyva uroven vyznamnosti testu. V priklade
rychlosti horenia tuhého paliva chyba 1. druhu sa vyskytne, ked” X <38,5 alebo x >41,5;

pricom skutocnd strednd hodnota rychlosti horenia je ©=40cm/s.
Predpokladajme, Ze smerodajnéd odchylka rychlosti horenia je o =2,2 cm/s a rychlost

horenia mé rozdelenie, pre ktoré sa dajii podmienky centrélnej limitnej vety aplikovat’. Potom
rozdelenie vyberového priemeru je priblizne normalne so strednou hodnotou =40 a smero-

dajnou odchylkou o/ Jn=2,2/13=0,61. Pravdepodobnost’ chyby 1. druhu (alebo Groven
vyznamnosti ndsho testu) sa rovna suctu ploch vyznacenych na obrazku 7.2. Podla vztahu
(7.3) vypocitame pravdepodobnost’ takto

a =P(X <38,5|u=40)+ P(X >41,5|u = 40)
Hodnoty z zodpovedajuca kritickym hodnotam 38,5 a 41,5 st
-4 41,5-4
z =M =-2,459 a =z, =LO =2,459
0,61 0,61
Potom plati

o =P(Z<-2,459)+ P(Z >2,459)=0,006966 + 0,006966 = 0,013932

Z toho vyplyva, ze 1,39 % zo vsetkych vyberov by viedlo k zamietnutiu hypotézy H, : =40
cm/s, ked’ skuto¢na stredna hodnota rychlosti horenia je 40 cm/s.

a/2=0,006966 o/2=0,006966

385 40 41,5 X

Obrazok 7.2. Kritickd oblast pre H : p1=40 oproti H, : pu+40

VSimnite si na obrdzku 7.2, Ze mozeme znizit' « rozsirenim oblasti prijatia. Napriklad,
ked’ kritické hodnoty st 38 a 42, potom « je

0,61
=0,000519+0,000519 =0,001038

2

a= P(z < 32_6‘1‘0}1)(2 > 42_40] =P(Z <-3,28)+ P(Z >3,28) =
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Da sa znizit' a tiez zvy$enim rozsahu vyberu. Ked n=16, o/ \/; =22/ \/E =0,55.
Pouzijeme povodné kritické hodnoty z obrazka 7.2 a dostaneme
=854 50y, 23740, o
0,55 0,55

Potom plati
a=P(Z<-2,73)+ P(Z>2,73)=0,003167 +0,003167 = 0,006334
V procedure testovania hypotézy je dolezité¢ skimat’ pravdepodobnost’ chyby 2. druhu,
ktoru oznacujeme f. To je

f = P(chyba 2. druhu) = P(H, nezamietam|H0 nie je spravna) (7.4)

Na vypocet S potrebujeme konkrétnu hodnotu u. Napriklad predpokladajme, ze nulovi hypo-

tézu H, : =40 zamietneme, ked’ strednd hodnota je mensia ako 38 a vicsia ako 42. Pripo-

miname, ze o/ Jn = 2,2/ J13 =0,61. Chceme vypocitat pravdepodobnost’ chyby 2. druhu
pre hodnoty =38 a =42 avysledky pouzit’ na zistenie, ako sa chova testovacia procedu-

ra. Vzhl'adom k symetrii sta¢i vySetrovat’ iba p =42. Budeme teda pocitat’ pravdepodobnost’

prijatia hypotézy H, : 1 =40 za predpokladu, Ze skuto¢na strednd hodnota je 1 =42 cm/s.

0,6 Hy: =40 ,\HI:,u:42
0,51
0,4 -
0,3
0,2 -
0,1

O | [ I I I T 1 1 I 1

36 38 40 42 - 46
Obrazok 7.3. Pravdepodobnost chyby 2. druhu pre p1=42 a n=13

Normaélne rozdelenie na l'avej strane na obrazku 7.3 je rozdelenie testovacej Statistiky

X za predpokladu spravnosti nulovej hypotézy H,:u =40 a normélne rozdelenie na pravej

strane je rozdelenie testovacej $tatistiky X za predpokladu spravnosti alternativnej hypotézy
H, :p1=42. 7 obrazka 7.3 vidiet, ze

B =P(38,5< X <41,5|u=42)
Hodnoty z zodpovedajuce kritickym hodnotdm 38,5 a 41,5 za predpokladu, ze =42 st
—42 41,5-42
zl=&=—5,74 a ZZZL:—O,&
0,61 0,61

Potom plati
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P=P(-574<72<-0,82)=P(Z<-0,82)-P(Z<-574)=
=0,206107 -0,00000 =0,206107
Teda pri testovani H,:11=40 oproti H, :u#40 srozsahom vyberu n=13, ked’ sku-

tocna strednd hodnota je u =42, pravdepodobnost, Ze nezamietneme nespravnu nulova hy-

potézu je 0,206107. Vzhl'adom na uz spomenutil symetriu, ked’ skuto¢na strednd hodnota je
L =38, hodnota fbude tiez 0,206107.

Pravdepodobnost’ chyby 2. druhu f rychlo narastd, ked skuto¢na hodnota u sa blizi
k hypotetickej hodnote. Napriklad na obrazku 7.4 je skuto¢né stredna hodnota x=40,5 a hy-

potetickd hodnota je H : 1 =40. Skutocna hodnota x je vel'mi blizko hodnoty 40 a hodnota S
je
L =P(38,5< X <415

1 =40,5)
Ako vidiet’ na obrazku 7.4, hodnoty z zodpovedajice hodnotam 38,5 a 41,5 za predpokladu,
ze u=40,5 su

=38’5_40’5=—3,28 . 22:41,5—40,5

Z =1,64
0,61 0,61

Potom plati
P =P(-3,28<7Z<1,64)=P(Z<1,64)—P(Z<-3,28)=
=0,949498 —0,000519 =0,948979

0,6 + H

o 1u=40 \Hl:,u:40,5
0,5 -
0,4
0,3 1
0,2 4
0,1

0

36 38 40 42 = 46
Obrazok 7.4. Pravdepodobnost chyby 2. druhu pre u=40,5 a n=13

Teda pravdepodobnost’ chyby 2. druhu je ovela vécsia v pripade, ze skuto¢na stredna
hodnota je 50,5 cm/s ako v pripade, ked’ strednd hodnota je 42 cm/s. V praxi sa vSak budeme
zaujimat viac o detegovanie vel'kych rozdielov medzi skuto¢nou strednou hodnotou a hodno-
tou Specifikovanou v nulovej hypotéze.

Pravdepodobnost’ chyby 2. druhu zévisi tieZ od rozsahu vyberu n. Nech nulova hypoté-

za je H,:u=40cm/s askuto¢nd stredna hodnota je u=42. Ked rozsah vyberu narastie

z n =13 na n =16, nastane situacia na obrazku 7.5.
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0,8 4
Hy: =40 A H:u=42
0,6 - I\
;I\
\
0.4 - \
\
\
0,2 \
\
\
0 — | — e —————
36 38 40 42 44 46

=

Obrazok 7.5. Pravdepodobnost chyby 2. druhu pre u=42 a n=16

Normalne rozdelenie na l'avej strane je rozdelenie X, ked u =40, a normalne rozdele-

nie na pravej strane je rozdelenie X, ked u=42. Z obrazka 7.5 vidiet, Ze

B=P(38,5< X <41,5

u=42)

Ked’ n =16, smerodajna odchylka $tatistiky X je o/ Jn = 2,2/ J16 = 0,55 a hodnoty z zod-
povedajuce hodnotam 38,5 a 41,5 za predpokladu, ze =42 su

WS4 ASe
0,55 0,55

Zl
Potom plati
L =P(—6,36<72<-0,91)=P(Z<-0,91)-P(Z <—6,36) =
=0,18141-0,00000 = 0,18141
Pre n=13 a u =42 sme zistili, ze £ =0,206107 ; teda narast rozsahu vyberu vedie k poklesu

pravdepodobnosti chyby 2. druhu.
Vysledky z tejto Casti su zhrnuté v nasledujucej tabul’ke:

Oblast prijatia | Rozsah vyberu a Pu=42) S (u=40,5)

38,5<x<41,5 13 0,013894 0,206107 0,948979
38<x <42 13 0,001038 0,500000 0,993032

38,5<x <41,5 16 0,006334 0,181410 0,965485
38<x <42 16 0,000273 0,500000 0,510770

Uvedieme doleZité vlastnosti, ktoré sa tykaji ara S

1. Velkost kritickej oblasti a v dosledku toho aj pravdepodobnost’ chyby 1. druhu a moz-

no vzdy zredukovat’ vhodnym vybratim kritickych hodnot.

2. Chyby 1. a 2. druhu vzajomne suvisia. Znizenie pravdepodobnosti jedného druhu chyby
vzdy zvysi pravdepodobnosti druhého druhu, za predpokladu konstantného rozsahu vy-

beru n.
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3. Ked’ su kritické hodnoty konstantné a rozsah vyberu sa zvicSuje, @ a [ sa zmenSuje.

4. Ked nulova hypotéza je nespravna, f sa zviacSuje v pripade, Ze skutocnd hodnota para-
metra sa blizi k hypotetickej hodnote obsiahnutej v nulovej hypotéze. Hodnota £ sa
zmensuje v pripade, ze rozdiel medzi skuto¢nou hodnotou a hypotetickou hodnotou sa
zvacsuje.

Dolezity termin, ktory budeme pouzivat, je sila Statistického testu.

Definicia sily testu

Sila testu je pravdepodobnost’ zamietnutia nulovej hypotézy H,,, ked’ je spravna alternativna

hypotéza.

Sila testu sa vypocita ako 1— /£ a interpretuje sa ako pravdepodobnost’ spravne za-
mietnutej nepravdivej nulovej hypotézy. Napriklad zoberme do tivahy problém rychlost’
horenia tuhého paliva, kde sme testovali H:u=40cm/s oproti H, :u#40cm/s. Nech sku-
tocna strednd hodnota je x=52. Pre n=13 sme nasli £ =0,206107. Potom sila testu sa
rovna 1- f=1-0,206107 =0,793893, ked’ u=52.

Sila testu je miera citlivosti Statistického testu, kde pod citlivostou rozumieme schop-

nost’ testu detegovat’ rozdiely. V naSom pripade, citlivost’ testu detegovat’ rozdiel medzi
strednou hodnotou rychlosti horenie 40 cm/s a hodnotou 42 cm/s je 0,793893. To znamena, ze

ked spravna strednd hodnota je naozaj 42 cm/s, tento test korektne zamietne H :u =40

a ,,deteguje” rozdiel 79,39 % casu. Ked sa hodnota sily testu povazuje za prili§ nizku, Statistik
modze zvacsit’ a alebo rozsah vyberu n.

7.1.3 VSeobecny postup pri testovani Statistickych hypotéz

Tato kapitola rozvija postupy testovania hypotéz pre mnoho praktickych problémov.
Odportca sa pouzitie nasledujuceho poradia krokov pri vykonavani metodiky testovania hy-
potéz.

1. Z kontextu problému identifikovat’ parameter.

2. Ur¢it nulovt hypotézu H,,.
3. Zadat’ vhodnt alternativnu hypotézu H,.

Vybrat’ uroven (hladinu) vyznamnosti .
Urcit’ zodpovedajuce testovacie Statistiku.

Urcit’ oblast’ zamietnutia pre testovaciu Statistiku.

NS e

Vypocitat’ potrebné vyberové veli¢iny, nahradit’ ich vo vzorci pre testovaciu Statistiku
a vypocitat’ jej hodnotu.

8. Rozhodnut, ¢i by sa mala H,, zamietnut’ alebo nezamietnut’.
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7.2 Testy o strednej hodnote normalneho rozdelenie,
rozptyl znamy

V tejto kapitole berieme do tvahy testovanie hypotézy o strednej hodnote u jediného
normalne rozdeleného zakladného siboru so zndmym rozptylom o”. Budeme predpokladat’,

ze ndhodny vyber X,,X,,...,X, bol realizovany zo zakladného suboru. Na zaklade predcha-

dzajucej diskusie, vyberovy priemer X je nevychyleny bodovy odhad parametra u

z rozptylom & / n.

7.2.1 Testy hypotézy o strednej hodnote

Predpokladajme, Ze chceme testovat’ hypotézu
H,:pu=p, oproti H, :u#u, (7.5)

kde 4, je Specifikovana konstanta. Mame nahodny vyber X, X,,...,X, z normalneho rozde-

lenia. Pretoze X maé normalne rozdelenie (t.j. vyberové rozdelenie X je normélne) so
strednou hodnotou £, a smerodajnou odchylkou o/ Jn , ked nulova hypotéza je spravna,
mozeme konStruovat’ kritickll oblast’ na zéklade vypocitanej hodnoty vyberového priemeru
X, ako sme ukazali v ¢asti 7.1.2.

Zvycajne je vyhodnejSie normovat’ vyberovy priemer a pouZzit’ testovaciu Statistiku za-
loZent na normovanom normalnom rozdeleni. To znamen4, Ze v testovacom postupe pre hy-
potézu H, : u= 4, sa pouzije testovacia Statistika

X-u
Z — 0
0 0'/\/;

Ked nulova hypotéza H, : 1= p, je spravna, potom E(X)= M, arozdelenie Z; je normova-

(7.6)

né normalne, oznaované N(0,1). Preto, ked H,:u= 1, je spravna, pravdepodobnost’, Ze
hodnota testovacej Statistiky Z, padne medzi —k, a k,, kde k, je kritickd hodnota rozdele-
nia N(0,1), sarovna 1 —a (obrazok 7.6).

Pravdepodobnost’, ze hodnota testovacej Statistiky Z, patri do oblasti Z, >k, alebo
Z,<—k,, pricom H,:u =y, je spravna, sa rovna o Teda mali by sme zamietnut' /,, ked’

pozorovanda hodnota testovacej Statistiky z, je
z, >k, alebo z,<-k, (7.7)
a nemali by sme zamietnut’ H,, ked

~k,<z,<k, (7.8)
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Nerovnosti v (7.8) definuju oblast’ prijatia pre /, a nerovnosti v (7.7) definuju kriticka ob-
last’ alebo oblast’ zamietnutia. Pravdepodobnost’ chyby 1. druhu tohto testovacieho postupu
je a.

Vseobecne je 'ahsie pochopit’ kriticka oblast’ a postup testovania, ked’ testovacou Statis-

tikou je X. Postup je nasledujuci:

H : u= p, zamietame, ked’

X<u,—ko/n alebo X>pu +k,o/\n (7.9)
N(0,1) N(0,1) N(O,1)
o o
0 kZa 7’,.(2(1 0
Kriticka Oblast’ Kriticka Oblast’ Kriticka oblast’ Oblast’
oblast’ prijatia oblast’ prijatia | | prijatia
> >l
a) b) c)

Obrazok 7.6. Rozdelenie Z, ked’ H : = i, je spravna, a kritické oblasti pre alternativy
a) H :pu#u, b) H :u>p ac) H:u<y,

Priklad 7.1

Unikové systémy posadky lietadla st pohatiané tuhym palivom. Rychlost’ horenia pali-
va je dolezita vlastnost’ produktu. Pozadovana Specifikacia je strednd hodnota rychlosti hore-
nia, ktord musi byt 40 cm/s. Vieme, ze smerodajnad odchylka rychlosti horenia je o =1,8
cm/s. Experimentator ur¢il pravdepodobnost chyby 1. druhu alebo uroven vyznamnosti
a =0,05. Vykonal ndhodny vyber o rozsahu n =36, z ktorého vypocital hodnotu vyberového
priemeru rychlosti horenia x =40,68. Aké mozno vyvodit’ zavery?

Problém moZzeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Parameter zaujmu je u, strednd hodnota rychlosti horenia.

2. Hy:u=40cm/s.

[98)

H, :u#40cm/s.
4. a=0,05.
5. Testovacia Statistika je

X -
Z, = Ho
n

Co/n

6. H, zamietame, ked’ z, >1,96 alebo z, <—-1,96.
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7. Pocitajme: Pretoze X =40,68 a 0 =1,8,

. 40,6840 _ 0,68 27
1,8/36 0,3

8. Zaver: Pretoze z,=2,27>1,96, H,:u=40 zamietame na Grovni vyznamnosti 0,05.

Potom na zaklade 36 merani tvrdime, Ze stredna hodnota rychlosti horenia sa 1isi od 40
cm/s.

V nasledujucej tabul’ke st uvedené aj jednostranné testy.

Tabulka 7.2. Testy o strednej hodnote, rozptyl je znamy

Hypotézy Testovacia Statistika Kritérium zamietnutia
Hy:p=p

’ ’ z,<—k, alebo z,>k,
H,:p# p,
Hy:p=p X -

’ ’ Z,= ) z, <—k,,
H, :u<uy, o/~In
H, =,

z, > k,,

H, > p,

7.2.2 P hodnota v testovani hypotéz

Priklad 7.2

Pristup s P-hodnotou si vysvetlime na datach (priklad 7.1). Vieme, Ze stredna hodnota
rychlosti horenia je 40 cm/s, o =1,8 cm/s, n =36, x =40,68. Chceme zistit’, ¢i stredna rych-
lost’ horenia je vdcSia ako 40 cm/s.

Mame teda hypotézy

H,:u=40 oproti alternative H, :u>40

Vypo¢itame, aka je pravdepodobnost, z¢ X dosiahne hodnotu 40,68 alebo visiu za

predpokladu, ze hypotéza H|, je spravna:

X —u, 40,6840

o/n - 1,8/36

Ak teda v skutocnosti rychlost’ horenia nie je vicSia ako 40, pravdepodobnost’, Ze bu-

P()_(240,68):P[ j:P(222,27):0,0116037

deme pozorovat’ taku vel'ka hodnotu priemeru, bude len 1,16 %. Preto 1,16 % budeme volat’
P-hodnotou pre H,,.
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Definicia P-hodnoty

P-hodnota je pravdepodobnost’, Ze testovacia Statistika za platnosti nulovej hypotézy H, na-

dobudne extrémnejsiu hodnotu, ako je pozorovana hodnota testovacej Statistiky.
Ked’ je P-hodnota znama, potom mozno vyvodit’ zaver pri kazdej Specifikovanej urovni
vyznamnosti « takto:

H, zamietame na Grovni vyznamnosti ¢, ak P< « ,

H, nezamietame na urovni vyznamnosti ¢, ak P > &

Pre testy normalneho rozdelenie sa P-hodnoty vypocitaju podla nasledujiucich vztahov:

2[1-@(|z,|)] pre dvojstranny test
P=1-D(z,) pre horny jednostranny test (7.10)
D(z,) pre dolny jednostranny test

Na ilustraciu vzt'ahov (7.10) pouzijeme priklad 7.2. Vypocitand hodnota testovacej Sta-
tistiky je z, =2,27 a pretoze alternativna hypotéza je horna jednostranna, P-hodnota je
P=1-®(2,27)=1-0,988396 =0,011604
Teda H:u=40 s alternativou H, :u>40 by sme zamietli na Grovni a=>P =0,011604.
Napriklad H,, by sme zamietli, ked” o = 0,01, av§ak nezamietli by sme, ked’ & =0,001.

7.2.3 Suvislost’ medzi testovanim hypotéz a intervalmi spolahlivosti

Existuje Uzky vztah medzi testovanim hypotézy o l'ubovolnom parametri &
a intervalom spol'ahlivosti pre 6. Ked’ [d ,h] je 100(1 - )% interval spolahlivosti pre para-

meter 6, nulovi hypotézu

H,:0=0, oproti H, :0+6,
zamietame na urovni vyznamnosti « prave vtedy, ked’ 6, sa nenachadza v 100(1- )% IS
[a’ ,h].

V pripade testovania nulovej hypotézy o parametri ¢ normalneho rozdelenia nulovu hy-

potézu H: u =y, zamietame na urovni vyznamnosti ¢, ak plati:
pre dvojstranny test

e Tk Tk

pre horny jednostranny test

1u0<)?v_k2a

i
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pre dolny jednostranny test
9
Jn

Na ilustraciu zoberieme do uvahy priklad 7.1, kde unikové systémy posadky lietadla st

:uO >)?v+k2a

pohanané tuhym palivom. Nulovd hypotéza H:1=40 bola zamietnutd na urovni vyz-

namnosti a =0,05. 95 % dvojstranny IS moZno vypocitat’ pomocou vztahu (6.7). Interval
spol'ahlivosti je
40,092 < 11 <41,268

Pretoze hodnota 14, =40 nepatri do intervalu, nulova hypotézu H, : 4 =40 zamietame.

7.2.4 Chyba 2. druhu a vol’ba rozsahu vyberu

V tejto cCasti si ukdzeme, ako mozno vypocitat’ pravdepodobnost’ chyby 2. druhu g.
Ukézeme tiez ako volit’ rozsah vyberu, aby sme dostali zadan hodnotu S.

Néjdenie pravdepodobnosti chyby 2. druhu S
Zoberme do tivahy dvojstrannt hypotézu
Hy p=p, oproti H;: u#+p,
Predpokladajme, Ze nulovad hypotéza H, je nespravna askuto¢nd stredna hodnota je

M=, + 05, pricom 6 > 0. Testovacia §tatistika Z; je

_Xuy _X-(u+8) SVn

_0'/«/;_ G/\/; o

Ked’ H, je spravna, rozdelenie Z; je

ZO

(7.11)

5&’1}

Z,~N [
o
Rozdelenie testovacej Statistiky Z, za predpokladu nulovej hypotézy H,, a alternativnej hy-

potézy H, je vidiet na obrazku 7.7. Z obrazka vidiet, ze ked’ H, je spravna, chyba 2. druhu

nastane iba vtedy, ked —k, <Z,<k,, kde Z, ~ N (8+/n / 5,1). Potom pravdepodobnost’ chy-
by 2. druhu je

B=P(—k,<Z, <k, |u=06\n/o)=P(-k,<Z+5n/c<k,) =

{8 cen, B of, B o[ 2

n n n
a
(o2 (o} (o}

|
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kde Z ~ N(0,1). Teda plati, ze

ﬂ:@[ka—&/_}—@(—k —5*/;] (7.12)

n
(o}

Hy: =
N(O,1)

_ka 0 ku
Obrazok 7.7. Rozdelenie Statistiky Z, pre hypotézy H a H,
Vzorce pre rozsah vyberu

Vzorce sa pouzivajui na urcenie rozsahu vyberu pre prislusny test a prislusna uroven £,

a a 5(=|ﬂ_ﬂo

dvojstrannt alternativnu hypotézu vieme, ze vo vztahu (7.12) je 6 > 0. Potom (7.12) mozno

), ¢o je rozdiel medzi skuto¢nou hodnotou a hypotetickou hodnotou. Pre

napisat’ v tvare

(7.13)
(o2

ﬂz@(ka - 5\/;]

Pretoze @(—ka SENCY. 0) ~0. Nech £, je kritickd hodnota normovaného normalneho roz-
delenia. Potom z obrazka 7.7 vidiet, ze S =®(-k,,). Potom zo vztahu (7.13) vyplyva, ze

N

o

—k,; ~k, -

z ¢oho dostaneme vzorec pre rozsah vyberu

(k, +ky ) 0
n————

5 (7.14)
kde 0 =pu—u,.
Pre jednostranné hypotézy vzorec pre pozadovany rozsah vyberu je
k, +k,,) o’
n ~ Fre T o) (7.15)

52

kde 0 =pu—u,.
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Priklad 7.3

Zoberme do Givahy problém rychlosti horenia paliva (priklad 7.1). Zelame si navrhnat
test tak, aby detegoval rozdiel o velkosti 1 cm/s medzi skutocnou strednou hodnotou rychlosti
horenia a hodnotou 40 cm/s s pravdepodobnostou 0,90. Vieme, ze o=1,8, 0 =41-40=1,

a=0,05 a f=0,10. Pretoze k, =k,,s =1,960 a k,, =k,,, =1,282, rozsah vyberu pozado-
vany na detegovanie odchylky od H,, : =40 najdeme pouzitim vztahu (7.14) takto:

o ka kyy)0® (1,960+1,282)° - 1,8

- . =34,054223 ~ 35
S 1

Pouzitie kriviek operativnych charakteristik (OC)

Krivky operativnej charakteristiky (OC) st uvedené v Casti Prilohy a zobrazuju

B = P(H, nezamietam|H, nie je spravna) ako funkciu d (pre z-test), r6znych rozsahov vybe-

ru n a dvoch urovni vyznamnosti & =0,01 a « =0,05. Parameter d je definovany takto

d:_|”_”°|:@ (7.16)
(o2 (o2

Zo skimania kriviek OC alebo vzt'ahu (7.12) a z obrazka 7.7 vieme:

1. Pri danom n a « plati: ¢im d’alej je skuto¢na strednd hodnota x od hypotetickej hodnoty
M,, tym mensia je pravdepodobnost’ chyby 2. druhu f. To znamena, ze pre Specifiko-

vany rozsah vyberu a dané «, vel'ké rozdiely sa deteguju I'ahSie, ako malé rozdiely.

2. Pri danom ¢ a « plati: ked’ n sa zvicSuje, pravdepodobnost’ chyby 2. druhu £ sa zmen-
Suje. To znamena4, Ze na detegovanie Specifikovaného rozdielu medzi strednymi hodno-
tami mozeme test urobit’ silnejsim, ked’ zvac¢Sime rozsah vyberu.

Priklad 7.4

Zoberme do uvahy rychlost’ horenia paliva (priklad 7.1). Predpokladajme, Ze sa zauji-
mame o pravdepodobnost’ chyby 2. druhu, ked’ skutocné strednd hodnota rychlosti horenia je
1 =40,9 cm/s. Na ngjdenie f mdzeme pouzit’ krivky OC.

Vsimnime si, ze 0=40,9-40=0,9, n=36, 0=1,8 a a=0,05. Ked pouzijeme
vztah (7.16) dostaneme

d:M:@:0’9

o o L8

=0,5

a v prilohe najdeme prislusni krivku OC—a. Pre d =0,5 a n=36 najdeme na krivke OC
hodnota £ =0,19. To znamend, Ze ked skutocnd strednd hodnota rychlosti horenia je
1 =40,9 cm/s, potom existuje priblizne 19 % Sanca, ze tdto hodnota nebude detegovana pri

teste s rozsahom vyberu n = 36.
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Priklad 7.5

Opit’ zoberme do uvahy rychlost’ horenia paliva (priklad 7.1). Predpokladajme, Ze by
sme radi navrhli test, ktory by detegoval rozdiel o velkosti 1 cm/s medzi skuto¢nou strednou
hodnotou rychlosti horenia a hypotetickou hodnotou 40 cm/s s vysokou pravdepodobnostou
rovnajucou sa 0,90.

Toto je presne ta istd poziadavka, ako v jednom z predchddzajucich prikladov (priklad
7.3), kde sme pouzili vztah (7.14) na ndjdenie rozsahu vyberu »n =35. Na ndjdenie rozsahu
vyberu pre tento test mozno pouzit aj krivky OC. Pretoze d :|,u— ,u0|/ o=1/1,8=0,56,
a=0,05 a f=0,10, pozadovanu hodnotu rozsahu vyberu n =40 sme nasli z krivky OC—a.
Tato hodnota je blizka k hodnota vypocitanej podl'a vztahu (7.14).

Krivky OC obsahuju tri parametre: S, d a n. Ked’ pozname hodnoty dvoch z tychto pa-
rametrov, hodnotu treticho parametra vieme urcit’. Existuji dve typické aplikacie kriviek OC:

1. Pre dané n a d najdite S. Tento typ problému sa Casto vyskytuje vtedy, ked’ sa zaujima-
me o senzitivnost’ uz vykonaného experimentu, alebo ked’ rozsah vyberu je obmedzeny
ekonomickymi alebo inymi faktormi.

2. Pre dané f a d ndjdite n. Tento typ problému sa zvycajne vyskytuje vtedy, ked’ madme
moznost’ vybrat’ si velkost’ vzorky na zaciatku experimentu.

Krivky OC st uvedené aj pre jednostranné alternativy (Priloha). Ked’ alternativne hypo-
tézy su H, :p> p, alebo H, :u< u,, mierka horizontélnej osi v grafoch je

d:|ﬂ_ﬂo|
O

(7.17)

Statistickd vyznamnost’ verzus prakticky vyznam
Statisticka vyznamnost’ testu nenaznauje nevyhnutne jeho prakticky vyznam. Ked' na-

priklad rozsah vyberu narastd, potom aj sila testu narastd. V pripade velkého rozsahu vyberu
sa akykol'vek maly posun od testovanej hodnoty deteguje (inymi slovami H,: =y, sa za-

mietne), hoci tento posun mé maly prakticky vyznam. Analytik by preto mal overit, ¢i vysle-
dok Statistického testu ma tiez prakticky vyznam.
Napriklad zoberme do uvahy problém rychlosti horenia paliva (priklad 7.1), kde testu-

jeme H,:u=40cm/s oproti H,:u#40cm/s, pricom o =1,8. Ked predpokladame, ze sku-
to¢na strednd hodnota rychlosti je 40,5 cm/s, toto nie je vyznamna odchylka od H :u =40

cm/s v tom zmysle, ze neexistuje ziadny prakticky pozorovatel'ny vplyv na vykon unikového
systétmu posadky lietadla. Pre rozumne velky rozsah vyberu, bude skuto¢na hodnota
1 =40,5 viest k hodnote vyberového priemeru x, ktory je blizko hodnoty 40,5 cm/s,

anechceme, aby tito hodnota X zndhodného vyberu viedla k zamietnutie H,.

V nasledujiicej ukdzke su pre rozne rozsahy vyberov n a X =40,5cm/s uvedené
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P-hodnoty pre testovanie H,: 1 =40 asilu testu pre o =0,05, pricom skutoc¢nd stredna hod-

nota je 40,5.

Rozsah vyberu P-hodnota Sila testu pre o =0,05
n pre x = 40,5 pre u=40,5

10 0,3797 0,15

25 0,1645 0,35

50 0,0495 0,60

100 0,0055 0,85
500 526 x 10" -
1000 0,0000000 -

Varovanie. Pri interpretacii vysledkov z testovania hypotéz bud'te opatrny, ked’ rozsah vyberu
je velky, pretoze akdkol'vek mala odchylka od hypotetickej hodnoty s, bude pravdepodobne

detegovana, aj ked’ rozdiel je maly alebo nema Ziadny prakticky vyznam.

7.2.5 Testovanie pri ve’kom rozsahu vyberu

Odvodili sme postup testovanie hypotézy H, :u =y, za predpokladu, Ze rozdelenie je

normalne so znAmym rozptylom . Vo vela praktickych situdciach o nepozname. Okrem
toho nemame istotu, ze zakladny subor sa da modelovat’ normalnym rozdelenim. V tychto si-
tuaciach, ked’ n je velké (n>40), v testovacej procedire moze byt o nahradena hodnotou
vyberovej smerodajnej odchylky s . Vd’aka centrdlnej limitnej vete mézeme pouzit’ test pre
strednu hodnotu so znamym rozptylom. Testovacia Statistika

S/\n

P 1 10w y . s 7 7 r ; r 2
ma priblizne normalne rozdelenia. V pripade normalneho zakladného stiboru s nezndmym o

7, (7.18)

a malym » pouzijeme exaktny postup s ¢ rozdelenim, ktory prezentujeme nasledujtice;j Casti.

7.3 Testy o strednej hodnote normalneho rozdelenia,
rozptyl neznamy

7.3.1 Testovanie hypotézy o strednej hodnote

Predpokladajme, Ze namerané udaje x,, x,,..., x, su realizdcie nahodného vyberu
X, X,,..., X, zo zékladného suboru s normalnym rozdelenim s nezndmou strednou hodnotou

4 asneznamym rozptylom o”. Da sa ukazat, Ze ndhodna premenna
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X-u
S/n

ma ¢ rozdelenie s n—1 stupniami volnosti. Pripominame, Ze toto rozdelenie sme pouzili

T =

v kapitole 5.3 pri konStruovani intervalov spolahlivosti pre parameter 1. Chceme testovat’ hy-
potézy

H:p=p, oproti H :u# .
Pouzijeme testovaciu Statistiku
S/n

Ked’ nulova hypotéza je spravna, 7, ma ¢ rozdelenie s n—1 stupfiami vol'nosti. V tomto pri-

T

(7.19)

pade pouzijeme kritické hodnoty ¢ rozdelenia na ohranicenie kritickej oblasti. Potom nulova
hypotézu H, : u = p, zamietneme, ked’

t,<—t(n—-La) alebo t,>Hn-1a)

kde ¢, pozorovana hodnota testovace;j Statistiky 7,. Uvadzame suhrn testovacich postupov pre

dvojstranné a jednostranné alternativne hypotézy:

Tabul'ka 7.3. Testy o strednej hodnote, rozptyl je neznamy

Hypotézy Testovacia Statistika Kritérium zamietnutia
Hy:p=p
’ ’ t,<—t(n—La) alebo ?, >t(n—1,a)
H,:p#
Hypu=p X -
’ ’ T, = ) t,<-t(n—-1,2a)
H, <y, S/\In
Hy:p=p
’ ’ t,>1(n—1,2a)
H, > p,
/2 a/2 o o
—Hn-l,a) 0 Hn-l,@) 0 tn-1,2a) —tn-1,2a) 0
Kriticka Oblast’ Kriticka Oblast’ Kriticka oblast’ Oblast’
oblast’ prijatia oblast’ prijatia prijatia
a) b) c)

Obrazok 7.8. Rozdelenie T, ked’ H : 1= u, je spravna, a kritické oblasti pre alternativy
a) H :pu#p, b) H : u>p ac) H:u<ypy,
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Priklad 7.6

Strednéd hodnota obsahu Ni v urCitom druhu ocele bola pred zmenou technologie
4,953 %. Po zmene technologie bolo vybranych 12 vzoriek ocele a z nich sa vypocitala hod-
nota vyberového priemer 5,096 % a vyberova smerodajna odchylka 0,953 % obsahu Ni. Zis-
time, ¢i zmena technoldgie mé vplyv na priemerny obsah Ni v oceli. Rozhodnutie urobime na
urovni vyznamnosti 0,05.

Problém moéZzeme rieSit’ podla dsmich krokov navrhnutych v asti 7.1.3. Zo zadania

vieme, ze n =12, x =5,096, s=0,953, 1, =4,953 a #(11;0,05)=2,201.
1. Parameter zaujmu je x, stredna hodnota obsahu Ni.
2. H,:1=4,953%.
3. H, 11 #4,953%.
4. a=0,05.
5. Testovacia Statistika je
_X -4
S/n

6. H, zamietame, ked 7, <-2,201 alebo #, >2,201.

T

7. Pocitajme: Pretoze x =5,096 a 5s=0,953,
o 5,096-4,953 0,143
*0,953/412  0,2751

8. Zaver: Pretoze #,=0,5198>-2,201 a t,=0,5198<2,201, H,:u=4,953% nezamie-

tame na urovni vyznamnosti 0,05. Potom na zéklade 12 merani tvrdime, Ze stredna hod-

=0,5198.

nota obsahu Ni sa po zmene technoldgie nezmenila.

7.3.2 P hodnota pre t-test
Na vypocet P-hodnoty pre #-test sa pouziju podobné vztahom uvedenym v (7.10) s tym
rozdielom, Ze

2[1-F,(|t,])] predvojstranny test
P=31-F.(t,) pre horny jednostranny test (7.20)
F () pre dolny jednostranny test

Na ilustraciu vzt'ahov (7.20) pouzijeme priklad 7.6. Vypocitand hodnota testovacej Sta-
tistiky je ¢, =0,5198 a pretoze alternativna hypotéza je dvojstranna, P-hodnota je

P=2[1-F. (|4, )]=2[1- F,(0,5198)] =
=2[1-0,693249)]=0,613502
Pretoze P=0,613502>a=0,05, H,:u=4,953% nezamietame.
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7.3.3 VoI’ba rozsahu vyberu

Pravdepodobnost’ chyby 2. druhu pre test o strednej hodnote normalneho rozdelenia
s neznamym rozptylom zavisi od rozdelenia testovacej Statistiky (7.19), ked’ nulové hypotéza
H,:pu=p, je nespravna. Ked skuto¢na stredna hodnota je u= x4, + 9, rozdelenie 7; je ne-

centralne t rozdelenie s »—1 stupnami volnosti a parametrom necentrality Snlo (pozri
Hatle, J., Likes, J. 1972). VSimnime si, ze ked’ o =0, necentralne ¢ rozdelenie sa redukuje na
centralne t rozdelenie. Preto pravdepodobnost’ chyby 2. druhu pre dvojstrannu alternativu je
B=P(-t(n—-1,a)<T, <t(n-1,a)|s #0)=
=P[-t(n-1,a)<T)<t(n-lLa)]

kde 7} je necentralna ¢ rozdelend ndhodna premenna. Vypocet /5 sa musi robit’ numericky.
Krivky OC (Priloha) zobrazuju g = P(H, nezamietam|H0 nie je spravna) ako funkciu
d (pre t-test), roznych rozsahov vyberu n a dvoch urovni vyznamnosti o =0,01 a a =0,05.

Parameter d je definovany ako

I
O S

(7.21)

kde & =5 je hodnota vyberovej smerodajnej odchylky.

Priklad 7.7

Zoberme do uvahy stredni hodnotu obsahu Ni v ur¢itom druhu ocele (priklad 7.6).
Predpokladajme, Ze sa zaujimame o pravdepodobnost’ chyby 2. druhu, ked” skuto¢né stredna
hodnota obsahu Ni je 1 =5,4295%. Na najdenie f mézeme pouzit’ krivky OC.

Vsimnime si, ze 0 =5,4295-4,953=0,4765, n=12, s=0,953 a a=0,05. Ked pou-
zijeme vztah (7.21) dostaneme

d:|ﬂ_”0|:@:wzo,5

G s 0,953
a v prilohe najdeme prislusni krivku OC—e. Pre d =0,5 a n=12 najdeme na krivke OC
hodnota S =0,64. To znamen4, ze ked’ skuto¢na strednd hodnota obsahu Ni je x=5,4295%,
potom existuje priblizne 64 % Sanca, Ze tato hodnota nebude detegovana pri teste s rozsahom
vyberu n =12.

Priklad 7.8

Opit zoberme do tvahy strednt hodnotu obsahu Ni v ur¢itom druhu ocele (priklad 7.6).
Predpokladajme, Ze by sme radi navrhli test, ktory by detegoval rozdiel o velkosti 0,953 %
medzi skuto¢nou strednou hodnotou obsahu Ni a hypotetickou hodnotou 4,953 % s vysokou
pravdepodobnost’ou rovnajticou sa 0,90.
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Na nijdenie rozsahu vyberu pre tento test mozno pouzit aj krivky OC. Pretoze
d= |,u — ,u0| /6=0,953/0,953=1, =0,05 a f=0,10, pozadovanu hodnotu rozsahu vybe-
ru n =14 sme nasli z krivky OC—e.

7.4 Testy hypotéz o rozptyle normalneho rozdelenia

Niekedy je potrebné testovat’ rozptyl zékladného suboru. Ked’ je zdkladny stibor mode-
lovany normalnym rozdelenim, testy a intervaly opisané v tejto kapitole s aplikovatelné.

7.4.1 Testovanie hypotézy o rozptyle

Predpokladajme, ze chceme testovat’ hypotézu, Ze rozptyl normalneho rozdelenia sa
rovna zadanej hodnote, t.j. o° =o,. Nech X, X,,..., X, je nahodny vyber o rozsahu n po-

zorovani zo zakladného suboru. Na testovanie
H,:0’ =0, oproti H,:0" %0, (7.22)
pouzijeme testovaciu Statistiku

_ (n-1)S>

2
X, >
Oy

(7.23)

Ked nulova hypotéza H,:0° =0, je sprivna, testovacia Statistika X, definovana

v (7.23) ma chi-kvadrat rozdelenie so stupiiami vol'nosti n —1.

Six) Ax) Sx)
A A A
o/2 a/2 a a
0 x 0 x 0 e
X(n-1,1- ot Xz(n—l,%) (n-1,a) Cn-1, 1-a)
Kriticka Oblast’ Kriticka Oblast’ Kriticka oblast’ Oblast’
oblast’ prijatia oblast’ prijatia ‘ | prijatia
> >
a) b) 9
Obrazok 7.9. Rozdelenie X, 02 , ked H - o’ = O'j je spravna, a kritické oblasti pre alternativy

a) Hl:O'Z;tO'(f, b) H1:0'2>0'§ a c HIZO'2<O'§
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Potom vypocitame ;(g, hodnotu testovacej Statistiky X, 02 , anulovi hypotézu
H,:0’ =0, zamietneme, ked
o<y (n-11-a/2) alebo y;>x'(n-1,al/2)
kde y’(n—-1L1-a/2) a y*(n—1,a/2) st kritické hodnoty chi-kvadrat rozdelenia s n—1
stupiiami vol'nosti. Na obrazku 7.9 su kritické oblasti.

V tabul’ke 7.4 uvadzame suhrn testovacich postupov pre dvojstranné a jednostranné al-
ternativne hypotézy:

Tabulka 7.4. Testy o rozptyl normdalneho rozdelenia

Hypotézy Testovacia Statistika Kritérium zamietnutia
H,:0’ =0, zi<y'(n—-1,1-a/2) alebo
H 0’ #0, o>y (-1, al2)
H,:0’ =0, —-NS?

o x; = £ <A n-11-a)
H :0" <oy %y
H,:0’ =0,

X>x(n-1a)
H, :0’ >0,
Priklad 7.9

Automaticky plniaci stroj sa pouZiva na napliiianie flia§ kvapalnym Gistiacim prostried-
kom. Z hodno6t ndhodného vyberu o rozsahu 20 flia§ sme ziskali hodnotu vyberového rozptylu
plniaceho objemu s = 0,45 ml* Ked’ rozptyl plniaceho objemu prekro&i hodnotu 0,4 ml*, na-
stane nedopliiianie alebo prepifianie flias. Potvrdzuji vyberové data, Ze vyrobca ma problém
s nedopliianim alebo prepiiianim flia§? PouZijeme o = 0,05 predpokladdme, Ze plniaci objem
ma normalne rozdelenie.

Problém mo6Zeme riesit’ podla 6smich krokov navrhnutych v €asti 7.1.3.

1. Parameter zaujmu je rozptyl zakladného stiboru o,
H,:0° =0,4%.
2. H, :0">0,4%.
3. a=0,05.
4. Testovacia Statistika je
—1S?
on = u
0y

5. H, zamietame, ked’ y, > 7*(19;0,05)=30,14.
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6. Pocitajme:
»  19x0,45

Xo

=21,375

7. Zaver: PretozZe ;(g =29,07< ;(g (19;0,05) =30,14, nulova hypotézu nezamietame na

urovni vyznamnosti 0,05. Potom na zaklade 20 pozorovani tvrdime, ze neexistuje ziad-
ny silny dokaz, Ze rozptyl plniaceho objemu prekracuje hodnotu 0,4 ml*. P-hodnota pre

hodnotu testovacej Statistiky x; je P =0,064892, ¢o je vicsie ako a =0,05.

7.4.2 Chyba 2. druhu a vol’ba rozsahu vyberu

Krivky OC pre chi-kvadrat testy su uvedené v prilohe od OC—1 az do OC—n pre
a=0,05 a =0,01. Pre dvojstrannu alternativu hypotézu krivky OC—i a OC—j zobrazuju f
ako funkciu A (pre chi-kvadrat test), roznych rozsahov vyberu n a dvoch Grovni vyznamnosti
a=0,01 a a=0,05. Parameter A je definovany takto

1= (7.24)

O,

kde o je skutocna hodnota smerodajnej odchylky a o, je hypotetickd smerodajna odchylka.
Krivky OC—k a OC-1 pre jednostrannt alternativu H,: o° > o, akrivky OC—m a OC—n s

pre alternativu H, :0” < ag . Pri pouziti tychto kriviek OC je o hodnota smerodajnej odchyl-
ky, ktort chceme detegovat’.

Krivky OC mozZno pouZit’ aj na navrh testu, t. j. urCit’ rozsah vyberu, ktory je potrebny
na detegovanie konkrétnej hodnoty o, ktora sa liSi od hypotetickej hodnoty o,.

Priklad 7.10

Zoberme do tvahy problém plnenie flias (priklad 7.9). Ked’ rozptyl plniaceho procesu
prekro&i hodnotu 0,4 ml?, prili§ vela flia§ bude nedoplnenych. Teda hypoteticka hodnota sme-

rodajnej odchylky je o, =0,632. Ked skutocna smerodajna odchylka plniaceho procesu pre-

kroc¢i tato hodnotu o 25 %, chceli by sme to odhalit’ s pravdepodobnost’ou najmenej 0,8. Je
rozsah vyberu 20 adekvatny?
Na rieSenie problému treba vypocitat’

o 0,790

o, 0,632

=1,25

Toto je horizontalna suradnica na krivke OC—k. Pre n=20 a 4 =1,25, ndjdeme na tejto
krivke hodnotu S = 0,6. Preto je tu len asi 40% Sanca, ze nulova hypotéza bude zamietnuté
v pripade, ked’ skuto¢na smerodajna odchylka je naozaj o =0,790 ml.

Na znizenie hodnoty £ je potrebny vacsi rozsah vyberu. Vieme, ze A =1,25 a zo zada-
nia pozname £ =0,20, potom z krivky operativnej charakteristiky (OC—k) zistime, Ze po-
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trebny rozsah vyberu sa priblizne rovna n =75. Preto, ak chceme test vykonat’ ako je poZa-
dované vyssie, musi byt’ rozsah vyberu aspon 75 flias.

7.5 Testy hypotéz o podiele jednotiek v zakladnom subore
s danou vlastnost’ou

Niekedy je potrebné testovat’ hypotézu o podiele jednotiek zékladného suboru, ktoré
maju sledovan vlastnost’. Napriklad predpokladajme, ze ndhodny vyber o rozsahu 7 sa reali-
zoval z vel'kého (mozno nekonecného) zakladného stiboru a X (<n) pozorovani vo vybere

m4 danu vlastnost’. Potom P =X /n je bodovy odhad podielu jednotiek v zakladnom stibore
P, ktoré maju danu vlastnost’. VSimnime si, Ze #n a p su parametre binomického rozdelenia. Da

sa dokdzat, Ze vyberové rozdelenie P je priblizne normdlne so strednou hodnotou p
arozptylom p(l1—p)/n, ked p nie je blizko 0 alebo 1 a n je pomerne vel'ké. PresnejSie pre

pouzitie aproximadcie sa pozaduje, aby np(1— p)>9. V tejto Casti pouzijeme normalnu apro-

Ximaciu.

7.5.1 Testovanie hypotéz o podiele z vel’kého vyberu

Vela inzinierskych problémov vedie k ndhodnej premennej s binomickym rozdelenim.
Napriklad zoberme do uvahy vyrobny proces, ktory vyraba jednotky klasifikované ako prija-
tel'né alebo defektné. Vyskyt defektnych sa zvy€ajne modeluje binomickym rozdelenim, kde
binomicky parameter p reprezentuje podiel vyrobenych defektnych jednotiek. Vela inzinier-
skych rozhodovacich problémov zahtiia testovanie hypotéz o parameter p.

Testujeme

H,:p=p, oproti H :p#p, (7.25)

Test je zaloZzeny na aproximacii binomického rozdelenia normélnym rozdelenim. Nech X je
pocet pozorovani v ndhodnom vybere o rozsahu n, ktoré patria do triedy suvisiacej

s parametrom p. Ked H,:p=p, je spravna, potom priblizne plati, ze

X~N [npo,npo(l — po)]. Pri testovani H, : p = p, vypocitame hodnotu testovacej Statistiky

X —np,
\/npo(l - D)

a nulova hypotézu H :p = p, zamietneme, ked’

Z, = (7.26)

z,>k, alebo z,<-k,

V tabulke 7.5 st uvedené aj jednostranné testy.
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Priklad 7.11

Vyrobca polovodi¢ov vyrdba radic¢e pouzivané v aplikaciach automobilovych motorov.
Zékaznik pozaduje, aby podiel defektnych v kritickom vyrobnom kroku nebol vyssi ako 0,04.
Vyrobca by mal preukazat’ spdsobilost’ procesu na Grovni vyznamnosti « =0,05. Vyrobca
polovodicov realizuje nahodny vyber o rozsahu 250 zariadeni a zisti, Ze Styri z nich st defekt-
né. Moze vyrobca preukdzat’ odberatel'ovi, Ze proces je sposobily?

Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3. Parameter za-
ujmu je podiel defektnych v procese p.

1. H,:p=0,04.

2. H:p<0,04.

3. a=0,05.

4. Hodnota testovace;j Statistiky je

x—npo
\ npo(l - po)

kde x=4, n=250 a p,=0,04.

ZOZ

5. H;:p=0,04 zamietame, ked" z, <k,, =—1,645.

6. Pocitayme: Hodnota testovacej Statistiky je
4-250%0,04 -6

Zy = = =-1,94
" J250%0,04x0,96 /9,6
7. Zaver:
Pretoze z,=-1,94<k,, =-1,645, H, zamietame na Grovni vyznamnosti 0,05

a tvrdime, Ze podiel defektnych v procese p je mensi ako 0,04. P-hodnota pre hod-
notu testovacej Statistiky z, je P =0,0270027, ¢o je menSie ako a =0,05. Z toho

usudzujeme, Ze proces je sposobily.

Tabulka 7.5. Testy o parametri p z velkého vyberu

Hypotézy Testovacia Statistika Kritérium zamietnutia
H,:p=p,
’ ’ z,<—k, alebo z,>k,
H, :p#p,
Ho:p=p, Z B Gl z, <—k
0 Mg
H :p<p, V1o (1= py) Co
Hy:p=p,
z, > k,,
H,:p>p,
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S inym tvarom testovacej Statistiky Z, zo vztahu (7.26) sa obcas stretdvame. VSimnime
si, ze ked’ X je pocet pozorovani v ndhodnom vybere o rozsahu n, ktoré patria do triedy zauj-
mu, potom P =X /n je podiel jednotiek vo vybere, ktoré tieZ patria do tejto triedy. Iny tvar

testovacej Statistiky Z, je

Y

P-p, X /n-p,
ZOZ =
\/po(l_po)/n \/po(l_po)/n

Testovacia Statistika vo vzt'ahu (7.27) poskytuje podiel jednotiek vo vybere, kym testovacia
Statistika vo vztahu (7.26) pocet jednotiek vo vybere, ktoré patria do triedy zaujmu.

(7.27)

7.5.2 Testovanie hypotéz o podiele z malého vyberu

Testy o parametri p, ked’ rozsah vyberu je maly, st zalozené na binomickom rozdeleni,
nie na normalnej aproximdcii binomického rozdelenia. Pre ilustrdciu predpokladajme, ze
chceme testovat’

H,:p=p, oproti H,:p<p,

Nech X je binomicka nahodna premenna. Pouzijeme dolnt Cast’ oblasti zamietnutia. To zna-

mena, ze by sme mali A, zamietnut’, ak x < ¢, kde c je kritickd hodnota. Ked" H, je spravna,

X méa binomické rozdelenie s parametrami 7 a p,. Teda
P(Chyby 1. druhu) = P(H, Zamiet|H , Spravna )=

=P[X < c|X ~ Bi(n,p,)] = B(c;n, p,)
kde B(c;n,p) je kumulativne binomické rozdelenie (hodnota distribu¢nej funkcie
s parametrami n a p v bode ¢). Na néjdenie kritickej hodnoty pre dané¢ & musime vybrat’ naj-
viGsie ¢ spihajuce B(c;n,,p,) < a. Vypolet chyby 2. druhu je jednoduchy. Nech Py je alter-
nativne hodnota p taka, Ze Pi<Py pax P=P , tak X~ Bi(n, p,) . Preto

/= P(Chyby 2. druhu|p = p,) = P[.X > c|X ~ Bi(n, p,) =

=1-B(c;n,p,)
kde B(c;n, p,) je kamulativne binomické rozdelenie.
Testovaci postup pre jednostrannu alternativu H,: p> p, aobojstranni alternativu
H,:p#p, sa konStruuji podobnym sposobom. Pre H,:p>p, ma kritickd oblast’ tvar
x > ¢, kde ¢ je najmensia hodnota spifajiica vztah 1—B(c—1;n, p,) <« . Pre dvojstranny pri-

pad kriticka oblast’ pozostava z obidvoch hodnot (malej aj velkej). Pretoze c je celé Cislo, nie
vzdy mozno definovat’ kriticku oblast’ tak, aby spiiala presne pozadovani hodnotu « .
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Na ilustraciu postupu predpokladajme, Ze chceme testovat H;:p=0,05 oproti
H, : p<0,05. Predpokladajme, ze rozsah vyberu je 100 a o =0,05. Potom z distribucnej
funkcie s n =100 a p=0,05 zistime, ze B(0;100;0,05)=0,0059, B(1;100;0,05)=0,0371
a B(2;100;0,05)=0,1183 (Minitab vygeneruje kumulativne binomické pravdepodobnosti).
Pretoze B(1;100;0,05)=0,0371<0,05 a B(2;100;0,05)=0,1183> 0,05, vyberieme kriticka
hodnotu c¢=1. Teda nulovl hypotézu zamietneme, ak x <1. Skutocnd uroven vyznamnosti
tohto testu je o =0,0371.

Teraz chceme vypocitat silu testu 1— £ pre hodnotu p, =0,03. Najprv vypocitame £.
B=1-B(c;n,p,)=1-B(1;100;0,03) =1-0,1946 = 0,8054

Potom sila testu je
1-4=1-0,8054=0,1946.

Toto je dost’ mala sila testu, pretoZze p, sa nachadza blizko p, .

7.5.3 Chyba 2. druhu a vol’ba rozsahu vyberu

Odvodime vztah na priblizny vypocet pravdepodobnosti chyby 2. druhu f. Nech p je
skuto¢na hodnota podielu jednotiek v zakladom subore, ktoré patria do triedy zdujmu. Prav-

depodobnost’ chyby 2. druhu S pre dvojstrannu alternativu H, :p # p, je

Po— Ptk p,(1—py)/n Do — P~k \p,(1=py)/n
=@ -@ .
/ [ p(l-p)/n J ( p(l-p)/n J (7:28)

Pre alternativu H, :p < p,,

Do — Pk, po(l_po)/nJ (7.29)

B=1-
[ Jp(l=p)/n

a pre alternativu H, :p > p,,

ﬂ:@LPO_p+k2a po(l_po)/nJ

Vp(l=p)/n

Nasledujuce vztahy poskytuji vypocet priblizného rozsahu vyberu n, pre dané hodnoty « a .

(7.30)

2
k,\Dy(1—py)/n +k2ﬁ\/p(1_p)
n= (7.31)
P~ Dy
pre jednostrannt alternativu
2
k 1-p,)/n+k 1-
| kP (1= p)) /1 + ey P(1 = P) (132)
P~ Dy
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Priklad 7.12

Zoberme do tvahy vyrobcu polovodi¢ov (priklad 7.11). Predpokladajme, ze skutocny
podiel defektnych v procese je p =0,02. Aka je pravdepodobnost’ chyby 2. druhu £ pre test
o sposobilosti procesu, pri ktorom n» =250 a a =0,05?

Pravdepodobnost’ # vypocitame pouzitim vztahu (7.29) takto:

0,04 — 0,02 — 1,645,/0,04-0,96 / 250
1/0,02-0,07/250

ﬂ:l_@[ J:I—@(—0,04375)=0,517451

Teda pravdepodobnost’, ze vyrobca polovodicov nespravne tvrdi, Ze proces je spdsobili,
ked’ skuto¢ny podiel defektnych v procese je p=0,02 (2 %), je priblizne 0,52. To znamena,
ze sila testu H,, : p=0,04 oproti alternative H, :p <0,04 je priblizne 0,38. Hodnota fsa zda
pomerne velka (alebo sila mald), hoci rozdiel medzi p=0,04 a p=0,02 je pomerne maly
a rozsah vyberu n =250 nie je nijak zvlast’ vel’ky.

Predpokladajme, Ze vyrobca polovodicov je ochotny akceptovat 5 =0,10, ked’ skuto¢-
na hodnota podielu defektnych jednotiek v procese je p =0,02. Ked’ vyrobca nad’alej pouzi-
va a =0,05, aky velky rozsah vyberu je potrebny?

Pozadovany rozsah vyberu mézeme vypocitat’ podla vztahu (7.32). Pretoze o =0,05;
B=0,10; p=0,02; p,=0,04; k,, =k, =1,645 a k,, =k,, =1,282, dostaneme:

2

p—| 1645/0,04-0,96 +1,28210,02:0.98 | _ 10 59 _ e

0,02-0,04

Vsimnime si, ze n =630 je vel'mi vel’ky rozsah vyberu. My sa v8ak snazime odhalit’ pomerne

malt odchylku od hypotetickej hodnoty p, =0,04.

7.6 Testy dobrej zhody

V predoslej kapitole sme sa venovali testovaniu za predpokladu, ze rozdelenie zaklad-
ného suboru bolo zndme. Teraz sme v situacii, Ze rozdelenie zdkladného suboru nepozndme
a chceme testovat’ hypotézu, ze konkrétne rozdelenie je postacujice ako pravdepodobnostny
model zakladného stuboru.

7.6.1 Pearsonov chi—kvadrat test

Pri tychto testoch sa vychadza z triedneho delenia ndhodného vyberu rozsahu n. Ako
miera nestladu medzi pozorovanymi triednymi pocetnostami a o¢akédvanymi (t.j. teoretic-
kymi) triednymi poCetnostami sa berie testovacia Statistika
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2
X = y M 7.33
) Z " (7.33)

ktord mé rozdelenie chi-kvadrat s 7 —s —1 stupiami volnosti, t. j. X, ~ x°(r—s—1).
Vo vztahu (7.33) znamend r pocet triednych intervalov, n. je absolttna triedna pocet-

nost’ i-tého intervalu, s je pocet parametrov hypotetického rozdelenia v nulovej hypotéze

a np, je ofakavana triedna pocetnost’, pricom p, = P(¢,_, < X <t, |H0 je spravna).

Tabulka 7.6. Tabulka testu dobrej zhody

Triedne in- | Pozorovana Ocakavana
tervaly pocetnost | Pravdepodobnost’ | pocetnost’ (p, —np,)’
‘ ; P, np, p,—np, np,
1
2
r

Ked ocakdvana pocetnost’ je velmi mal4, hodnota X, mdze byt neopravnene velka
v dosledku malého rozdielu medzi pozorovanou pocetnost'ou a ocakévanou pocetnostou. Ho-
ci neexistuje dohoda o hodnote minimalnej o¢akavanej pocetnosti, hodnoty 3, 4 alebo 5 su vo
vel'kej miere pouzivané ako minimalne. Ked ocakavana pocetnost’ je mensia ako 3, aby sa
vyhlo tomuto neziaducemu pripadu, zodpovedajuci triedny interval sa kombinuje so susedia-
cim triednym intervalom a pocet triednych intervalov » sa zmensi o jeden.

Priklad 7.13 Poissonovo rozdelenie

Predpokladame, Ze pocet chyb plosnych spojov méd Poissonovo rozdelenie. Realizoval
sa nahodny vyber rozsahu 60 dosiek s plosSnymi spojmi. Pozorovany pocet chyb je tento.

Pocet chyb X 0 1 2 3
Pozorovana pocetnost’ 32 15 9

Stredna hodnota A predpokladaného Poissonovho rozdelenia je nezndma. Odhadneme ju

z vyberovych dat takto:
£:0x32+1x12(;-2x9+3x4:0’75

Z Poissonovho rozdelenia s parametrom 0,75 mézeme vypocitat’ hypoteticki pravdepodob-

nost’ p, pre i-ty triedny interval takto:

p=PX=0)=

—0,75 0
ﬂ —0,472367 ~ 0,472
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—0,75 1

b, =P(X =1)= ﬂ ~0,354275~0,354
0,75 2

h=P(X=2)= % = 0,132853~0,133
0,75 3

p.=P(X =3)= % —0,040505 ~ 0,041

Ocakavané pocetnosti np, vypocitame nasobenim rozsahu vyberu n =60 pravdepodobnos-

tou p,:
Pocet chyb )2 np,
0 0,472 28,32
1 0,354 21,24
2 0,133 7,98
3 0,041 2,46

Pretoze o¢akavana pocetnost’ v poslednej bunke je mensia ako 3, zlu¢ime poslednd dva riad-
ky:

Pocet chyb n, )2 np,
0 32 0,472 28,32
1 15 0,354 21,24
2 aviac 13 0,174 10,44

Testovacia Statistika chi-kvadrat vo vztahu (7.33) bude mat r—s—1=3-1-1=1 stupiiov
vol'nosti, pretoze stredna hodnota Poissonovho rozdelenia bola odhadnuta z dat.

Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Predmet zaujmu je rozdelenie poc¢tu chyb na doskach plosnych spojov.

2. H,: Rozdelenie poctu chyb je Poissonovo.

(98]

. H,: Rozdelenie poctu chyb nie je Poissonovo.
4. a=0,05.

5. Testovacia Statistika je

6. H, zamietame, ked’ y; > 7°(1;0,05) = 3,84
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7. Pocitajme: Hodnota testovacej Statistiky je

»_(32-2832)° (15-21,24)° (13-10,44)

=2,94
%o 28,32 21,24 10,44

8. Zaver: Pretoze y; =2,94< »°(1;0,05)=3,84, H, nezamietame na trovni vyznamnosti
0,05 a tvrdime, ze rozdelenie poctu chyb na doskach ploSnych spojov je Poissonovo.
P-hodnota pre hodnotu testovacej Statistiky y; =2,94 je P=0,0864071, ¢o je mensie
ako a=0,05.

Priklad 7.14 Spojité rozdelenie

Vyrobny inzinier testujici napdjanie pouzit¢ v notebooku na urovni vyznamnosti
a =0,05 chcee zistit, ¢i vystupné napétie je dostatocne opisané pomocou normalneho rozde-
lenia. Vyberové hodnoty odhadov strednej hodnoty a smerodajnej odchylky, x =5,04V
a s =0,08V, sa ziskali z ndhodného vyberu 100 jednotiek.

BezZnou praxou, ktora sa pouziva pri konstruovani triednych intervalov v tabul’ke pocet-
nosti pre chi-kvadrat test dobrej zhody, je vybrat’ hranice intervalov tak, aby ocakavané po-

¢etnosti np, v triednych intervaloch boli rovnaké. Ked’ pouzijeme tuto metoddu, hranice tried-

nych intervalov {,,1,,...,¢, vyberieme tak, aby vSetky pravdepodobnosti

p, =Pt <X<t)= jf(x)dx

[
sa rovnali. Predpokladajme, Ze sme sa rozhodli pouzit’ » =8 triednych intervalov. Pre normo-
vané normalne rozdelenie mame intervaly [0;0,32], [0,32;0,675], [0,675;1,15], [1,15;c0)
a ,,zrkadlové obrazy* tychto intervalov na opacnej strane od nuly. Pre kazdy interval plati, ze
p, =1/8=0,125, preto o¢akavané pocetnosti su np, =100x0,125=12,5. Hranice triednych

intervalov vypocitame takto:

prvy (=00, x =1,155) =(—o0; 5,04 —1,15%x0,08) = (—o0; 4,948) ;
druhy [5,04—1,15x0,08; 5,04 —0,675x 0,08) =[4,948; 4,986) ;
treti [5,04—0,675%0,08; 5,04 —0,32x0,08) =[4,986; 5,014);
Stvrty [5,04 -0,32x0,08; 5,04 — 0,00 x0,08) =[5,014; 5,040) ;
piaty [5,04+0,00x0,08; 5,04 +0,32 x0,08) =[5,040; 5,066) ;
Siesty [5,04+0,32%0,08; 5,04 +0,675x0,08) =[5,066; 5,094) ;
siedmy [5,04+0,675x0,08; 5,04 +1,15x0,08) =[5,094; 5,132);
dsmy [5,04+1,15%0,08; o0) =[5,132; ) ;

Zistené a ocakavané pocetnosti zaznamendme do tabulky (tabul'ka 7.7).
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Tabulka 7.7. Tabulka zistenych a ocakdvanych pocetnosti

Triedny interval | Pozorovand pocetnost’ | Ocakavana pocetnost’
ni npi
x<4,984 12 12,5
4,948 < x <4,986 14 12,5
4,986 <x <5,014 12 12,5
5,014 < x <5,040 13 12,5
5,040 < x < 5,066 12 12,5
5,066 < x < 5,094 11 12,5
5,094 <x<5,132 12 12,5
5132<x 14 12,5
Sucet 100 100

Problém moZzeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Predmet zaujmu je tvar rozdelenia napéjacieho napétie

2. H,: Rozdelenie napajacieho napétie je normalne

3. H,: Rozdelenie napajacieho napitie nie je normalne
4. a=0,05
5. Testovacia Statistika je
2
" \n. —np.
x:=Y (i —np )
i=1 np,

6. Pretoze sme odhadovali dva parametre, testovacia Statistika chi-kvadrat bude mat’
r—s—1=8-2-1=5 stupniov vol'nosti.

Preto H, zamietame, ked y_ > »°(5;0,05)=11,07.
7. Pocitajme: Hodnota testovace;j Statistiky je
S, (n, —np, )2
2 i i
Xo = - =
' Z np,

2 2 2
_(12-125° (14-12,5°  (14-12.5)
12,5 12,5 12,5

=0,64

8. Zaver: Pretoze y; =0,64< y°(50,05)=11,07, H, nezamietame na wrovni vyz-
namnosti 0,05 a tvrdime, Ze rozdelenie napajacieho napitie je normalne. P-hodnota pre
hodnotu chi-kvadrat testovacej Statistiky ;((f =0,64 je P=0,986099, ¢o je vicsie ako
a =0,05.
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7.6.2 Shapirov-Wilkov test normality

Pri rozsahu ndhodného vyberu 2 <n <2000 pouzijeme test podl'a Shapira-Wilka. Tento
test je vhodny iba pre jednotlivé namerané hodnoty (nie pre triedené udaje ako
v Pearsonovom teste).

Majme namerané udaje x,, X,, ..., x,, ktoré si realizdiciami nahodného vyberu

X,, X,, ..,X . Usporiadajme merania podla velkosti vzostupne a dostaneme

n

Xy £ Xy $+0-< X, , €0 st realizdcie usporiadan¢ho ndhodného vyberu X ), X ,,,..., X,

Postup testovania hypotézy

krok 1: ur¢enie nulovej a alternativnej hypotézy, t.j. H, a H,

H,: X ~ N(u, 6*) oproti H,: X £ N(u, ¢),kde u, o° st neznime.

krok 2: stanovenie testovacej Statistiky

i=1

[iai (n)(X(n—iH) - X(i))]
W =

Z(X i )? )2
i=1
kde
» q,(n) st prislusné koeficienty dané tabulkou (pozri v prilohach);
[ ] X' = lth ;
nio
n .
5 pre n parne,
[ m o
n-1 ,
=S pre n neparne

krok 3: stanovenie kritickej hodnoty pre o
W (n) je tabul’kova hodnota pre dané n a a=0,01 alebo a =0,05 (pozri v prilohach).
krok 4: urCenie vysledku testovania hypotézy

Nulova hypotéza H,, sa zamietne, ak
W <W,(n)

Poznamka. V statistickych tabulkach pre Shapirov-Wilkov test su kritické hodnoty W, (n)
uvedené len pre rozsah stiboru n € {1,2,...,30} . V pripade vicSieho rozsahu stuboru je potrebné
kritické hodnoty W, (n) ur¢it pomocou Statgraphics Centurion XV. Statgraphics Centurion

XV poskytuje viacero testov normality dat, pricom vysledok testu hypotézy vyhodnocuje
pomocou P-hodnoty.
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7.7 Testy v kontingenénych tabul’kach

Mnohokrat n prvkov vyberu zo zakladného siboru mézeme klasifikovat’ podl'a dvoch
rozdielnych kritérii, ked’ chceme vediet’, ¢i dve metddy klasifikacie su Statisticky nezavislé.
Napriklad moZeme zobrat’ do Gvahy zakladny sibor absolvovanych inZinierov X a moZeme
chciet’ zistit,, ¢i nastupny plat Y je nezavisly od Studijného odboru. Predpokladajme, Ze prva
metdda klasifikdcie ma  irovni a druhd metéda ma ¢ trovni. Teraz to zapiSeme formalne.

Majme dvojrozmernti ndhodnt premennu (X,Y) taka, ze X méze nadobudat’ hodnoty

L,2,...,r a Yhodnoty 1,2,...,c (r>1, ¢c>1). Oznacme

p; =P(X=iY=)) (7.34)
Dalej oznaéme
p,=P(X=0)=)p, a p,=PY¥=))=)p, (7.35)
j=1 i=1

Budeme predpokladat, ze plati p; >0 pre vSetky dvojice (i, /).

Zoberme do uvahy nahodny vyber o rozsahu n z rozdelenia s pravdepodobnostami p,.
Tento vyber mozno opisat’ multinomickym rozdelenim o rc triedach tvorenych dvojicami
(@, ))-

Nech n, je pocet tych pripadov, ked sucasne nastalo X' =i a ¥ = j, t. z. pozorovana
pocetnost’ i-tej irovne prvej metody klasifikécie a j-tej urovne druhej metddy klasifikéacie. Da-

ta su uvedené v tabul’ke, ktort nazyvame kontingenéna tabul’ka » xc (pozri tabul’ku 7.8).

Tabulka 7.8. Kontingencna tabulka v X ¢

. Stipce; Y
Riadky; X
1 2 c
1 n, n, o n,
2 1y ny e ny
r n, n, nrc

Testujeme nulovu hypotézu, Ze premenné X a Y su nezavislé, ¢o v naSom pripade zna-
mena, ze dve metody klasifikacie su nezavislé. Nulova hypotézu nezdvislosti mézeme zapisat
v tvare

H,: X aY stnezavislé
alebo v tvare

Hy:p;=p.p,, i=12,...r; j=12,...c (7.36)
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Ked zamietneme nulovu hypotézu, tvrdime, ze medzi premennymi X a Y, t.j dvoma
metodami klasifikacie, existuje interakcia. Exaktné postupy testovania je tazké ziskat’, avSak
pre vel’ké n sa da pouzit’ priblizna testovacia Statistika.

Nech p; je pravdepodobnost, Ze ndhodne vybrany prvok sa nachadza v jj-tej bunke, za
predpokladu, Ze dve klasifikdcie su nezavisle. Potom p, =p, p, kde p; je pravdepodob-
nost, Ze nahodne vybrany prvok je z i-teho riadku, a p; je pravdepodobnost’, Ze nahodne vy-

brany prvok je z j-tého stipca. Za predpokladu nezavislosti odhady p.ap;su

. 1 & . 1<
)23 =_Znij a p; :_Zn;‘/ (7.37)
nio nio

Teda oc¢akdvana pocetnost’ v kazdej bunke je

A A IR 4
np; =np; p ; :_[anj Znyj (7.38)

n
Potom pre n vel'ké, testovacia Statistika

A N2
QAN (ng/_npij)

2
X, = -
i=1 j=1 np;

(7.39)
ma priblizne chi-kvadrat rozdelenie s (» —1)(c —1) stupfiami vol'nosti, za predpokladu sprav-
nosti nulovej hypotézy. Teda nulovll hypotézu o nezéavislosti zamietame, ked” pozorovana

hodnota testovacej statistiky y; je visia, ako kriticka hodnota jednostranného chi-kvadrat

testu z*[(r—1)(c-1), a].

Priklad 7.15

Spolo¢nost’ si musi vybrat’ medzi tromi déchodkovymi programami. Manazment chce
vediet, ¢i preferencia dochodkovych programov nezavisi od klasifikacie profesie na urovni
vyznamnosti « =0,05. Néazory ndhodne vybratych 500 zamestnancov st uvedené nizSie,
v tabul’ke 7.9.

Tabulka 7.9. Pozorované data

Klasifikacia Déchodkovy program | Sucet

profesie 1 2 3
Mesacna mzda 160 140 40 340
Hodinova mzda 40 60 60 160
Sucet 200 200 | 100 500

Najprv vypocitame pravdepodobnosti, ktoré potrebujeme na vypocet hodnot ocakava-

340 160 200 200
nych pocetnosti: p, =——=0,68; p, =——=0,32; p,=—=0,40; p,=—=0,40
yen p P =500 P2 =500 P1=%500 P2 =700
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.1
ap, =%=0,20. Hodnoty ocakavanych pocetnosti vypocitame pomocou vztahu (7.38).

Napriklad hodnota oCakavaného poctu zamestnancov s mesa¢nou mzdou uprednostiiujicich
doéchodkovy program 1 je

np, =np, p, =500x0,68x0,40 =136

Hodnoty ocakavanych pocetnosti su uvedené v nasledujuce;j tabulke.

Tabul'ka 7.10. Hodnoty ocakdavanych pocetnosti

Klasifikacia Déchodkovy program | Stcet

profesie 1 2 3
Mesacna mzda 136 136 68 340
Hodinova mzda 64 64 32 160
Sucet 200 200 | 100 500

Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Predmet zaujmu je preferencia zamestnanca medzi dochodkovymi programami.

2. H,: Preferencia dochodkovych programov je nezavisla od klasifikacie profesie.

3. H,: Preferencia dochodkovych programov nie je nezavisla od klasifik4cie profesie.
4. a=0,05.
5. Testovacej Statistiky je

on _ 22(1/11] _nﬁij’)z

i=1 j=1 np;

6. Pretoze r=2 a c¢=3, stupne volnosti chi-kvadrat rozdelenia st (r—1)(c—1)=
=(2-1)(3-1)=2.Potom H, zamietame, ked y, > y*(2;0,05)=5,99.

7. Pocitajme: Hodnota testovacej Statistiky je

r ¢ — A.. 2
Z(?:ZZ(”U I’lpy) —

=1 j=I ”ﬁu
(160 136)° N (140 —136)° N (40— 68)° N (40— 64)° N (60 —64)° N (60 —32)° B
136 136 68 64 64 32
=49,63

8. Zaver: Pretoze ;((f =49,63 > ;(2 (2;0,05) =5,99, hypotézu nezavislosti zamietame na
urovni vyznamnosti 0,05. Potom tvrdime, Ze preferencia dochodkovych programov nie
je nezavisla od klasifikacie profesie. P-hodnota pre hodnotu chi-kvadrat testovacej Sta-
tistiky 7. =49,63 je P=1,671x107"", ¢o je mensie ako a =0,05.
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Iné situacia sa vyskytne, ked mame » zdkladnych suborov a kazdy zakladny subor je
rozdeleny na ¢ rovnakych kategérii. Potom sa realizuje vyber z i-teho zékladného suboru,
a jednotlivé poéty st uvedené v prislusnych stipcoch i-teho riadku. V tomto pripade chceme
vySetrit’, ¢i jednotlivé podiely v ¢ kategoriach st rovnaké pre vSetky zakladné subory. Nulova
hypotéza v tomto pripade tvrdi, ze zdkladné subory st homogénne vzhl'adom na kategorie.
Napriklad, ked’ mame iba dve kategorie typu tUspech a netspech, defektny a dobry atd’., test
homogenity je v skuto¢nosti test o rovnosti 7 binomickych parametrov. Vypocty ocakévanych
pocetnosti, urenie stupniov volnosti a vypocet chi-kvadrat Statistiky pre testovanie homogeni-
ty su rovnaké ako pri teste nezavislosti.
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8 INDUKCNA STATISTIKA PRE DVA VYBERY

8.1 Uvod

V predchédzajicich dvoch kapitolach sme prezentovali intervaly spolahlivosti a testy

hypotéz pre jeden parameter zakladného suboru (strednt hodnotu x, rozptyl o alebo podiel
p)- V tejto kapitole rozsirime vysledky z prvej kapitoly na pripad dvoch nezavislych zaklad-
nych suborov.

Celkova situacia je zndzornena na nasledujucom obrazku. Zékladny subor 1, ktory pred-

stavuje ndhodna premenna X,, ma strednti hodnotu z arozptyl o, kym zakladny stbor 2
reprezentovany nédhodnou premennou X, ma stredni hodnotu g, arozptyl o,. Nech

X, X5, X, Je ndhodny vyber rozsahu n, pozorovani zo zékladného siboru 1

a X,,X,,...,X,, jenahodny vyber rozsahu n, pozorovani zo zékladn¢ho suboru 2.

Zakladny subor 1 Zakladny stbor 2

/. 4

L -
Vyber 1 Vyber 2
Xp1s X125 «00s X, Xo1s X225 e oy,

Obrazok 8.1. Dva nezavislé zakladné subory

8.2 Indukcie pre rozdiel strednych hodnot dvoch normalnych rozdeleni,
rozptyly su zname

V tejto Casti sa zaoberame Statistickou indukciou pre rozdiel strednych hodndt g — 1,
dvoch normalnych rozdeleni, pri¢om rozptyly o, a o, su zndme. Predpoklady pre tuto cast

zhrnieme takto:

11

1. X, X,,....,X,, Jenahodny vyber zo zakladného stiboru 1.
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2. X,,Xy,....X,, jenadhodny vyber zo zakladneho suboru 2.

3. Dva zakladné stibory reprezentované ndhodnymi premennymi X, a X, st nezavislé.

4. Obidva zakladné subory st normélne.
Bodovy odhad parametra s, — 4, je rozdiel vyberovych priemerov X, - X,. Na zakla-

de vlastnosti strednych hodnot
E()?1 _)?2) =E()?1)_E()?2) =H T
arozptyl X, - X, je

2 2
D(X, - X,)=D(X)) + D(X,) =+ 2=
I
Na zaklade predpokladov a predoslych vysledkov mdézeme tvrdit, Ze veli¢ina

Z=(XI_XZ)_(ﬂ1 — i)

8.1)
o} . o;
n.n

ma rozdelenie N(0,1).
Tento vysledok sa pouzije pri formovani testov hypotéz a intervalov spolahlivosti pre
M=y

8.2.1 Testy hypotéz pre rozdiel strednych hodnot, rozptyly st zname

Predpokladajme, ze chceme testovat’, ze rozdiel strednych hodndt g4 — g, sa rovna
konkrétnej hodnote J,. Potom nulovéa hypotéza ma tvar H, : u, — 1, = 6,. Existuje vela pri-
padov, ked J,=0, vtedy testujeme rovnost’” dvoch strednych hodnét, t.j. H: u, = u,.
Vhodnu testovaciu Statistiku dostaneme tak, ze vo vztahu (8.1) nahradime g — 1, hodnotou
0,. Této testovacia Statistika je

Z, = (X -X)-4, (8.2)

2 2
O (o)

-1 72
n] nz

Ked’ H, je spravna, potom testovacia Statistika (8.2) ma normované normalne rozdelenie.
Predpokladajme, Ze alternativna hypotéza je H,: y, — u, # 6,. Ked’ vyberova hodnota

X, — X, sa znacne liSi od o,, potom je to dokaz, ze H, je spravna. PretoZe testovacia Statistika

Z, ma rozdelenie N(0,1), ked” H, je spravna, ako hranice kritickej oblasti vyberieme —k,

a k_, ¢o st a kritické hodnoty rozdelenia N(0,1).
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V nasledujucej tabul’ke st uvedené testy pre obojstrannu alternativu a jednostranné al-
ternativy.

Tabul'ka 8.1. Testy o rovnosti dvoch strednych hodnaot; rozptyly su zname

Hypotézy Testovacia Statistika Kritérium zamietnutia
H,:pu —u, =9,
e e z,<—k, alebo z, >k,
H, gy — 1, # 6, _
X, - -0,
Hy:py = 1, =0, Zoz( : 2) .
ol o, 2y <~k
H, = p, <0, —t—
nl n2
Hy: gy =, =0,
2y > ky,
Hl A 50

Priklad 8.1

Vyvojar produktu sa zaujima o zniZenie doby schnutia zdkladnej farby. Dve formy far-
by st testované, forma 1 je Standardna chémia a forma 2 obsahuje novt zlozku schnutia, ktoré
by mala znizit' dobu schnutia. Z experimentu je zname, ze smerodajna odchylka doby schnu-
tia je 7 minut. Tato inheretna variabilita by nemala byt ovplyvnena pridanim novej zlozky.
Desat’ vzoriek je natretych formou 1 a d’alSich 10 vzoriek je natretych formou 2; vSetkych 20
vzoriek sa natieralo v ndhodnom poradi. Hodnoty dvoch vyberovych priemerov schnutia su
X, =110minat a X, =101 minat. Aky zaver modze vyvojar produktu urobit’ o G€innosti novej
zlozky schnutia na urovni vyznamnosti  =0,05?

Problém moézeme riesit’ podl'a 6smich krokov navrhnutych v Casti 7.1.3.

1. Parameter zaujmu je rozdiel strednych hodno6t doby schnutia, pricom &, = 0.
2. Hy:py— 1, =0 alebo H:p, = p,.

3. H, :y, > u,.Chceme zamietnut’ H, ked nova zlozka schnutia znizi strednii hodnotu
doby schnutia.
4. a=0,05.

5. Testovacia Statistika je
X —-x,-0

ZO — 1 2

ol o)

71+72
n.n

kde o} =0; =7 =49 a n, =n, =10.
6. H,:u = p, zamietame, ked’ z, >1,645=k .

7. Pocitajme: PretoZe X, =110minat a x, =101 minat, hodnota testovacej Statistiky je
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_110-101 _9x+/5
7T 7
7+7
1010

=2,87

Zy

8. Zaver: Pretoze z,=2,87>1,645, H: 1, =y, zamietame na urovni vyznamnosti 0,05.

Potom tvrdime, Zze nova zlozka schnutia znizi dobu schnutia. Alternativne méZeme na-
jst’ P-hodnotu pre tento test takto:

P=1-®(2,87)=1-0,997948 = 0,002052

Preto H : 1, = 1, by sa mala zamietnut’ na kazdej Grovni vyznamnosti o > 0,002052.

Ked’ st rozsahy vyberov velké a rozptyly zékladnych suborov su nezndme, potom vo
vztahu (8.2) nahradime hodnoty rozptylov o; a o, hodnotami vyberovych rozptylov s;
a s; a testujeme rozdiel strednych hodnot podla vyssie uvedeného postupu. Tento postup

mozno pouzit’ aj v pripade, ze zdkladné stibory nie st normalne rozdelené; vtedy sa ziada, aby
rozsahy vyberov boli vic¢sie ako 40, test bol platny.

8.2.2 Vol’ba rozsahu vyberu

Pouzitie kriviek operativnych charakteristik (OC)

Krivky OC (Prilohy) sa daju pouzit’ na vypocet pravdepodobnosti chyby 2. druhu pre
hypotézu danu v (8.2). Tieto krivky mozno pouzit’ aj na urcenie rozsahu vyberu. Krivky OC
zobrazuju S ako funkciu rozsahov vyberu n=n, =n,, parametra d (z-test pre u —u,),

a dvoch urovni vyznamnosti & =0,01 a o =0,05. Parameter d ma tvar

H— K _50| _ |5_§0|
Jo.+o; ol +o,

a pouziva sa pre dvojstranni aj jednostranné hypotézy (tabulka 8.1).
Nezvycajné problémy nastant, ked’ naklady na zber dat z dvoch zakladnych stiborov sa
podstatne lisia alebo rozptyl jedného zakladného stuboru je ovela vac¢si ako rozptyl druhého.

o

(8.3)

V tychto pripadoch Casto pouZijeme nerovnaké rozsahy vyberov. Ked' n, # n,, krivky OC sa

daju pouzit’ s ekvivalentnou hodnotou 7, ktora sa vypocita zo vztahu

2 2
Jo_ Oito
2 2

o, /n +o0; /n,

(8.4)

Ked’ n, #n, aich hodnoty st stanovené vopred, vztah (8.4) sa pouzije priamo na vypocet n.
Potom z kriviek OC pomocou znamych n a d ziskame hodnotu . Ked’ d je dané a treba urcit
n, a n, tak, aby sme ziskali $pecifikované S = £, hadame skaSobne hodnoty n, a n,, z (8.4)

vypocitame n a z krivky OC pomocou $pecifikovanej hodnota d najdeme f. Ked S =/,
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skasobne hodnoty n, a n, su vyhovujuce. Ked’ =", proces nastavenia n, a n, sa musi

opakovat’.

Priklad 8.2

Zoberme do uvahy experiment o dobe schnutia farby (priklad 8.1). Ked’ skuto¢ny roz-
diel strednych hodno6t doby schnutia je 10 minut, ndjdeme rozsah vyberu, ktory sa pozaduje
na detegovanie tohto rozdielu s pravdepodobnost’ou asponi 0,90.

PribliZzna hodnota parametra d je (pretoze o, =0 a 6 =10)

I I ()
\/0'12+0'22 \/72—1-72

Pretoze pravdepodobnost’ detekcie alebo sila testu musi byt aspon 0,9 (1-£2>0,9), £ je na-

d

najvys 0,1. Na OC—c (Prilohy) zistime, Ze n=n, =n, =9.

Vzorce pre rozsah vyberu
Predpokladajme, ze nulova hypotéza H :u, — 1, = 0, nie je spravna a skutocny rozdiel
strednych hodnot je g, — 1, =0, pricom o0 > ¢,. D4 sa odvodit’ vzorec pre rozsah vyberu, kto-

ry sa pozaduje na ziskanie urcitej hodnoty pravdepodobnosti chyby druhého druhu £ pre da-

ny rozdiel strednych hodnét 6 a Groven vyznamnosti « .

Pre dvojstrannu alternativhu hypotézu s urovilou vyznamnosti o plati, ze rozsah vyberu
n, =n, =n potrebny na detegovanie skuto¢ného rozdielu strednych hodnét ¢ so silou testu

asponl 1—/ je
(k, +k2ﬁ)2(o-12 +O—22)
T (6-4)

(8.5)

Této aproximadcia je spravna, ked @ (—ka —(0-9, )\/; /\o! + 05 ) je mala hodnota v porov-
nani s f.

Pre jednostrannu alternativnu hypotézu s iroviiou vyznamnosti « plati, ze rozsah
vyberu n, =n, =n potrebny na detegovanie skuto¢ného rozdielu strednych hodnét & (#0,)

so silou testu aspon 1— /4 je

_ (k,, +k2ﬁ)2(0'12 + 022)
(5_50)2

(8.6)

Odvodenie vztahov (8.5) a (8.6) je podobné ako v pripade jedné¢ho vyberu uvedené¢ho
v Casti 7.2.4. Napriklad na ziskanie vzt'ahu (8.6) pre dvojstrannu alternativu, najprv napiSeme
vyraz pre S, ktory je
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5-0 5-5

B=d|k, L |-@| -k, 0
o, .0, o, .0,
nl n2 nl n2

kde ¢ je skuto¢ny rozdiel strednych hodnét, o ktory sa zaujimame. Pre pripad n=n, =n, do-

staneme vzt'ah pre £ postupom podobnym ako ukazuje vzorec (7.12).

Priklad 8.3

Na ilustraciu vzorca pre vypocet rozsahu vyberu zoberme do uvahy experiment o dobe
schnutia farby (priklad 8.1). Ked skuto¢ny rozdiel strednych hodnét doby schnutia je 10 mi-
nut, chceme tato hodnotu detegovat s pravdepodobnost’ou aspon 0,90.

Za predpokladu spravnosti nulovej hypotézy plati, ze 6, =0. Mame jednostrannu alter-
nativu s hodnotami 6 =10, a k,, =k, =1,645 (a=0,05). Pretoze sila testu je 1-4=0,9,
£ =0,1 akritickd hodnota pre S je k,; =k,,, =1,28. Potom pozadovany rozsah vyberu na-
jdeme pouZitim vztahu (8.6) takto:

n_%m+hw%6ﬁﬂﬁ)_aﬁ%+hmm%¢+7ﬂ
(6-6,) (10-0)*

=8,396~9

Tento vysledok je taky isty ako pri pouziti prislusnej krivky OC.

8.2.3 Interval spolahlivosti pre rozdiel strednych hodnét, rozptyly si znime

Zaujimame sa o 100(1-a)% interval spolahlivosti pre rozdiel strednych hodnot
i, — i, dvoch normélnych rozdeleni, ked rozptyly o a o, sa zname. Nech
X, Xy, X, Je nahodny vyber zo zakladného suboru reprezentovancho nahodnou pre-
mennou X, a X,,X,,,....,X,, ~je ndhodny vyber zo zakladného siboru reprezentovancho
ndhodnou premennou X,. Bodovym odhadom parametra g — g, je rozdiel vyberovych

priemerov X, — X,. Potom

Z:()_(l_)_(z)_(ﬂl — 1)
o 05

n.n

ma normované normalne rozdelenie, ked’” X, a X, maji normalne alebo priblizne normované

normalne rozdelenie, ked’ sa d4 pouzit’ centrdlna limitna veta. Z toho vyplyva, ze
P(—k,<Z<k))=1-a

alebo
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()?1 _)?2)_(:“1 - i)

P| -k, < ; - <k, |=1-a
o, o
n] nZ
Predchéadzajuci vzt'ah mozZno upravit’ na tvar
s o o, o s o, o
P (Xl _Xz)_ka =<y - S(X1 _X2)+ka —+—|=l-a
non noon

Teraz definujeme 100(1 - &r) % interval spol’ahlivosti pre g, — 1, .

Definicia dvojstranného intervalu spol’ahlivosti pre u, — 1,

Ked’ X, a X, st hodnoty vyberovych priemerov z ndhodnych vyberov o rozsahoch n, a n,
z dvoch nezavislych normélnych zakladnych suborov so zndmymi rozptylmi o a o, potom
100(1 - a)% IS pre w, — 1, je

2 2 2 2

(R0 =)~k [P+ 2 < gy = gy < (% =5, )y [T 2
noon noon

(8.7)
kde k£, je kritickd hodnota normovaného normalneho rozdelenia.

Uroveii spol'ahlivosti 1 -« je presna, ked’ zékladné subory X, a X, st normélne. Ked’
X, a X, nie su normélne, potom pre vel'ké rozsahy vyberov sa uroven spolahlivosti iba pri-

blizne rovnd 1 —« .

Priklad 8.4

Skusky pevnosti v tahu boli vykonané na dvoch réznych urovniach hlinikovych nosni-
kov, ktoré sa pouzivaju pri vyrobe kridiel komeréné¢ho dopravného lietadla. Z predchadzaja-
cich sktsenosti z vyrobného procesu nosnika a testovacieho postupu sa predpokladd, Zze sme-
rodajné odchylky pevnosti v tahu su zname. Z dat sme ziskali tieto hodnoty: n, =20,
x, =913, 0,=1, n,=24, X,=83,6 a 0,=15. Ked g a pu, oznacuju skuto€né stredné
hodnoty pevnosti v tahu dvoch urovni nosnikov, mézeme najst’ 90 % interval spolahlivosti
pre rozdiel strednych hodnét pevnosti v tahu g — u, takto:

2 2 2 2

(R =)k [Tt T S =y (% =, )y [T+
nl nl I’l] nl

2 2 2 >
(91.3-836) 1,645, o+ 20 < 4y — < (91,3 -83,6) + 1,65, [+ L2

Teda 90 % interval spolahlivosti pre rozdiel strednych hodnét pevnosti v tahu v kg/mm? je
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7,0763 < 11, — p1, <8,3237 (v kg/mm”)
alebo zaokruhlené na dve desatinné miesta

7,07 < g, — p, 8,33 (v kg/mmz)
Vsimnime si, ze interval spol’ahlivosti neobsahuje nulu, o znamend, Ze stredné hodnota pev-
nosti v tahu hlinikového nosnika sroviiou 1 () prekracuje strednt hodnotu pevnosti
v tahu hlinikového nosnika s uroviiou 2 (&, ). Mozeme tvrdit, Ze s 90 % spolahlivostou

stredna hodnota pevnosti v tahu hlinikového nosnika s irovitiou 1 prekracuje stredni hodnotu
pevnosti v tahu hlinikového nosnika s iroviiou 2 o hodnotu, ktord je medzi 7,07 a 8,33
kg/mm?®.

Vorlba rozsahu vyberu

Ked o a o) st zname a rozsahy vyberov rovnaké n, = n, = n, mdZeme uréit rozsah vyberu
tak, ze chyba odhadovania s, — 4, pomocou X, —X, bude menSia ako E so spolahlivostou
100(1 - )% .

nz(%"j (o} +03) (8.8)

Jednostranné hranice spolahlivosti

D4 sa ukdzat, Ze je mozné ziskat' aj jednostranné hranice spolahlivosti pre g, —u,. Pre

100(1 — )% interval spoPahlivosti s hornou hranicou plati vztah

2 2
— O (o
ﬂl_ﬂzg(xl_xz)"'kza —+— (8.9)

—  — (o}
(xl_xz)_kZa _+n_g;u1_/‘z (8.10)

8.3 Indukcie pre rozdiel strednych hodnot dvoch normalnych rozdeleni,
rozptyly su nezname

V tejto Casti predpokladame, Ze rozptyly o a o, st nezname. Ked rozsahy vyberov
n, a n, su vicsie ako 40, mdzeme pouzit’ postup z podkapitoly 8.2. AvSak v pripade malych

rozsahov vyberov, predpokladdme, Ze zakladné stibory si normalne a na zaklade ¢-rozdelenia
testujeme hypotézy, konstruujeme intervaly spolahlivosti.
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8.3.1 Testy hypotéz pre rozdiel strednych hodnot, rozptyly st nezname

Teraz budeme testovat’ hypotézy o rozdiele strednych hodndt sz —x, dvoch normal-

nych rozdeleni, ked rozptyly o7 a o, st nezname. Na testovanie hypotéz pouZijeme

t-Statistiku. Testovaci postup sice vyzaduje normalne rozdelenia, avSak mierne odchylky od
normalne rozdelenia nemaju nepriaznivy vplyv na postup. Dve rozdielne situacie sa musia
brat’ do tivahy. V prvom pripade predpokladdme, ze rozptyly dvoch normalnych rozdeleni su

7 v r . 2 2 2 4 7 v 2 2
nezname, avSak rovnaké, t. j. o, =0, =0°. V druhom pripade predpokladame, ze o, a o,

sl nezndme a nemusia sa rovnat’.
Pripad 1: 6 =0, =0
Majme dva nezéavislé normalne rozdelené zakladné subory s nezndmymi strednymi hodnotami
4, a i, asneznamymi, avsak rovnakymi rozptylmi o] = o; = o”. Chceme testovat
Hypy—p, =06, Hp:py =, #6, (8.11)

Nech X,,,X),,...,X}, je nahodny vyber o rozsahu n, pozorovani z prvého zakladneho
suboru a X, Xy,...,X,, je nahodny vyber o rozsahu n, pozorovani z druh¢ho zakladneho
stboru. Nech X,, X,, S} a S, st vyberové priemery a vyberové rozptyly. Stredna hodnota
rozdielu vyberovych priemerov X, — X, je E(X, - X,) = —u,, teda X, — X, je nevychy-
leny odhad rozdielu strednych hodnét. Rozptyl rozdielu X, — X, je

_ _ 2 2 1 1
DX, -X)-T 17 o [_+_

noon noon
Zda sa, Ze je rozumné kombinovat’ dva vyberové rozptyly S} a S, , a tak vytvorit spo-

lo¢ny odhad rozptylu ¢, ktory nazyvame zdruzeny odhad.

Zdruzeny odhad rozptylu ¢, ktory oznatujeme S, definujeme takto:

S2 — (nl _1)S12 + (nz _1)S22 (812)
’ n +n,—2

Lahko sa da ukézat’, ze zdruZzeny odhad S; mdzeme napisat’ ako

~1 ~1
=D g, 7D o e, (ows
n +n,—2 n +n,—2

kde 0 <w<1. Teda S; je vazeny priemer dvoch vyberovych rozptylov S a S;, kde véhy

w a 1—w zavisia od dvoch rozsahov vyberov n, a n,.
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Vieme, Ze

T:()_(l _)?2)_(:”1 _:Uz)
11
o |—+—
noon

ma rozdelenie N(0,1). Ked' nahradime o zdruZenou smerodajnou odchylkou S, dostaneme

nasledujuce.

Za predpokladov v tejto ¢asti ma veli¢ina

T:()?l_)?z)_(,ul_:uz) (8.13)
I 1
S |—+—

P
n n,

t-rozdelenie s n, +n, —2 stupfiami vol'nosti.

Pri testovani nulovej hypotézy (8.11) nahradime 4z, — x4, hodnotou o, a vysledna testo-
vacia Statistika ma #-rozdelenie s n, +n, —2 stupfami vol'nosti, za predpokladu, Ze nulova
hypotéza H : y, — 1, = 0, je spravna.

V nasledujucej tabul'ke st uvedené testy pre obojstrannu alternativu a jednostranné al-
ternativy.

Tabulka 8.2. Testy o rovnosti dvoch strednych hodnot, rozptyly nezname a rovnaké

Hypotézy Testovacia Statistika Kritérium zamietnutia

H,:u —u, =9,

cooto el t,<—t(v,a) alebo t,>t(v, )
Hl:ﬂl_ﬂzié‘o T:(Xl_)_(z)_5o
H,:u —u, =9, ’ 1 1

et S, —+— t, <—t(v,2a)
H, oy =, <6, o
Hy:u —u,=0, v=n+n,—2

t,>t(v,2a)
H, gy = 1, >0,
Priklad 8.5

Dva katalyzatory su analyzované na stanovenie ich vplyvu na stredny vynos chemické-
ho procesu. V sucasnej dobe sa pouziva katalyzator 1, avSak katalyzator 2 je tiez prijatelny.
Vzhl'adom na to, Ze katalyzator 2 je lacnejsi, mal by byt prijaty za predpokladu, Ze nemeni
vynos procesu. SkuSka sa vykondva v skusobnej prevadzke a vysledky v podobe hodndt vybe-
rovych charakteristik su: n, =8, X, =923, 5,=2,4, n, =8, x,=92,7 a s, =2,9. Existuje
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nejaky rozdiel medzi strednymi vynosmi? Za predpokladu rovnosti neznamych rozptylov po-
uzijeme o =0,05.
Problém mo6Zeme riesit’ podl'a 6smich krokov navrhnutych v €asti 7.1.3.
1. Parametre zdujmu su g, a u,, stredné vynos procesu pri katalyzatoroch 1 a 2; chceme
vediet, €1 g, — u, =0.
2. Hy:py—p, =0 alebo H, : p, = 1,
3. Hy iy, # p,
4. =0,05
5. Hodnota testovacej Statistiky je

¢ _()_Cl_)?z)_o
) = ———

pri¢om stupne vol'nosti st n, +n, —2=8+8-2=14.
6. H, zamietame, ked’ 7, < —#(14; 0,05) =-2,1448 alebo ¢, > #(14; 0,05) =2,1448.
7. Pocitajme: Vieme, ze n, =8, X, =92,3, 5,=2,4, n, =8, X, =92,7 a 5, =2,9. Preto

2 D5 w0 2Dy 7oA + 72O g g
n+n,—2 8+8-2

s, =+/7,085=2,66

_92,3-92,7 _

2,66 f— — 266‘/

8. Zaver: Pretoze —2,1448 <t, =-0,3<2,1448, nulovll hypotézu nezamietame. To zna-

mena, 7Ze na Urovni vyznamnosti 0,05 nemame presvedcivé dokazy k zaveru, ze stredny
vynos pri pouziti katalyzatora 2 sa 1iSi od stredného vynosu pri pouziti katalyzatora 1.
Alternativne mdzeme néjst’ P-hodnotu pre tento test takto:

=2[1-0,615707]=0,768586

Pretoze P =0,768586 > 0,05 = &, nulov hypotézu nemoézeme zamietnut'.

Pripad 2: o # 0,
V tomto pripade testovacia Statistika

()?1 _A_fz)_é‘o

T =

(8.14)
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ma necentralne z-rozdelenie (pozri Hatle, J., Likes, J. 1972) so stupniami vol'nosti

V= : 5 (8.15)
(Sl /nl) +(S2/n2)

n, —1 n,—1

Tabulka 8.3. Testy o rovnosti dvoch strednych hodnot, rozptyly nezname a rozne

Hypotézy Testovacia Statistika Kritérium zamietnutia

H,:u —u, =9,

e ; t,<—t(v, a) alebo ¢, >t(v, a)
H, oy =, # T v

1+ M Ty 70 T*:(X1_Xz)_5o
H,:u—u =0 0 2 @2

cooo e S + 5 t, <—t(v,2a)
H, oy — p, <6, no
H,:p —u, =9,

eoor e t,>t(v,2a)
H oy =, >0,

Priklad 8.6

Zivotnost (v hodinach) vyrobkov sa vySetrovala v dvoch rdéznych systémoch
s extrémnymi podmienkami. Z ndhodnych vyberov sa ziskali dve datové subory pre systém 1
a systém 2, z ktorych sa vypocitali hodnoty vyberovych charakteristik (hodnoty Statistik):

n =21, x=3,581, s =0,114, n,=23, y=3,974, s;=0,041. Zistime na Grovni vyz-

namnosti 0,05, ¢i vol'ba systému podmienok ma vplyv na stredntl zivotnost’ vyrobkov. Pred-
pokladdme, Ze Zivotnosti maju normalne rozdelenie s réznymi rozptylmi vzhl'adom na systé-
my extrémnych podmienok.

Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v Casti 7.1.3.

1. Parametre zauymu st 4, a u,, stredné hodnoty Zivotnosti systému 1 a systému 2;
chceme vediet’, ¢i g, —u, =0.

Hy iy —p, =0 alebo Hy:py = p,

H,:py # 1,

a=0,05

U S

Hodnota testovacej Statistiky je

t*_(fl_fz)_o
0o 2 2
s, 5

n.n

pri¢om stupne vol'nosti st
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2
22
S S
St 5
nom
2 2
2 2
(sl/nl) +(Sz/n2)

n, —1 n,—1

6. H, zamietame, ked’ ¢, <—t(v; 0,05) alebo #, > #(v; 0,05).

7. Potitajme: Vieme, 7e n, =21, ¥ =3,581, s; =0,114, n, =23, y=3,974, 52 =0,041.

Preto
(0,114+0,041j2
y=—— 2l 23 35140433
0,114 0,04y
21) 23
21-1 23-1
a

oo 3,581-3,974 4,627

* o114 , 0,041
21 23

8. Zaver: Pretoze t, =—4,627 <—(33;0,05) =-2,03452, nulova hypotézu o rovnakych

strednych Zivotnostiach zamietame na urovni vyznamnosti 0,05. Usudzujeme teda, Ze
vplyv réznych systémov extrémnych podmienok na strednt zivotnost’ vyrobkov je Sta-
tisticky vyznamny. Eventudlne moZeme najst’ pribliznu P-hodnotu pre tento test takto:

P =2[1-F,(-4,627)) | = 2[1-0,999972]=0,000056

Pretoze P =0,000056 < 0,05 =« , nulova hypotézu zamietneme.

8.3.2 VolI'ba rozsahu vyberu

Krivky OC (Prilohy) sa daju pouzit’ na vypocet pravdepodobnosti chyby 2. druhu pre
pripad, ked o} =0, =0c’. Bohuzial, ked o # o, , rozdelenie T, je nezndme v pripade, Ze
nulova hypotéza nie je spravna. V tomto pripade nemame k dispozicii krivky OC.

Krivky OC zobrazuji B ako funkciu rozsahov vyberu n =n, =n,, parametra d (¢-test pre

M, — i, ) a dvoch trovni vyznamnosti & =0,01 a o =0,05. Parameter d ma tvar

|5 — 50|

d=— (8.16)
26

a pouziva sa pre dvojstrannu aj jednostranné hypotézy (tabulka 8.3). Ak chceme pouzit’

tieto krivky, musi byt’ zadany rozsah vyberu n" =2n—1. Vo vztahu (8.16) namiesto & pou-

zijjeme s, (zdruzenl smerodajni odchylku) alebo subjektivny odhad. Eventudlne mézeme na-

jst’ rozdiely strednych hodnét, ktoré chceme detegovat’ vzhl'adom k o.
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Priklad 8.7

Zoberme do uvahy experiment s katalyzatormi (priklad 8.5). Predpokladajme, Ze ked’
katalyzator 2 produkuje stredny vynos, ktory sa liSi od stredného vynosu katalyzatora 1
0 4,0 %, radi by sme zamietli nulovl hypotézu s pravdepodobnostou aspon 0,85. Aky rozsah
vyberu sa pozaduje?

Zo zadania vieme, ze sila testu je 1—- £ =0,85, z ¢oho vyplyva, ze f=0,15 Ked ako

N l6-6,] 1[40
hodnotu odhadu & pouzijeme s, =2,66, dostaneme d = Y = 75766
] X2,

pre d =0,75 a #=0,15 najdeme v prilohe OC-¢ priblizni hodnotu »n* =20. Vzhl'adom na to,

n" =2n-1

=0,75. Potom

ze > potom
n:n2+1:20+1:10,5z11

Pouzili by sme teda rozsah vyberu n, =n, =n=11.

8.3.3 Interval spoPlahlivosti pre rozdiel strednych hodnot
Pripad 1: 6’ =0, =0°

Na odvodenie intervalu spolahlivosti pre rozdiel strednych hodnét z — u,, za predpokladu

rovnajucich sa rozptylov, pouzijeme Statistiku

T:(XI_XZ)I_(MI_ﬂZ) (8.17)
_I_

ktord ma t-rozdelenie s n,+n,—2 stupnami volnosti. Preto P[—t(n,+n,—-2,a)<T <
<t(n,+n,-2, a)]=1-a. Ked nahradime T pravou stranou vzt'ahu (8.17) a pravdepodob-

nostné tvrdenie upravime, dostaneme 100(1 - «)% interval spolahlivosti pre s, — 4, .

Definicia dvojstranného intervalu spol’ahlivosti pre 1 — 1,

Ked X, X,, s, a s; st hodnoty vyberovych priemerov a rozptylov dvoch néhodnych vybe-
rov o rozsahoch n, a n, z dvoch nezavislych normalnych zakladnych suborov s neznamymi

rovnakymi rozptylmi, potom 100(1 — )% IS pre p, — 1, je

(X, —x,)—t(n, +n, -2, as, /ni+nlg
1 1
1

Sy - (X —X%,)+1(n, +n, =2, a)s, L+n— (8.18)
1 1
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kde s, = \/[(nl —1)s} +(n, —=1)s;1/(n, +n, —2) je hodnota zdruzenej smerodajnej odchylky

a t(n, +n, -2, a) je kritickd hodnota #-rozdelenia so stuptiami volnosti n, +n, —2.

Priklad 8.8

Opét zoberme do Givahy experiment s katalyzatormi (priklad 8.5), v ktorom sme z hod-
not vyberovych charakteristik n, =8, x, =92,3, 5, =2,4, n, =8, X, =92,7 a 5, =2,9 vypo-

¢itali hodnotu zdruZenej smerodajnej odchylky s, =2,66.

Ur¢ime 95 % interval spolahlivosti pre rozdiel strednych vynosov dvoch katalyzatorov
chemického procesu.

95 % interval spol'ahlivosti je

x, —x, —1(14;0,05)s, /i+iﬁ,ul—,uzﬁy?]—)?2+t(l4; 0,05)s, i+i
n.n non,

1 1 1 1
92,3-92,7-2,1448-2,66 §+§S,u1—,u2S92,3—92,7+2,1448-2,66 §+§

~3,252584 < 1, — 1, <5,305168
—3,25< 1 — 1, <5,31

Vsimnime si, Ze 95 % interval spolahlivosti obsahuje nulu; preto na Grovni vyznamnosti 0,05
nemdézeme tvrdit, Ze je rozdiel medzi strednymi vynosmi chemického procesu pri pouziti ka-
talyzatora 1 a katalyzatora 2.

Pripad 2: o # 0,

V tomto pripade moézeme najst’ 100(1 — )% interval spol'ahlivosti pre z, —u, vyuzi-

juc skuto¢nost, ze T* =[(X, - X,)— (g, — 1,)]/ \/Sf /n, +S; /n, ma priblizne t-rozdelenie

so stupnami vol'nosti v podl'a vzorca (8.15).

Definicia dvojstranného intervalu spolahlivosti pre z, — 1,

Ked ¥, X,, s; a s. st hodnoty vyberovych priemerov a rozptylov dvoch néhodnych vybe-
rov o rozsahoch n, a n, z dvoch nezavislych normalnych zakladnych suborov s nezndmymi

nerovnakymi rozptylmi, potom 100(1 — )% IS pre p, — 1, je

2 2 2 2
(%, -%,)—t(v, @) /;—1+‘;—2 <p - <(X-%,)+1(v, @) /Z_l+i_2 (8.19)
1 1 1 1

kde #(v, o) je kritickd hodnota t-rozdelenia so stuptiami vol'nosti v, ktoré st dané v (8.15).
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8.4 Parovy t-test

Specialny pripad #-testu pre dva vybery je parovy test. Kazda dvojica pozorovani, po-
vedzme (X

menit’ od jednej dvojice k druhej. Napriklad ked’ mdme zaujem o porovnanie dvoch réznych
typov hrotov pre stroj na skusanie tvrdosti. Tento stroj tlaci hrot do kovovej vzorky so zna-
mou silou. Tvrdost’ vzorky sa mdze urit’ tak, Ze sa zmeria hibka priehlbiny spdsobenej hro-
tom. Predstavme si, ze sa nahodne vyberie niekol’ko vzoriek, z ktorych polovica sa skuSa
s hrotom 1 a druha polovica s hrotom 2. Ked’ sa namerané data testuju #-testom ako pochadza-
juce znezavislych zakladnych stborov, vysledok testu mdze byt chybny. Kovové vzorky
mohli byt rezané z tyCového materidlu, ktory bol vyrobeny pri réznych teplotach, alebo ne-
musia byt homogénne nejakym inym spdsobom, ktory by mohol mat’ vplyv na tvrdost’. Po-
tom pozorované rozdiely medzi priemernymi meraniami tvrdosti dvoch typov hrotov zahrnuja
aj rozdiely tvrdosti medzi vzorkami.

»X,,), sa vyberie za homogénnych podmienok, avSak tieto podmienky sa mézu

Vykonnejsi experimentalny postup je zhromazdit'’ data ako dvojice, to znamena, aby sa
robili dve merania tvrdosti na kazdej vzorke, kazdé z inym hrotom. V skuSobnom postupe by
sa potom analyzoval rozdielov medzi nameranymi tvrdostami na kazdej vzorke. Ak nie je
rozdiel medzi hrotmi, stredna hodnota rozdielov by mala byt nulova. Tento testovaci postup
sa nazyva parovy t-test.

Tabulka 8.4. Parovy t-test

Hypotézy Testovacia Statistika Kritérium zamietnutia
H,:u, =90
erre o t, <—t(v, a) alebo ¢, >t(v, a)
H, :u, #0, B
D -9,
HO :/LID = 50 T(') = 0
S, /~\In t, <—t(v, 2a)
H, :u, <o,
H,:u, =0,
pree t,> v, 2a)
H, :u, >0,

Nech (X,,X;), (X,,X),....,(X,,,X,,) je mnozina n parovych pozorovani, kde
predpokladame, Ze stredna hodnota a rozptyl zadkladného suboru reprezentovaného ndhodnou
premennou X, st 4 a o) a strednd hodnota a rozptyl zdkladného stiboru reprezentovaného
nahodnou premennou X, st x4, a o,. Definujme rozdiel medzi parovymi pozorovaniami
ako D, =X, - X,,, i=12,---,n. Predpokladajme, Ze rozdiely st norméle rozdelené so stred-

nou hodnotou

Hp =E(X, - X,)=E(X)-E(X,)=p — 1,



214 Indukcna Statistika pre dva vybery

arozptylom o . Tymto spdsobom sme test hypotézy o rozdiely medzi strednymi hodnotami
pretransformovali na jedno vyberovy test z-test. Konkrétne testovanie H : 1, — i, = 6, oproti
H, : pu — u, #06, je ekvivalentné s testovanim

H,:u,=0, oproti H, : u, #3J, (8.20)

V tabulke 8.4 su uvedené dvojstrannd a jednostranné alternativy, testovacia Statistika
a kritéria zamietnutia nulovej hypotézy.

Priklad 8.9

Na deviatich vzorkach rudy sa zistoval obsah necistot v percentach (%) Standardnou
metodou X a novozavedenou metodou Y, s tymito vysledkami:

x |345 (32,1 |379 |343 (34,7 |352 |338 |[37,1 |329

1

vy, | 341 332 38,7 |354 |356 |349 349 |383 |323

Predpokladajme, Ze dvojice pozorovani (xi, V; )T tvoria ndhodny vyber z dvojrozmerného

normalneho rozdelenia (X,Y )T. Rozhodneme na Urovni vyznamnosti = 0,05, ¢i je $tatis-

ticky vyznamny rozdiel vo vysledkoch ziskanych uvedenymi dvomi metédami.
Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Parameter zdujmu je rozdiel strednych hodndt obsahu necistot zistenych Standardnou
metoddou a novozavedenou metddou; teda g, = 1, — 44, .

H,:u,=0
H, :u,#0
a =0,05

AN

Hodnota testovace;j Statistiky je

,__d
’ SD/\/;

6. H, zamietame, ked’ 7, <—#(8; 0,05) alebo #, > #(8; 0,05).

7. Pocitajme:
Z pozorovanych hodndt vypocitame rozdiely

d=x-y,: 04; -1,1; -0,8; -1,1; -0,9; 0,3; -1,1; -1,2; 0,6

Z rozdielov vypoéitame hodnotu vyberového priemeru rozdielov D, ktord je
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a hodnota vyberovej smerodajnej odchylky rozdielov S, je

Sp = \/9112(61 ~d) =0,747

i=1

Preto hodnota testovacej Statistiky je

t = d___ 0,54 =-2,184739

" s, /Nn 0,747/9

8. Zaver: PretoZze t, =-2,184739 > -1(9; 0,05)=-2,306, nulovi hypotézu nezamietame

na urovni vyznamnosti 0,05. Tvrdime na urovni vyznamnosti & = 0,05, ze medzi uve-
denych dvoma metédami na zistovanie obsahu necistot vo vzorkach rudy nie je Statis-
ticky vyznamny rozdiel, odchylky st spdsobené iba ndhodnymi vplyvmi. Eventuélne
mozeme najst’ P-hodnotu pre tento test takto:

=2[1-F,(|-2,184439)) | = 2[1-0,969779]=0,060442

Pretoze P =0,060442 > 0,05 = «, nulovl hypotézu nezamietneme.

Porovnanie parovych s neparovymi

Pri vykonavani porovnavacieho experimentu, moze vyskumnik niekedy vybrat’ medzi péro-
vym experimentom a neparovym (dva vybery) experimentom. Ked sa v kazdom zékladnom
subore urobilo » merani, dvojvyberova testovacia Statistika je

T:()?1_)_(2)_50
R T
PNm n

ktord ma rozdelenie #(2n —2) a parova testovacia Statistika je

b-s,

S, /In

ktora ma rozdelenie #(n —1). VSimnime si, Ze

ZD Z(Xh - Xy Zﬁ:)?l_)?z

i=1 N i=1 zln i=1 N

T =

0

Citatele obidvoch Statistik su rovnaké. Avsak menovatel’ dvoch vyberov z t-rozdeleni vycha-
dza z predpokladu, ze X, a X, su nezavislé. V mnohych parovych experimentoch existuje

silnd pozitivna korelacia pmedzi X, a X,. Potom sa d4 dokazat’ platnost’ vzt'ahu
_ - - - - = . 20°(1-p)
D(D)=D(X,-X,-35,)=D(X,)+D(X,)-2cov(X,,X,) =———"%
n

za predpokladu, Ze obidva zékladné subory X, a X, maju spolo¢ny rozptyl . Okrem toho

S} /n je odhadom rozptylu premennej D . Vzdy, ked’ je pozitivna korelacia v ramci pérov,
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bude menovatel’ parovej testovacej Statistiky (z-testu) mensi ako menovatel’ dvojvyberovej
testovacej Statistiky (#-testu). To mdze spdsobit, ze dvojvyberovy t-test zna¢ne podhodnocuje
vyznam dat, ak je zle aplikovany na parovych vzorkéch.

Hoci parovanie bude &asto viest' k mensej hodnote rozptylu premennej X, — X, , ma to

predsa nevyhodu v tom, Ze parovy t-test vedie k strate n—1 stupiiov volnosti v porovnani
s dvojvyberovym t-testom. VSeobecne plati, ze zvySenie poctu stupiiov vol'nosti testu zvysuje
silu testu pri akejkol'vek pevnej alternativnej hodnote parametra.

Tak ako sme sa rozhodli urobit’ experiment? Mali by sme sparovat’ pozorovania, alebo
nie? Hoci neexistuje ziadna vSeobecnd odpoved’ na tito otazku, mdézeme dat’ aspon nejaké
usmernenia na zaklade vyssie uvedenej diskusie.

1. Ked’ experimentalne jednotky su relativne homogénne (malé o) a korelacia v paroch je
mald, zisk z presnosti pripadajiici na parovanie bude kompenzovany stratou stuptiov
vol'nosti, potom by sa mal pouZit’ experiment s nezavislymi vybermi.

2. Ked’ experimentalne jednotky st pomerne heterogénne (vel'ka o) a korelacia v paroch je
vel’ka a pozitivna, mal by sa pouzit’ parovy experiment. Typicky priklad kedy dochadza
k tomuto pripadu je, ked’ kazda experimentélna jednotka je rovnaké pre obidva spdsoby
merania.

Podrobné pravidla stale vyZaduju rozhodovanie, pretoZze o a p nie st nikdy presne zname. Ok-
rem toho, ak pocet stupnov vol'nosti je vel’ky (povedzme 40 alebo 50), strata n —1 z nich ne-
musi byt’ zdvazna pri parovani. Avsak, ak pocet stupniov vol'nosti je maly (povedzme 10 alebo
20), strata polovice z nich je potencidlne zdvazna, ak nie je kompenzovana zvySenou presnos-
tou z parovania.

Interval spoPahlivosti pre 1,

Na konstrukciu intervalu spolahlivosti pre u, = g, — 1, pouZzijeme Statistiku

T — D B :LlD

S, I\n
ktora ma f-rozdelenie s n-—1 stupfami volnosti. Pretoze P[—t(n—1, a)<T <
<t(n—1, a)]=1-a, mdzeme dosadit’ za T pravu stranu uvedeného vzorca a po Gpravach do-

staneme 100(1 —«)% interval spol'ahlivosti pre u, = 1, — 1, .

Definicia intervalu spol’ahlivosti pre 1, = 1, — 1,

Ked d je hodnota vyberového priemeru a s, hodnota vyberovej smerodajnej odchylky roz-

dielov n parov pozorovani ndhodne vybratych z normélne rozdelenych zakladnych stuborov,
100(1 — ) % interval spolahlivosti pre rozdiel strednych hodnot ., = 1, — 1, je

d—t(n-1, )2 <y, <d +1(n—1, )L (8.21)

Jn Jn

kde #(n—1, @) je a kritickd hodnota ¢-rozdelenia so stupiiami vol'nosti n —1.
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Tento interval je platny aj v pripade o} # o, pretoze s, odhaduje o, = D(X, - X,).
Interval mozno pouzit’ aj pre vel'ké rozsahy dvojic (n > 30), pricom predpoklad normality nie

je potrebny, pretoze funguje centralna limitna veta.

Priklad 8.10

Zoberme do uvahy problém uvedeny v predoslom priklade (priklad 8.9), kde sa zistoval
rozdiel strednych hodndt obsahu necistot zistenych Standardnou metdédou a novozavedenou
metodou. Uréime 95 % interval spol’ahlivosti pre rozdiel strednych hodndt z, = 1, — 14, .

Z predo§lého prikladu vieme, e d =-0,544 a s, =0,747. Kritickd hodnotu
1(9; 0,05) =2,2622 sme nasli v Statistickych tabulkdch. Potom 90 % interval spolahlivosti
pre i, = u, — i, zistime podla (8.21) takto:

~0,544-2,2622- 2120 < 4y < ~0,544+2,2622- 21
% %

~1,1072878 < sz, <0,0192878
~1,11< g, 0,02

VSimnime si, Ze interval spolahlivosti pre x,, = 4, — 1, obsahuje nulu. Z toho vyplyva, Ze na

95 % urovni spol'ahlivosti data nepodporuju tvrdenie, Ze nie je rozdiel medzi strednou hodno-
tou obsahu necistot zistenych Standardnou metédou g4 a novozavedenou metddou . To

znamend, ze hodnota s, = g4, — 1, =0 nie je v rozpore s pozorovanymi datami.

8.5 Indukcie pre rozptyly dvoch normalnych rozdeleni

Predpokladajme, Ze sa zaujimame o dva nezavislé normélne rozdelené zékladné stibory,

ktoré maju stredné hodnoty s, 1, arozptyly o7, o5, ktoré st nezndme. Chceme testovat
hypotézu o rovnosti dvoch rozptylov, t. j. H,: o, =0, . Dalej predpokladajme, 7e nahodné
vybery rozsahu n, zo zdkladného stiboru 1 arozsahu n, zo zdkladného vyberu 2 mame
k dispozicii. Nech S} a S; st vyberové rozptyly zédkladnych suborov 1 a 2. Chceme testovat’
hypotézy

H,:00 =0, oproti H,:0, %0, (8.22)
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8.5.1 Testovanie hypotéz o rovnosti dvoch rozptylov

Testovanie hypotézy o rovnosti dvoch rozptylov je zaloZzené na nasledujicom postupe.
Nech X,,X,,...,X,, je nahodny vyber z normalne rozdeleného zakladného suboru so stred-
nou hodnotou g arozptylom o7 ; anech X,,X,,,...,X 2, J€ nahodny vyber z in¢ho normal-
ne rozdeleného zdkladného stiboru so strednou hodnotou g, arozptylom o; . Predpokladaj-
me, 7e dve normalne rozdelenia st nezavislé. Nech S} a S; st vyberové rozptyly. Potom po-
diel
_Silot

F=
S; /o

(8.23)

ma F'rozdelenie s n, —1 stupfiami volnosti Citatel'a a n, —1 stupfiami vol'nosti menovatela.

Vztah (8.23) je zaloZeny na skutoénosti, ze (n, —1)S’ /o je ndhodna premenna s chi-
kvadrat rozdelenim so stuptiami volnosti n, —1, (n, —1)S; /o, je ndhodn4 premennd s chi-
kvadrat rozdelenim so stupfiami volnosti n, —1 a dva zdkladné stibory st nezavislé. Zrejmé
je, ze za predpokladu spravnosti nulovej hypotézy H,: o] = o, ma podiel F, =S} /S, roz-
delenie F(n, -1, n, —1). Toto je zéklad pre postup testovania.

V nasledujucej tabulke st uvedené dvojstranny test a dva jednostranné.

Tabulka 8.5. Testy o rovnosti dvoch rozptylov

Testovacia
Hypotézy . Kritérium zamietnutia
Statistika
> fln -1, n,-1, Z| alebo
H,:o! =0, 0 S )
) 2
H,:oy #0, f0<f(nl—l, nz—l,l—%j
St
H,:0l =0, ) s
) 2 2 f0<f(n1—1, nz_lal_a)
H,: o/ <o,
H,:0l =0,
) ) f;J>f(n1_19 7’12_1, 0[)
H,:o; >0,

Poznamka. f(n,—1,n,—1,1 _ﬁ) = !

(94

f(nz_lanl_laa)
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Priklad 8.11

Chceme overit’ rovnost rozptylov dvoch katalyzatorov pouzitych na stanovenie ich
vplyvu na stredny vynos chemického procesu (priklad 8.5). Z vyberovych dat sme ziskali
n =8, s,=2,4, n,=8, a s5,=2,9. Rovnost’ rozptylov overime na Urovni vyznamnosti

a=0,05.
Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Parametre zaujmu si o, a o, , rozptyly vynosu procesu pri katalyzatoroch 1 a 2.

2. H,:0{ =0, alebo H,:—L-=1

3. H, :07 #0” alebo H,: 2L #1

4. a=0,05
5. Testovacia Statistika je
,s
S;
6. Pretoze n,=n,=8, H,:0] =o. zamietame, ked f, > f(7,7;0,025)=4,99 alebo
£ < £(1,7:0,975) =1/ £(7,7:0,025) =1/ 4,99 = 0,20

7. Pocitajme: s* =(2,4)’ =5,76 a s? =(2,9)’ =8,41, potom hodnota testovacej Statistiky

je
2
sy 5,76
=—= =0,6849
Jo s§ 8,4

8. Zaver: Pretoze f(7,7;0,975)=0,20< f, =0,6849 < £(7,7;0,025) =4,99 , nulovl hypo-
tézu nezamietame na trovni vyznamnosti 0,05. Tvrdime, Ze rozptyly vynosu procesu pri

katalyzatoroch 1 a 2 st rovnaké, t. j. o7 =0, =0

Vtomto priklade moéZeme ndajst aj P-hodnotu pre F-Statistiku. PretoZe
f(7,7;0,50) =1,00, hodnota testovacej Statistiky f, = S12 /sf =5,76/8,41=0,6849 sa nacha-
dza v dolnej Casti F-rozdelenia. Pravdepodobnost, Ze ndhodnéd premennd s rozdelenim F' so
siedmimi stupfiami volnosti ¢itatel'a aj menovatel'a nadobudne hodnotu mensiu ako 0,6849 je
0,314974. Vzhl'adom na to, Ze je l'ubovolné, ktory zakladny subor je identifikovany ako ,,je-
den,” mohli by sme vypocitat’ testovaciu Statistiku ako f, =8,41/5,76=1,460069 . Pravde-

podobnost’, Ze ndhodna premennd s rozdelenim F so siedmimi stupfiami vol'nosti Citatel’a aj
menovatel'a nadobudne hodnotu véc¢siu ako 1,460069 je 0,314973. Preto P-hodnota pre hod-
notu testovacej Statistiky f, =0,6849 je P =0,314974+0,314973=0,629947. Pretoze P-

. oo vt 4 r 2 2 A WV .
hodnota je vacsia ako 0,05, nulovl hypotézu H, :0; = 0, nemozeme zamietnut'.
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8.5.2 Chyba 2. druhu a vol’ba rozsahu vyberu

V prilohe su diagramy OC—o, OC—p, OC—q a OP—r, ktoré obsahuju krivky operativ-
nych charakteristik pre F-test apre a=0,05 a a=0,01, za predpokladu, ze n,=n,=n.
Krivky OC—o a OC—p sa pouZivajl pre dvojstranné alternativne hypotézy. Krivky zobrazuji

L oproti horizontalnemu parametru

9

A= (8.24)

0,

pre rozne n, =n, =n. Krivky OC—q a OC—r sa pouzivaju pre jednostranné alternativne hypo-

tézy.

Priklad 8.12

Majme dva katalyzatory pouzité na stanovenie ich vplyvu na stredny vynos chemického
procesu (priklad 8.5 a priklad 8.11). Nech pri pouziti prvého katalyzatora je smerodajna od-
chylka dvakrat vacsia ako pri pouziti druhého katalyzatora. Aké rozsahy vyberov su potrebné
na detegovanie tejto situdcie s pravdepodobnost'ou aspoii 0,807

Problém rieSime za predpokladu n, =n, =n. VSimnime si, ze ked’ smerodajna odchylka

o, je dvakrat vicsia ako smerodajna odchylka o, ,

=%

A =2

0-2
Zo zadania vieme, ze sila testu je 1- £ =0,8, z¢oho dostaneme, ze £ =0,2. Potom pre
A=2 a [=0,2 najdeme v prilohe OC—o hodnotu n=19. Na detegovanie tejto situdcie

s pravdepodobnost’ou aspon 0,80 st potrebné rozsahy vyberov n, =n, =n=19..

8.5.3 Interval spolahlivosti pre podiel dvoch rozptylov

Pri konstrukcii intervalu spol’ahlivosti pre o / o5 pouZijeme Statistiku
2 2
_S /0
St/ o?
ktora ma rozdelenie F(n, —1,n, —1),t.j. s n, —1 stupfiami vol'nosti Citatela a n, —1 stupfiami
volnosti menovatel'a. Preto P[f(n, —1,n, —Ll-a/2)<F< f(n,—1,n, —1;a/2)]. Dosade-
nim tohto vztahu za F pravu stranu vzorca a po uprave dostaneme 100(1 — )% interval spo-

lahlivosti pre o} / o3 .
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Definicia intervalu spolahlivosti pre o’ / o,

Ked s} a s; sa hodnoty vyberového rozptylov z ndhodnych vyberov o rozsahoch n, a n,
z dvoch nezévislych normélne rozdelenych zékladnych stborov s nezndmymi rozptylmi o

a o, , potom 100(1— )% interval spoPahlivosti pre podiel rozptylov o’ / o, je

% ol S

lf(n2 Ln, —L1-a/2)< lzs—zf(nz o —1al2) (8.25)
2 2

2 2

S2 1 Lo 52 1 (826)

S2 f(n,—Ln,—La/2) 02 S2 f(n, —Ln,—L1-a/2)

pricom f(n,-1,n -11-a/2) a f(n,—1,n —1a/2) su kritické hodnoty rozdelenia
F(n,—1Ln -1); f(n,—Ln,-L1-a/2) a f(n —1,n,—1,a/2) st kritické hodnoty rozdele-
nia F(n, —1,n,-1).

Priklad 8.13

Chceme skonstruovat’ 95 % interval spolahlivosti pre podiel rozptylov o7 /o5 dvoch

katalyzéatorov pouzitych na stanovenie ich vplyvu na stredny vynos chemického procesu (pri-
klad 8.5). Z vyberovych dat sme ziskali n, =8, s, =2,4, n, =8, a 5, =2,9.

Na vypocet 95 % intervalu spolahlivosti pre o] /o, pouZijeme vztah (8.25). Hodnoty
vyberovych rozptylov akritickych hodnot si (priklad 8.11): s*=576; s’ =841I;

f(n,—Ln, —1,1—%): £(7,7:0,975)=0,20 a f(n, —Ln, —1,%): £(7,7;0,025) = 4,99 .

Potom 95 % interval spol’ahlivosti pre o. / o je

2 2 2
5 1(7,7:0,975) < 2L <L £(7,7:0,025)
P o, S5
2
270,020 %L <270, 4 99
8,41 ol 8,41

2

0,136979786 < <9 <3,41764566
62

2

0, 1369< L <3,4177
‘72

Pretoze tento interval spol'ahlivosti obsahuje ¢islo 1, nezamietame nulova hypotézu o rovnosti
rozptylov na trovni spolahlivosti 95 %.
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8.6 Indukcie o dvoch podieloch v zakladnych suboroch

V tejto podkapitole sa zaoberame dvoma binomickymi parametrami p, a p,. Prezentu-

jeme testovanie hypotéz a intervaly spolahlivosti zaloZzené na aproximacii binomického roz-
delenia normalnym rozdelenim.

8.6.1 Testovanie hypotézy H,: p, = p, pri veI’kom rozsahu vyberu

Predpokladajme, Ze madme dva nezavislé ndhodné vybery o rozsahoch n, a n, z dvoch
zakladnych stiborov. Nech X, a X, reprezentuji poCty pozorovani, ktoré patria do triedy za-

ujmu vo vyberoch 1 a 2. Dalej predpokladajme, Ze aproximacia binomického rozdelenia nor-
malnym sa da korektne pouzit’ na obidva zakladné subory. Potom odhady parametrov dvoch

binomickych rozdeleni 2 = X, /n, a P, = X, /n, majt priblizne normélne rozdelenie. Chce-

me testovat’ hypotézy

H,:p, =p, oproti H :p #p,

Statistika
— 131 _132 _(pl _pz) (8.27)
p(1-p)) n p,(1-p,)
n n,

ma rozdelenie pribliZne normované normalne. Ked’ nulovéa hypotéza H,: p, = p, je spravna

a p, = p, = p, potom ndhodna premenna

h-h

\/p(l—p>[l+lj
nl nZ

ma rozdelenie priblizne N(0,1). Odhad spolo¢ného parametra p je

P X, +X,
n, +n,
Testovacia Statistika pre H,: p, = p, je
P-P
Z, = — (8.28)

\/}3(1 —ﬁ)Uij

V tabulke 8.6 su uvedené testy pre obojstrannu alternativu a jednostranné alternativy.
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Tabul’ka 8.6. Testy o rovnosti dvoch podielov;, p, = p, = p

Hypotézy Testovacia Statistika Kritérium zamietnutia
H,:p=p
e z,<—k, alebo z, >k,
H,:p, # p, .
- -0,
HO:p1:p2 ZOZ( 1 2) 0
i ol o 2y <=k,
H,:p, <p, ot
n,nm
H,:p =p,
z, > k,,
H,:p,>p,

Priklad 8.14

Vytazky z l'ubovnika st §iroko pouzivané na lie¢bu depresie. Clanok z 18. aprila 2001
vydany v Casopise Journal of American Medical Association (Effectiveness of St. John's
Wort on Major Depression: A Randomized Controlled Trial) porovnédval u¢innost’ Standard-
ného extraktu l'ubovnika s placebom na 200 ambulantnych pacientoch s diagnézou depresie.
Pacienti boli ndhodne rozdeleni do dvoch skupin, jedna skupina dostala 'ubovnik bodkovany
a ind dostala placebo. Po 6smich tyzdiioch, 19 z pacientov lie¢enych placebom ukazalo zlep-
Senie, zatial’ ¢o 27 z pacientov liecenych 'ubovnikom bodkovanym sa zlepsilo. Je nejaky do-
vod, preco sa domnievat, ze I'ubovnik je ucinny v liecbe depresie? Pri rieSeni pouzijeme
a=0,05.

Problém mozeme riesit’ podl'a 6smich krokov navrhnutych v ¢asti 7.1.3.

1. Parameter zdujmu su p, a p,, podiel pacientov, ktori vykazovali zlepSenie po liecbe s

Pubovnikom bodkovanym ( p, ) alebo placebo ( p, ).
- Hy:p =p,

. Hy:p #p,
. a=0,05.

AT S B A5

Hodnota testovacia Statistika je

_ P—P

\/ﬁ(l—ﬁ)(l+lJ
nl nZ

kde p, =27/100=0,27, p,=19/100=0,19, n, =n, =100 a

L X tx,  27+19
P n,+n, 100+100

0,23

6. H,: p, = p, zamietame, ked’ z, >1,96 =k, (s alebo z, <—k; s =—1,96.

7. Pocitajme:
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Hodnota testovace;j Statistiky je
0,27-0,19

0,23-0,77- L+L
100 100

8. Zaver: Pretoze z,=1,3442<1,96=k,,;, nemozeme zamietnut nulova hypotézu na

=1,3442

ZO=

urovni vyznamnosti 0,05. VSimnime si, Ze P-hodnota °je P~ 0,178884. Nie su k dis-
pozicii dostato¢né dokazy na podporu tvrdeni, ze 'ubovnik bodkovany je G€inny v lie¢-
be depresie.

8.6.2 Testovanie hypotézy H, : p, = p, pri malom rozsahu vyberu

Vo vela problémoch, tykajucich sa podielov p, a p,, sa pouzivaji pomerne velké roz-

sahy vyberov, takze postup zaloZeny na normadlnej aproximacii binomického rozdelenia sa
vel'mi pouziva v praxi. AvSak, obCas sa stretneme s problémom malého rozsahu vyberu.
V takychto pripadoch nemdZeme pouZit’ Z-test, vyZaduje sa alternativny postup. V tejto pod-
kapitole opisujeme postup zalozeny na hypergeometrickom rozdeleni.

Predpokladajme, ze X, a X, st pocty vysledkov ,,ano* v dvoch ndhodnych vyberoch

orozsahoch n, a n,. Testovaci postup vyzaduje, aby celkovy pocet vysledkov ,,ano* mal

konStantn hodnotu X, + X, =Y . Teraz zoberme do ivahy hypotézy
H,:p =p, oproti H :p >p,

Vzhl'adom na to, ze X, + X, =Y, vel'ké hodnoty X, podporuju H, a malé hodnoty X, pod-
porujit H,. Z toho dovodu, ked” X, je dostatocne velkd, H, zamietneme.

PretoZze kombinovany vyber n, +n, pozorovani obsahuje celkovy pocet vysledkov
»ano“ X, + X, =Y, pri testovani H : p, = p, pre vysledky ,,ano* nie je pravdepodobnejsie,
ze sa sustred'ujil v prvom vybere ako v druhom. To znamend, Ze vSetky spdsoby, ktorymi
mozno n, +n, pozorovani rozdelit’ na dva vybery s rozsahmi »n, a n,, st rovnako pravdepo-

dobné. Pocet sposobov, ako vybrat' X, vysledkov ,,ano* pre prvy vyber a ¥ — X, vysledkov

Y \(n +n,-Y
X, n —X,

Pretoze vysledky su rovnako pravdepodobné, pravdepodobnost, Ze presne X, vysledkov

,»ano‘“ pre druhy vyber je

,»ano‘“ sa nachadza vo vybere 1, je podiel poctu vysledkov ,,ano* vo vybere 1 a celkového poc-
tu vysledkov. Potom za predpokladu, ze H : p, = p, je spravna, plati:
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Y \(n+n,-Y
_ [N _ X n—x
P(X,=x]|Y "4no"z n, +n,) = (8.29)
n, +n,
n

Vztah (8.29) je vlastne pravdepodobnostna funkcie hypergeometrického rozdelenia.
Na pouzitie vzt'ahu (8.29) na testovanie hypotéz by sme mali vypocitat’ pravdepodob-
nost’ najdenia hodnoty X, aspon tak extrémnej ako pozorovand hodnota X,. VSimnime si, Ze

tato pravdepodobnost’ je P-hodnota. Ked’ tato P-hodnota je dostatocne mald, nulovll hypotézu
zamietneme. Tento pristup by sa mohol aplikovat’ na dolni jednostrannii alternativu
a dvojstrannu alternativu.

Priklad 8.15

Izola¢na tkanina pouzivana v plosnych spojoch sa vyraba vo velkych kotucoch. Vyrob-
ca sa snazi zlepSit’ vynos procesu, ktory je dany poctom vyrobenych kotuaCov bez defektu.
Vyber 10 kotu-Cov obsahuje presne 4 kotace bez defektu. Z analyzy chyb réznych druhov
procesni inZinieri navrhli niekol'’ko zmien v procese. Po vykonani tychto zmien d’alsi vyber 10
kotacov obsahuje 8 kotucov bez defektu. Podporuji data tvrdenie, ze novy proces je lepsi ako
stary? Pouzime Groven vyznamnosti a =0,10.

Vypocitame P-hodnotu, aby sme odpovedali na tito otazku. V naSom priklade x, =8,

n,=n,=10 a y=8+4=12. Hodnoty x,, ktoré su viac extrémne ako 8, su 9 a 10. Preto

8 )\ 2
P(X, =8|12 4no) = ~—<~—%=10,0750
20
10
9 )1
P(X, =9|12 4no) = ~—~~—~%=10,0095
20
10
12\(2
, 10){0
P(X, =10[12 4no) = T 0,0003
Potom P-hodnota je P =0,0750+0,0095+0,0003=0,848. Teda na trovni vyznamnosti
a =0,10 nulovl hypotézu zamietame a tvrdime, Ze zmeny navrhnuté inziniermi zlepsili vy-
nos procesu.

Tento postup testovania sa niekedy nazyva Fisherov-Irwinov test. Pretoze tento test
zavisi od predpokladu, ze X, + X, je stanoveny na nejakd hodnotu, niektori Statistici argu-

mentuji proti pouzitiu testu, ked” X, +X, nie je v skutoCnosti stanoveny. Samozrejme
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X, +X, nie je stanoveny vyberovym postupom v naSom pripade. AvSak, pretoze neexistujl

ziadne iné lepSie konkurencné postupy, Fisherov-Irwinov test sa ¢asto pouziva bez ohl'adu na
to, ¢i je alebo nie je X, + X, stanoveny vopred.

8.6.3 Chyba 2. druhu a vol’ba rozsahu vyberu

Vypocet pravdepodobnosti chyby 2. druhu S pre test hypotézy H,: p, = p, je trochu
zlozitejsi, ako v pripade jedného vyberu. Problém je ten, Ze menovatel’ testovacej Statistiky
Z, je odhad smerodajnej odchylky Statistiky 151 —132 za predpokladu, ze p, = p, = p. Ked nu-
lové hypotéza H, : p, = p, nie je spravna, odhad smerodajnej odchylky Statistiky 151 - 132 je

0-131_162 :\/pl(l_pl)+p2(1_p2) (8.30)

nl n2
Pre dvojstrannu alternativnu hypotézu je

k,JBg(/n +1/m) - (p, —pz)]_

A-p,

p-0)

> ~k PG/, +1/n,) = (p, = p,) 831)
Th-p,
kde
1- 1- .
ﬁ=n1p1+n2p2’q=nl( pl)+n2( p2) aaﬁ_ﬁ Jedanév(828)
n, +n, n,+n, e
Pre alternativnu hypotézu H, : p, < p, je
—k, \pqg(l/n,+1/n,)—(p, -
B=1-@ Za\/p‘I( n, n,) —(p,—p,) (8.32)
Th-p,
a pre alternativnu hypotézu H, : p, > p, je
k,,\pqg(1/n +1/n,)—(p, —
b 2N PG/ 1 +1/n) = (p, = p,) (833)
i1,

Pre stanovené dvojice hodnot p, a p, mdzeme ndjst’ rozsah vyberu n, =n, =n pozadovany

pre test na Grovni vyznamnosti o, ktory ma stanovent pravdepodobnost’ chyby 2. druhu £.
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Pre dvojstrannu alternativnu hypotézu je spolo¢ny rozsah vyberu dany vztahom

o [ka\/(pl + )4 +42)/ 2 + ko Pids + pag Jz (834)
PP,
kde n,=n,=n, q =1-p,aq,=1-p,.
Pre jednostrannu alternativnu hypotézu je spolo¢ny rozsah vyberu dany vztahom
o (kzm/(pl + )G+ 0)/ 2+ ko iy + Pags JZ (835)
PP,

kde n,=n,=n, ¢, =1-p aq,=1-p,.

8.6.4 Interval spoPahlivosti pre p, —p,

Interval spolahlivosti pre p, — p, moZeme najst’ priamo pomocou Statistiky

ﬁl _Pz _(p] _pz)
\/pl(l_pl) n p,(1-p,)

n n,

s rozdelenim N(0,1). Teda P(—k,<Z <k )~1-a, z ¢oho po dosadeni za Z a ipravou do-

staneme 100(1 — )% dvojstranny interval spolahlivosti pre p, — p,.

Definicia intervalu spol’ahlivosti pre p, — p,

Ked p, a p, su hodnoty vyberovych podielov z dvoch nezévislych ndhodnych vyberov
orozsahoch n, a n,, ktoré patria do prislusnej triedy zdujmu, potom 100(1 - )% interval

spolahlivosti pre skuto¢ny rozdiel p, — p, je

~ ~ [31(1_[31) [32(1_[32)
- -k + <
(pl pZ) a\/ I’ll n2

T3 13
Spl—pzﬁ(ﬁl—ﬁz)+ka\/pl( ), 24 p,) (8.36)
n, n,

kde £, je kritick4 rozdelenia N(0,1).
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Priklad 8.16

V ndhodnom vybere zo zakladné¢ho stboru 100 kl'ukovych hriadel'ov automobilového
motora, 12 ma kvalitu povrchu, ktord je drsnejSia, ako dovol'uju Specifikacie. Hodnota bodo-
vého odhadu podielu hriadel'ov v zdkladnom subore, ktoré prekracuju drsnost’ danu Specifika-
ciami, je p, =12/100=0,12. Predpokladajme, ze sa urobila zmena v procese povrchovej
upravy. V druhom ndhodnom vybere sme ziskali tiez 100 kl'ukovych hriadel'ov, z ktorych 9
ma drsnejsi povrch, ako dovol'uja Specifikacie. Hodnota bodového odhadu podielu hriadel'ov
v druhom zdkladnom subore, ktor¢ prekracuji drsnost danu Specifikdciami, je
P, =9/100=0,09. Chceme ziskat’ priblizny 95 % interval spolahlivosti pre rozdiel
v podieloch defektnych hriadel'ov vyrobenych v dvoch procesoch.

Vypocet urobime tak, Ze do vztahu (8.36) dosadime tieto hodnoty n, =n, =100,

=012, p,=0,09 a ko =1,96:

0,12-(1-0,12) 0,09-(1-0,09) _
100 100 B

(0,12—0,09)—1,96-\/

0,12-(1-0.12) 0,09-(1-0,09)
100 100

<p, - p, £(0,12—0,09)+1,96-\/

Upravujeme
0,03-1,96-4/10,56+8,19 < p, — p, £0,03+1,96-4/10,56 + 8,19
0,03-8,487 < p, — p, <0,03 + 8,487
Po tprave sme dostali
-8,457< p, — p, <8,517

Tento interval obsahuje nulu, ¢o znamena, Ze na zaklade vyberovych dat sa zda nepravdepo-
dobné, Ze zmeny vykonané v procese povrchovej Upravy zniZzili podiel vyrobenych kl'ukovych
hriadel’'ov, ktoré prekracuji drsnost’ danu Specifikdciami.
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Prilohy

DISTRIBUCNA FUNKCIA

NORMOVANEHO NORMALNEHO ROZDELENIA

@) A
1-D(2)
1 F(x)=@(z), kde z=>"#
% / ?(2) 2
@(z)=_je 2 dt
D(—=2) N \/E—oo
~Z 0 z z

z o[z] z dz] z o(z] z d[z] z ¢lz]

0. 0.50000 0.3 0.61791 0.6 0.72575 0.9 0.81594 1.2 0.88493
0.01  0.50399  0.31  0.62172  0.61  0.72907 0.91  0.81859  1.21  0.88686
0.02  0.50798  0.32  0.62552  0.62  0.73237  0.92  0.82121  1.22  0.88877
0.03  0.51197  0.33  0.62930 0.63  0.73565  0.93  0.82381  1.23  0.89065
0.04  0.51595  0.34  0.63307 0.64  0.73891  0.94  0.82639  1.24  0.89251
0.05  0.51994  0.35  0.63683  0.65  0.74215  0.95  0.82894  1.25  0.89435
0.06  0.52392  0.36  0.64058  0.66  0.74537  0.96  0.83147 1.26  0.89617
0.07  0.52790  0.37  0.64431  0.67  0.74857  0.97  0.83398  1.27  0.89796
0.08  0.53188  0.38  0.64803  0.68  0.75175 0.98  0.83646  1.28  0.89973
0.09  0.53586  0.39  0.65173  0.69  0.75490  0.99  0.83891  1.29  0.90147
0.1 0.53983 0.4 0.65542 0.7 0.75804 1, 0.84134 1.3 0.90320
0.11 0.54380 0.41 0.65910 0.71 0.76115 1.01 0.84375 1.31 0.90490
0.12 0.54776 0.42 0.66276 0.72 0.76424 1.02 0.84614 1.32 0.90658
0.13 0.55172 0.43 0.66640 0.73 0.76730 1.03 0.84849 1.33 0.90824
0.14 0.55567 0.44 0.67003 0.74 0.77035 1.04 0.85083 1.34 0.90988
0.15 0.55962 0.45 0.67364 0.75 0.77337 1.05 0.85314 1.35 0.91149
0.16 0.56356 0.46 0.67724 0.76 0.77637 1.06 0.85543 1.36 0.91309
0.17 0.567489 0.47 0.68082 0.77 0.77935 1.07 0.85769 1.37 0.91466
0.18 0.57142 0.48 0.68435 0.78 0.78230 1.08 0.859893 1.38 0.91621
0.19 0.57535 0.45 0.68793 0.79 0.78524 1.09 0.86214 1.39 0.91774
0.2 0.57926 0.5 0.69146 0.8 0.78814 1.1 0.86433 1.4 0.91924
0.21  0.58317  0.51  0.69497  0.81  0.79103  1.11  0.86650  1.41  0.92073
0.22  0.58706  0.52  0.69847  0.82  0.79389  1.12  0.86864  1.42  0.92220
0.23  0.59095  0.53  0.70194  0.83  0.79673  1.13  0.87076  1.43  0.92364
0.24  0.59483  0.54  0.70540  0.84  0.79955 1.14  0.87286  1.44  0.92507
0.25  0.59871  0.55  0.70884  0.85  0.80234  1.15  0.87493  1.45  0.92647
0.26  0.60257  0.56  0.71226  0.86  0.80511 1.16  0.87698  1.46  0.92785
0.27  0.60642  0.57  0.71566  0.87  0.80785  1.17  0.87900  1.47  0.92922
0.28  0.61026  0.58  0.71904  0.88  0.81057 1.18  0.88100 1.48  0.93056
0.29  0.61409  0.59  0.72240  0.89  0.81327  1.19  0.88298  1.49  0.93189
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z ¢[z] z $lz] z ¢[z] z $lz] z ¢[z]
1.5 0.93319 1.8 0.96407 2.1 0.98214 2.4 0.99180 2.7 0.99653
1.51 0.93448 1.81 0.96485 2.11 0.98257 2.41 0.99202 2.71 0.99664
1.52 0.93574 1.82 0.96562 2.12 0.98300 2.42 0.99224 2.72 0.99674
1.53 0.93699 1.83 0.96638 2.13 0.98341 2.43 0.99245 2.73 0.99683
1.54 0.93822 1.84 0.96712 2.14 0.98382 2.44 0.99266 2.74 0.99693
1.55 0.93943 1.85 0.96784 2.15 0.98422 2.45 0.99286 2.75 0.99702
1.56 0.94062 1.86 0.96856 2.16 0.98461 2.46 0.993205 2.76 0.99711
1.57 0.94179 1.87 0.96926 2.17 0.98500 2.47 0.99324 2.77 0.99720
1.58 0.94295 1.88 0.96995 2.18 0.98537 2.48 0.99343 2.78 0.99728
1.59 0.94408 1.89 0.97062 2.19 0.98574 2.49 0.99361 2.79 0.99736
1.6 0.94520 1.9 0.97128 2.2 0.98610 2.5 0.99279 2.8 0.99744
1.61 0.94630 1.91 0.97193 2.21 0.98645 2.51 0.99296 2.81 0.99752
1.62 0.94738 1.92 0.97257 2.22 0.98679 2.52 0.99413 2.82 0.99760
1.63 0.94845 1.93 0.97320 2.23 0.98713 2.53 0.99430 2.83 0.99767
1.64 0.94950 1.94 0.97381 2.24 0.98745 2.54 0.99446 2.84 0.99774
1.65 0.95053 1.95 0.97441 2.25 0.98778 2.55 0.99461 2.85 0.99781
1.66 0.95154 1.96 0.97500 2.26 0.98809 2.56 0.99477 2.86 0.99788
1.67 0.95254 1.97 0.97558 2.27 0.98840 2.57 0.99492 2.87 0.99795
1.68 0.95352 1.98 0.97615 2.28 0.98870 2.58 0.99506 2.88 0.99801
1.69 0.95449 1.99 0.97670 2.29 0.98899 2.59 0.99520 2.89 0.99807
1.7 0.95543 2. 0.97725 2.3 0.98928 2.6 0.99534 2.9 0.99813
1.71 0.95637 2.01 0.97778 2.31 0.98956 2.61 0.99547 2.91 0.99819
1.72 0.95728 2.02 0.97831 2.32 0.98983 2.62 0.99560 2.902 0.99825
1.73 0.95818 2.03 0.97882 2.33 0.99010 2.63 0.99573 2.93 0.99831
1.74 0.95907 2.04 0.97932 2.34 0.99036 2.64 0.99585 2.94 0.99836
1.75 0.95994 2.05 0.97982 2.35 0.99061 2.65 0.99598 2.95 0.99841
1.76 0.96080 2.06 0.98030 2.36 0.99086 2.66 0.99609 2.96 0.99846
1.77 0.96164 2.07 0.98077 2.37 0.99111 2.67 0.99621 2.97 0.99851
1.78 0.96246 2.08 0.98124 2.38 0.99134 2.68 0.99632 2.98 0.99856
1.79 0.96327 2.09 0.98169 2.39 0.99158 2.69 0.99643 2.99 0.99861
z ¢lz] z ¢lz] z ®[z] zZ ¢lz] z ¢lz]
3. 0.99865 3.5 0.99977 4. 0.99996833 4.5 0.99999660 5. 0.99999971
3.1  0.99%03 3.6 0.99984 4.1 0.99907934 4.6 0.99999789 5.1  0.99999983
3.2 0.99831 3.7 0.9998% 4.2  0.999098665 4.7  0.899998870 5.2  0.859999990
3.3 0.99852 3.8 0.99993 4.3  0.99999146 4.8 0.99999921 5.3  0.99999994
3.4 0.99966 3.9 0.99995 4.4 0.99999459 4.9  0.99999952 5.4  0.99999997
3.5 0.99977 4. 0.99997 4.5 0.99999660 5. 0.99999971 5.5 0.99999998
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KRITICKE HODNOTY NORMALNEHO ROZDELENIA

A
o/2 o2
1-a P(|X|>k,)=a
—k, 0 k,

a ke a k. a k,
0,002 3,090 0,042 2,034 0,082 1,739
0,004 2,878 0,044 2,014 0,084 1,728
0,006 2,748 0,046 2,995 0,086 1,717
0,008 2,652 0,048 1,977 0,088 1,706
0,010 2,576 0,050 1,960 0,090 1,695
0,012 2,512 0,052 1,943 0,092 1,685
0,014 2,457 0,054 1,927 0,094 1,675
0,016 2,409 0,056 1,911 0,096 1,665
0,018 2,366 0,058 1,896 0,098 1655
0,020 2,326 0,060 1,881 0,100 1,645
0,022 2,290 0,062 1,866 0,110 1,598
0,024 2,257 0,064 1,852 0,120 1,555
0,026 2,226 0,066 1,838 0,130 1,514
0,028 2,197 0,068 1,825 0,140 1,476
0,030 2,170 0,070 1,812 0,150 1,440
0,032 2,144 0,072 1,799 0,160 1,405
0,034 2,120 0,074 1,787 0,170 1,372
0,036 2,097 0,076 1,774 0,180 1,341
0,038 2,075 0,078 1,762 0,190 1,311
0,040 2,054 0,080 1,751 0,200 1,282
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KRITICKE HODNOTY ¢- ROZDELENIA (Studentovho)

“3 1Ia v? P(‘T‘>t(v,a)):a
—t(v,a) 0 t(v,a) g

v a=0,20 a=10,10 a=0,05 a=0,02 a=10,01
1 3,08 6,314 12,706 31,821 63,657
2 1,886 2,920 4,303 6,965 6,925
3 1,638 2,353 3,182 4,541 5,841
4 1,533 2,132 2,776 3,747 4,604
5 1,476 2,015 2,571 3,365 4,032
6 1,440 1,943 2,447 3,143 3,707
7 1,415 1,895 2,365 2,998 3,499
8 1,397 1,860 2,306 2,896 3,355
9 1,383 1, 833 2,262 2,821 3,250
10 1,372 1,812 2,228 2,764 3,169
11 1,363 1, 796 2,201 2,718 3,106
12 1,356 1,782 2,179 2,681 3,055
13 1,350 1,771 2,160 2,650 3,012
14 1,345 1,761 2,145 2,624 2,977
15 1,341 1,753 2,131 2,602 2,947
16 1,337 1,746 2,120 2,583 2,921
17 1,333 1,740 2,110 2,567 2,898
18 1,330 1,734 2,101 2,552 2,878
19 1,328 1,729 2,093 2,539 2,861
20 1,325 1,725 2,086 2,528 2,845
21 1,323 1,721 2,080 2,518 2,831
22 1,321 1,717 2,074 2,508 2,819
23 1,319 1,714 2,069 2,500 2,807
24 1,318 1,711 2,064 2,492 2,797
25 1,316 1,708 2,060 2,485 2,787
26 1,315 1,706 2,056 2,479 2,779
27 1,314 1,703 2,052 2,473 2,771
28 1,313 1,701 2,048 2,467 2,763
29 1,311 1,699 2,045 2,462 2,756
30 1,310 1,697 2,042 2,457 2,750
40 1,303 1,684 2,021 2,426 2,704
60 1,296 1,671 2,000 2,390 2,660
120 1,289 1,658 1,980 2,358 2,617
0 1,282 1,645 1,960 2,326 2,576
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KRITICKE HODNOTY )(2 - ROZDELENIA

P(X2 >;(2(V,a)):a

- «
0 (v, a)
va 0,995 0,990 0,975 0,950 0,900 | 0,100 | 0,050 | 0,025 | 0,010 | 0,005
1 0,0002 0,0010 0,0039 | 0,0158 2,71 3,84 5,02 6,63 7,88
2 0,0100 | 0,0201 0,0506 0,1030 | 0,2110 4,61 5,99 7,38 9,21 10,60
3 0,0717 | 0,1150 0,2160 0,3250 | 0,5840 6,25 7,82 9,35 | 11,30 | 12,80
4 0,2070 | 0,2970 0,4840 0,7110 1,0600 7,78 9,49 | 11,10 | 13,30 | 14,90
5 0,4120 | 0,5540 0,8310 1,1500 1,6100 9,24 11,10 | 12,80 | 15,10 | 16,70
6 0,6760 | 0,8720 1,2400 1,6400 | 2,2000 | 10,60 | 12,60 | 14,40 | 16,80 | 18,50
7 0,9890 1,2400 1,6900 2,1700 | 2,8300 | 12,00 | 14,10 | 16,00 | 18,50 | 20,30
8 1,3400 1,6500 2,1800 2,7300 | 3,4900 | 13,40 | 15,50 | 17,50 | 20,10 | 22,00
9 1,7300 | 2,0900 | 2,7000 | 3,3300 | 4,1700 | 14,70 | 16,90 | 19,00 | 21,70 | 23,60
10 | 2,1600 | 2,5600 | 3,2500 | 3,9400 | 4,8700 | 16,00 | 18,30 | 20,50 | 23,20 | 25,20
11 | 2,6000 | 3,0500 | 3,8200 | 4,5700 | 5,5800 | 17,30 | 19,70 | 21,90 | 24,70 | 26,80
12 | 3,0700 | 3,5700 | 4,4000 | 5,2300 | 6,3000 | 18,50 | 21,00 | 23,30 | 26,20 | 28,30
13 | 3,5700 | 4,1100 | 5,0100 | 5,8900 | 7,0400 | 19,80 | 22,40 | 24,70 | 27,70 | 29,80
14 | 4,0700 | 4,6600 | 5,6300 | 6,5700 | 7,7900 | 21,10 | 23,70 | 26,10 | 29,10 | 31,30
15 | 4,6000 | 5,2300 | 6,2600 | 7,2600 | 8,5500 | 22,30 | 25,00 | 27,50 | 30,60 | 32,80
16 | 5,1400 | 5,8100 | 6,9100 | 7,9600 | 9,3100 | 23,50 | 26,30 | 28,80 | 32,00 | 34,30
17 | 5,7000 | 6,4100 | 7,6500 | 8,6700 | 10,1000 | 24,80 | 27,60 | 30,20 | 33,40 | 35,70
18 | 6,2600 | 7,0100 | 8,2300 | 9,3900 | 10,9000 | 26,00 | 28,90 | 31,50 | 34,80 | 37,20
19 | 6,8400 | 7,6300 | 8,9100 | 10,1000 | 11,7000 | 27,20 | 30,10 | 32,90 | 36,20 | 38,60
20 | 7,4300 | 8,2600 | 9,5900 | 10,9000 | 12,4000 | 28,40 | 31,40 | 34,20 | 37,60 | 40,00
21 8,0300 | 8,9000 | 10,3000 | 11,6000 | 13,2000 | 29,60 | 32,70 | 35,50 | 38,90 | 41,40
22 8,6400 | 9,5400 | 11,0000 | 12,3000 | 14,0000 | 30,80 | 33,90 | 36,80 | 40,30 | 42,80
23 | 9,2600 | 10,2000 | 11,7000 | 13,1000 | 14,8000 | 32,00 | 35,20 | 38,10 | 41,60 | 44,20
24 | 9,8900 | 10,9000 | 12,4000 | 13,8000 | 15,7000 | 33,20 | 36,40 | 39,40 | 43,00 | 45,60
25 | 10,5000 | 11,5000 | 13,1000 | 14,6000 | 16,5000 | 34,40 | 37,70 | 40,60 | 44,30 | 46,90
26 | 11,2000 | 12,2000 | 13,8000 | 15,4000 | 17,3000 | 35,50 | 38,90 | 41,90 | 45,60 | 48,30
27 | 11,8000 | 12,9000 | 14,6000 | 16,2000 | 18,1000 | 36,70 | 40,10 | 43,20 | 47,00 | 49,60
28 | 12,5000 | 13,6000 | 15,3000 | 16,9000 | 18,9000 | 37,90 | 41,30 | 44,50 | 48,30 | 51,00
29 | 13,1000 | 14,3000 | 16,0000 | 17,7000 | 19,8000 | 39,10 | 42,60 | 45,70 | 49,60 | 52,30
30 | 13,8000 | 15,0000 | 16,8000 | 18,5000 | 20,6000 | 40,30 | 43,80 | 47,00 | 50,90 | 53,70
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KRITICKE HODNOTY F - ROZDELENIA (Fisherovho — Snedecorovho)

A

0

\J

P(F>f(v,v,,a))=a

a=0,01

4

5

7

8

9

10

11

12

15,977020

15,52186

15,206860

14,975760

14,798890

14,65913

14,545900

14,452280

14,373590

11,391930

10,96702

10,672250

10,455510

10,289310

10,15776

10,051020

9,962648

9,888275

9,148301

8,745895

8,466125

8,259995

8,101651

7,976121

7,874119

7,789570

7,718333

7,846645

7,460435

7,191405

6,992833

6,840049

6,718752

6,620063

6,538166

6,469091

7,006077

6,631825

6,370681

6,177624

6,028870

5,910619

5,814294

5,734275

5,666719

6,422085

6,056941

5,801770

5,612865

5,467123

5,351129

5,256542

5,177890

5,111431

5,994339

5,636326

5,385811

5,200121

5,056693

4,942421

4,849147

4,771518

4,705870

5,668300

5,316009

5,069210

4,886072

4,744468

4,631540

4,539282

4,462436

4,397401

5,411951

5,064343

4,820574

4,639502

4,499365

4,387510

4,296054

4,219820

4,155258

5,205330

4,861621

4,620363

4,440997

4,302062

4,191078

4,100267

4,024518

3,960326

5,035378

4,694964

4,455820

4,277882

4,139946

4,029680

3,939396

3,864039

3,800141

4,893210

4,555614

4,318273

4,141546

4,004453

3,894788

3,804940

3,729902

3,666240

4,772578

4,437420

4,201634

4,025947

3,889572

3,780415

3,690931

3,616157

3,552687

4,668968

4,335939

4,101505

3,926719

3,790964

3,682242

3,593066

3,518512

3,455198

4,579036

4,247882

4,014637

3,840639

3,705422

3,597074

3,508162

3,433793

3,370608

4,500258

4,170767

3,938573

3,765269

3,630525

3,522503

3,433817

3,359605

3,296527

4,430690

4,102685

3,871427

3,698740

3,564412

3,456676

3,368186

3,294108

3,231120

4,368815

4,042144

3,811725

3,639590

3,505632

3,398147

3,309830

3,235867

3,172953

4,313429

3,987963

3,758301

3,586660

3,453034

3,345773

3,257606

3,183742

3,120891

4,263567

3,939195

3,710218

3,539024

3,405695

3,298634

3,210599

3,136822

3,074025

4,218445

3,895070

3,666717

3,495928

3,362867

3,255985

3,168069

3,094367

3,031615

4,177420

3,854957

3,627174

3,456754

3,323937

3,217217

3,129406

3,055771

2,993056

4,139960

3,818336

3,591075

3,420993

3,288399

3,181824

3,094108

3,020530

2,957848

4,105622

3,784770

3,557991

3,388219

3,255827

3,149385

3,061754

2,988228

2,925573

4,074032

3,753895

3,527559

3,358073

3,225868

3,119547

3,031992

2,958512

2,895881

4,044873

3,725399

3,499475

3,330252

3,198219

3,092009

3,004524

2,931084

2,868472

4,017877

3,699019

3,473477

3,304499

3,172624

3,066516

2,979094

2,905690

2,843095




236

Prilohy

a=0,01

4

5

6

7

8

9

10

11

12

3,992811

3,674528

3,449341

3,280591

3,148863

3,042849

2,955484

2,882112

2,819532

3,969477

3,651731

3,426876

3,258338

3,126746

3,020818

2,933506

2,860163

2,797595

3,947701

3,630458

3,405914

3,237573

3,106108

3,000261

2,912997

2,839680

2,777122

3,927333

3,610562

3,386309

3,218154

3,086807

2,981033

2,893814

2,820521

2,757971

3,908241

3,591914

3,367935

3,199952

3,068716

2,963012

2,875833

2,802561

2,740018

3,890308

3,574399

3,350677

3,182858

3,051726

2,946086

2,858945

2,785692

2,723155

3,873433

3,557918

3,334440

3,166774

3,035738

2,930159

2,843053

2,769817

2,707284

3,857524

3,542383

3,319133

3,151612

3,020668

2,915145

2,828072

2,754851

2,692322

3,842502

3,527713

3,304681

3,137296

3,006438

2,900968

2,813925

2,740719

2,678192

3,828294

3,513840

3,291012

3,123757

2,992981

2,887560

2,800545

2,727352

2,664827

3,814835

3,500699

3,278067

3,110934

2,980234

2,874861

2,787871

2,714690

2,652167

3,802069

3,488235

3,265787

3,098771

2,968144

2,862814

2,775850

2,702679

2,640156

3,789942

3,476396

3,254125

3,087218

2,956661

2,851373

2,764431

2,691269

2,628747

3,778409

3,465137

3,243033

3,076232

2,945740

2,840491

2,753570

2,680418

2,617896

3,767427

3,454416

3232472

3,065771

2,935341

2,830129

2,743229

2,670084

2,607562

3,756957

3,444196

3,222404

3,055798

2,925427

2,820251

2,733369

2,660232

2,597709

3,746964

3,434442

3,212796

3,046281

2,915966

2,810823

2,723960

2,650829

2,588305

3,737417

3,425123

3,203617

3,037188

2,906927

2,801816

2,714969

2,641845

2,579319

3,728286

3,416211

3,194838

3,028492

2,898283

2,793202

2,706371

2,633253

2,570725

3,719545

3,407680

3,186434

3,020168

2,890008

2,784956

2,698139

2,625026

2,562497

3,680897

3,369962

3,149283

2,983369

2,853424

2,748497

2,661744

2,588651

2,526110

3,649047

3,338884

3,118674

2,953049

2,823280

2,718454

2,631751

2,558670

2,496116

3,622349

3,312836

3,093020

2,927638

2,798015

2,693272

2,606607

2,533535

2,470966

3,599647

3,290689

3,071209

2,906032

2,776533

2,671859

2,585226

2,512158

2,449575

3,580106

3,271628

3,052437

2,887437

2,758044

2,653429

2,566821

2,493756

2,431158

3,563110

3,255049

3,036111

2,871265

2,741964

2,637398

2,550812

2,477747

2,415136

3,548191

3,240499

3,021782

2,857072

2,727851

2,623328

2,536759

2,463695

2,401070

3,534992

3,227626

3,009106

2,844515

2,715364

2,610879

2,524326

2,451260

2,388623

3,523230

3,216156

2,997811

2,833327

2,704238

2,599787

2,513246

2,440179

2,377530

100

3,512684

3,205872

2,987684

2,823295

2,694263

2,589841

2,503311

2,430242

2,367582

105

3,503174

3,196599

2,978553

2,814250

2,685268

2,580872

2,494352

2,421281

2,358610

110

3,494555

3,188194

2,970278

2,806052

2,677115

2,572743

2,486232

2,413158

2,350478

115

3,486707

3,180542

2,962743

2,798588

2,669692

2,565341

2,478838

2,405762

2,343072

120

3,479531

3,173545

2,955854

2,791764

2,662906

2,558574

2,472077

2,398999

2,336300

125

3,472945

3,167124

2,949531

2,785500

2,656676

2,552362

2,465871

2,392791

2,330083

129

3,468053

3,162354

2,944835

2,780848

2,652050

2,547748

2,461261

2,388179

2,325465
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24
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40

50

60

80

100

14,19820

14,01961

13,92906

13,83766

13,74538

13,68958

13,65220

13,60526

13,57699

9,722219

9,552646

9,466471

9,379329

9,291189

9,237811

9,202015

9,157029

9,129907

7,558994

7,395832

7,312721

7,228533

7,143222

7,091475

7,056737

7,013037

6,986667

6,314331

6,155438

6,074319

5,992010

5,908449

5,857682

5,823566

5,780605

5,754657

5,515125

5,359095

5,279264

5,198130

5,115610

5,065398

5,031618

4,989038

4,963296

4,962078

4,807995

4,728998

4,648582

4,566649

4,516715

4,483087

4,440656

4,414980

4,558140

4,405395

4,326929

4,246933

4,165287

4,115452

4,081855

4,039422

4,013719

4,250867

4,099046

4,020910

3,941132

3,859573

3,809716

3,776071

3,733533

3,707744

4,009619

3,858433

3,780485

3,700789

3,619181

3,569222

3,535473

3,492763

3,466845

3,815365

3,664609

3,586753

3,507042

3,425293

3,375176

3,341287

3,298357

3,272282

3,655697

3,505222

3,427387

3,347596

3,265641

3,215328

3,181274

3,138094

3,111842

3,522194

3,371892

3,294029

3,214110

3,131906

3,081371

3,047135

3,003683

2,977242

3,408947

3,258737

3,180811

3,100733

3,018248

2,967476

2,933046

2,889308

2,862669

3,311694

3,161518

3,083502

3,003241

2,920458

2,869437

2,834806

2,790774

2,763932

3,227286

3,077097

2,998974

2,918516

2,835420

2,784144

2,749309

2,704978

2,677930

3,153343

3,003109

2,924866

2,844201

2,760786

2,709251

2,674211

2,629578

2,602323

3,088041

2,937735

2,859363

2,778485

2,694749

2,642954

2,607708

2,562774

2,535313

3,029951

2,879556

2,801050

2,719955

2,635896

2,583844

2,548393

2,503160

2,475492

2,977946

2,827447

2,748802

2,667490

2,583111

2,530803

2,495149

2,449619

2,421747

2,931118

2,780504

2,701720

2,620191

2,535496

2,482935

2,447081

2,401258

2,373184

2,888732

2,737997

2,659072

2,577329

2,492321

2,439512

2,403461

2,357349

2,329076

2,850186

2,699325

2,620260

2,538305

2,452990

2,399937

2,363691

2,317296

2,288826

2,814982

2,663991

2,584787

2,502624

2,417007

2,363715

2,327279

2,280604

2,251941

2,782703

2,631580

2,552239

2,469872

2,383960

2,330434

2,293812

2,246863

2,218009

2,753000

2,601744

2,522268

2,439701

2,353501

2,299745

2,262941

2,215723

2,186682

2,725577

2,574188

2,494579

2,411817

2,325335

2,271355

2,234372

2,186890

2,157666

2,700180

2,548659

2,468921

2,385967

2,299211

2,245012

2,207854

2,160114

2,130710

2,676594

2,524942

2,445077

2,361937

2,274913

2,220500

2,183171

2,135178

2,105597

2,654632

2,502850

2,422861

2,339539

2,252253

2,197632

2,160136

2,111895

2,082141

2,634132

2,482222

2,402111

2,318613

2,231072

2,176247

2,138588

2,090105

2,060180

2,614952

2,462916

2,382687

2,299016

2,211227

2,156203

2,118384

2,069664

2,039573

2,596969

2,444810

2,364466

2,280626

2,192595

2,137377

2,099403

2,050450

2,020195

2,580074

2,427794

2,347337

2,263334

2,175068

2,119661

2,081534

2,032354

2,001938

2,564172

2,411773

2,331207

2,247044

2,158548

2,102957

2,064681

2,015278

1,984705

2,549177

2,396662

2,315989

2,231671

2,142952

2,087180

2,048759

1,999138

1,968411

2,535014

2,382385

2,301608

2,217140

2,128202

2,072255

2,033692

1,983858

1,952979

2,521616

2,368876

2,287998

2,203382

2,114232

2,058113

2,019411

1,969368

1,938341
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20

24

30

40

50
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80

100

2,508922

2,356074

2,275097

2,190338

2,100981

2,044695

2,005857

1,955609

1,924436

2,496878

2,343924

2,262851

2,177953

2,088394

2,031944

1,992974

1,942526

1,911210

2,485436

2,332378

2,251211

2,166177

2,076423

2,019813

1,980713

1,930069

1,898612

2,474552

2,321392

2,240134

2,154968

2,065022

2,008257

1,969029

1,918193

1,886599

2,464185

2,310926

2,229580

2,144285

2,054151

1,997234

1,957883

1,906859

1,875129

2,454300

2,300945

2,219512

2,134091

2,043775

1,986709

1,947237

1,896028

1,864166

2,444863

2,291414

2,209897

2,124354

2,033860

1,976649

1,937058

1,885669

1,853677

2,435846

2,282305

2,200705

2,115043

2,024376

1,967023

1,927316

1,875749

1,843630

2,427220

2,273589

2,191910

2,106132

2,015295

1,957803

1,917982

1,866242

1,833997

2,418961

2,265243

2,183485

2,097593

2,006592

1,948964

1,909032

1,857122

1,824753

2,382427

2,2283000

2,146180

2,059761

1,967989

1,909727

1,869272

1,816559

1,783606

2,352297

2,197806

2,115364

2,028479

1,936018

1,877187

1,836259

1,782816

1,749328

2,327023

2,172206

2,089479

2,002175

1,909099

1,849753

1,808397

1,754286

1,720305

2,305517

2,150410

2,067425

1,979748

1,886115

1,826304

1,784557

1,729835

1,695398

2,286997

2,131626

2,048411

1,960396

1,866260

1,806024

1,763920

1,708635

1,673777

2,270879

2,115271

2,031847

1,943526

1,848932

1,788309

1,745877

1,690072

1,654822

2,256726

2,100901

2,017288

1,928688

1,833677

1,772697

1,729964

1,673677

1,638062

2,244198

2,088176

2,004390

1,915536

1,820141

1,758834

1,715821

1,659088

1,623133

2,233031

2,076829

1,992884

1,903797

1,808050

1,746440

1,703168

1,646019

1,609745

100

2,223015

2,066646

1,982556

1,893254

1,797181

1,735292

1,691780

1,634242

1,597669

105

2,213979

2,057458

1,973234

1,883733

1,787360

1,725210

1,681474

1,623572

1,586719

110

2,205788

2,049125

1,964777

1,875093

1,778440

1,716047

1,672102

1,613860

1,576742

115

2,198327

2,041533

1,957070

1,867216

1,770302

1,707684

1,663542

1,604980

1,567613

120

2,191504

2,034588

1,950018

1,860005

1,762849

1,700018

1,655693

1,596830

1,559227

125

2,185240

2,028210

1,943540

1,853380

1,755996

1,692967

1,648469

1,589322

1,551495

129

2,180586

2,023471

1,938726

1,848454

1,750899

1,687720

1,643091

1,583728

1,545731
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4

5

6

7

8

9
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6,388233

6,256057

6,163132

6,094211

6,041044

5,998779

5,964371

5,935813

5,911729

5,192168

5,050329

4,950288

4,875872

4,818320

4,772466

4,735063

4,703967

4,677704

4,533677

4,387374

4,283866

4,206658

4,146804

4,099016

4,059963

4,027442

3,999935

4,120312

3,971523

3,865969

3,787044

3,725725

3,676675

3,636523

3,603037

3,574676

3,837853

3,687499

3,580580

3,500464

3,438101

3,388130

3,347163

3,312951

3,283939

3,633089

3,481659

3,373754

3,292746

3,229583

3,178893

3,137280

3,102485

3,072947

3,478050

3,325835

3,217175

3,135465

3,071658

3,020383

2,978237

2,942957

2,912977

3,356690

3,203874

3,094613

3,012330

2,947990

2,896223

2,853625

2,817930

2,787569

3,259167

3,105875

2,996120

2,913358

2,848565

2,796375

2,753387

2,717331

2,686637

3,179117

3,025438

2,915269

2,832098

2,766913

2,714356

2,671024

2,634650

2,603661

3,112250

2,958249

2,847726

2,764199

2,698672

2,645791

2,602155

2,565497

2,534243

3,055568

2,901295

2,790465

2,706627

2,640797

2,587626

2,543719

2,506806

2,475313

3,006917

2,852409

2,741311

2,657197

2,591096

2,537667

2,493513

2,456369

2,424660

2,964708

2,809996

2,698660

2,614299

2,547955

2,494291

2,449916

2,412561

2,380654

2,927744

2,772853

2,661305

2,576722

2,510158

2,456281

2,411702

2,374156

2,342067

2,895107

2,740058

2,628318

2,543534

2,476770

2,422699

2,377934

2,340210

2,307954

2,866081

2,710890

2,598978

2,514011

2,447064

2,392814

2,347878

2,309991

2,277581

2,840100

2,684781

2,572712

2,487578

2,420462

2,366048

2,320953

2,282916

2,250362

2,816708

2,661274

2,549061

2,463774

2,396503

2,341937

2,296696

2,258518

2,225831

2,795539

2,639999

2,527655

2,442226

2,374812

2,320105

2,274728

2,236419

2,203607

2,776289

2,620654

2,508189

2,422629

2,355081

2,300244

2,254739

2,216309

2,183380

2,758710

2,602987

2,490410

2,404728

2,337057

2,282097

2,236474

2,197929

2,164891

2,742594

2,586790

2,474109

2,388314

2,320527

2,265453

2,219718

2,181067

2,147926

2,727765

2,571886

2,459108

2,373208

2,305313

2,250131

2,204292

2,165540

2,132303

2,714076

2,558127

2,445259

2,359260

2,291264

2,235982

2,190044

2,151197

2,117869

2,701399

2,545386

2,432434

2,346342

2,278251

2,222874

2,176844

2,137908

2,104493

2,689628

2,533555

2,420523

2,334344

2,266163

2,210697

2,164580

2,125559

2,092063

2,678667

2,522538

2,409432

2,323171

2,254906

2,199355

2,153156

2,114054

2,080482

2,668437

2,512255

2,399080

2,312741

2,244396

2,188766

2,142488

2,103311

2,069665

2,658867

2,502635

2,389394

2,302982

2,234562

2,178856

2,132504

2,093254

2,059539

2,649894

2,493616

2,380313

2,293832

2,225340

2,169562

2,123140

2,083822

2,050040

2,641465

2,485143

2,371781

2,285235

2,216675

2,160829

2,114300

2,074956

2,041111

2,633532

2,477169

2,363751

2,277143

2,208518

2,152607

2,106054

2,066608

2,032703

2,626052

2,469650

2,356179

2,269512

2,200826

2,144853

2,098239

2,058734

2,024771

2,618988

2,462548

2,349027

2,262304

2,193559

2,137528

2,090856

2,051294

2,017276

2,612306

2,455831

2,342262

2,255485

2,186685

2,130597

2,083869

2,044253

2,010183

2,605975

2,449466

2,335852

2,249024

2,180107

2,124029

2,077248

2,037580

2,003459
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2,599969

2,443429

2,329771

2,242894

2,173989

2,117797

2,070965

2,031247

1,997078

2,594263

2,437693

2,323994

2,237070

2,168117

2,111875

2,064994

2,025229

1,991013

2,588836

2,432236

2,318498

2,231530

2,162530

2,106241

2,059313

2,019502

1,985242

2,583667

2,427040

2,313264

2,226253

2,157208

2,100873

2,053901

2,014046

1,979743

2,578739

2,422085

2,308273

2,221221

2,152133

2,095755

2,048739

2,008842

1,974498

2,574035

2,417356

2,303509

2,216417

2,147288

2,090868

2,043811

2,003873

1,969490

2,569540

2,412837

2,298956

2,211827

2,142658

2,086198

2,039101

1,999124

1,964702

2,565241

2,408514

2,294601

2,207436

2,138229

2,081730

2,034595

1,994580

1,960121

2,561124

2,404375

2,290432

2,203232

2,133988

2,077452

2,030279

1,990228

1,955734

2,557179

2,400409

2,286436

2,199202

2,129923

2,073351

2,026143

1,986056

1,951528

2,539689

2,382823

2,268717

2,181333

2,11189%4

2,055161

2,007792

1,967547

1,932863

2,525215

2,368270

2,254053

2,166541

2,096968

2,040098

1,992592

1,952212

1,917396

2,513040

2,356028

2,241716

2,154095

2,084407

2,027419

1,979796

1,939300

1,904370

2,502656

2,345586

2,231192

2,143478

2,073690

2,016601

1,968875

1,928278

1,893248

2,493696

2,336576

2,222110

2,134314

2,064439

2,00726

1,959445

1,918759

1,883642

2,485885

2,328721

2,214193

2,126324

2,056373

1,999115

1,95122

1,910456

1,875262

2,479015

2,321812

2,207229

2,119296

2,049276

1,991949

1,943984

1,903149

1,867886

2,472927

2,315689

2,201056

2,113067

2,042986

1,985595

1,937567

1,896669

1,861344

2,467494

2,310225

2,195548

2,107506

2,037370

1,979923

1,931838

1,890884

1,855503

100

2,462615

2,305318

2,190601

2,102513

2,032328

1,974829

1,926692

1,885687

1,850255

105

2,458210

2,300888

2,186134

2,098005

2,027774

1,970229

1,922045

1,880993

1,845515

110

2,454213

2,296868

2,182082

2,093913

2,023641

1,966054

1,917827

1,876732

1,841212

115

2,450571

2,293205

2,178387

2,090184

2,019874

1,962247

1,913982

1,872847

1,837288

120

2,447237

2,289851

2,175006

2,086770

2,016426

1,958763

1,910461

1,869290

1,833695

125

2,444174

2,286771

2,171900

2,083634

2,013257

1,955562

1,907226

1,866022

1,830394

129

2,441897

2,284481

2,169591

2,081303

2,010902

1,953182

1,904821

1,863592

1,827939




Prilohy

241

a=0,05

15

20

24

30

40

50

60

80

100

5,857805

5,802542

5,774389

5,745877

5,716998

5,699492

5,687744

5,672973

5,664064

4,618759

4,558131

4,527153

4,495712

4,463793

4,444406

4,431380

4,414982

4,405081

3,938058

3,874189

3,841457

3,808164

3,774286

3,753668

3,739797

3,722314

3,711745

3,510740

3,444525

3,410494

3,375808

3,340430

3,318856

3,304323

3,285983

3,274885

3,218406

3,150324

3,115240

3,079406

3,042778

3,020398

3,005303

2,986230

2,974674

3,006102

2,936455

2,900474

2,863652

2,825933

2,802843

2,787249

2,767522

2,755557

2,845017

2,774016

2,737248

2,699551

2,660855

2,637124

2,621077

2,600753

2,588412

2,718640

2,646445

2,608974

2,570489

2,530905

2,506587

2,490123

2,469246

2,456555

2,616851

2,543588

2,505482

2,466279

2,425880

2,401018

2,384166

2,362772

2,349753

2,533110

2,458882

2,420196

2,380334

2,339180

2,313811

2,296596

2,274716

2,261387

2,463003

2,387896

2,348678

2,308207

2,266350

2,240507

2,222950

2,200611

2,186988

2,403447

2,327535

2,287826

2,246789

2,204276

2,177985

2,160105

2,137331

2,123428

2,352223

2,275570

2,235405

2,193841

2,150711

2,123999

2,105813

2,082625

2,068455

2,307693

2,230354

2,189766

2,147708

2,103998

2,076888

2,058411

2,034828

2,020401

2,268622

2,190648

2,149665

2,107143

2,062885

2,035397

2,016643

1,992682

1,978010

2,234063

2,155497

2,114143

2,071186

2,026410

1,998561

1,979544

1,955221

1,940314

2,203274

2,124155

2,082454

2,039086

1,993819

1,965628

1,946358

1,921689

1,906554

2,175670

2,096033

2,054004

2,010248

1,964515

1,935997

1,916486

1,891483

1,876131

2,150778

2,070656

2,028319

1,984195

1,938018

1,909188

1,889445

1,864123

1,848559

2,128217

2,047638

2,005009

1,960537

1,913938

1,884809

1,864844

1,839213

1,823446

2,107673

2,026664

1,983760

1,938957

1,891955

1,862539

1,842360

1,816432

1,800468

2,088887

2,007471

1,964306

1,919188

1,871801

1,842111

1,821727

1,795512

1,779357

2,071642

1,989842

1,946428

1,901010

1,853255

1,823301

1,802719

1,776228

1,759888

2,055755

1,973590

1,929940

1,884236

1,836129

1,805922

1,785149

1,75839

1,741871

2,041071

1,958561

1,914686

1,868709

1,820263

1,789813

1,768857

1,741838

1,725146

2,027458

1,944620

1,900531

1,854293

1,805523

1,774838

1,753704

1,726435

1,709574

2,014804

1,931653

1,887360

1,840872

1,791790

1,760879

1,739574

1,712062

1,695037

2,003009

1,919561

1,875073

1,828345

1,778964

1,747835

1,726363

1,698616

1,681432

1,991990

1,908258

1,863582

1,816625

1,766956

1,735616

1,713984

1,686009

1,668670

1,981671

1,897669

1,852814

1,805636

1,755689

1,724147

1,702359

1,674162

1,656673

1,971988

1,887727

1,842701

1,795311

1,745097

1,713358

1,691420

1,663007

1,645371

1,962884

1,878375

1,833184

1,785591

1,735119

1,703190

1,681106

1,652484

1,634706

1,954308

1,869562

1,824213

1,776424

1,725703

1,693590

1,671365

1,642539

1,624621

1,946216

1,861242

1,815742

1,767764

1,716803

1,684511

1,662149

1,633125

1,615072

1,938568

1,853375

1,807729

1,759569

1,708376

1,675911

1,653416

1,624200

1,606014

1,931327

1,845925

1,800138

1,751803

1,700385

1,667753

1,645128

1,615724

1,597409

1,924463

1,838859

1,792937

1,744432

1,692797

1,660003

1,637252

1,607666

1,589224




242 Prilohy

a=0,05
¢!

v, 15 20 24 30 40 50 60 80 100
41 |1,917946|1,832149|1,786096 | 1,737427 | 1,685582 | 1,652631 | 1,629757 | 1,599993 | 1,581428
42 | 1,911751|1,825767|1,779588 | 1,730762 | 1,678713 | 1,645608 | 1,622615|1,592678 | 1,573993
43 |1,905855|1,819691 | 1,773391 | 1,724411 | 1,672165 | 1,638912| 1,615803 | 1,585696 | 1,566893
44 |1,900236|1,813898|1,767481 | 1,718354 | 1,665916 | 1,632518| 1,609296 | 1,579024 | 1,560106
45 |1,894875|1,808370|1,761839 | 1,712569 | 1,659945 | 1,626407 | 1,603075 | 1,572642 | 1,553612
46 |1,889755|1,803089 |1,756448|1,707039|1,654235| 1,620560 | 1,597122 | 1,566531 | 1,547390
47 |1,884859|1,798038 | 1,751291 | 1,701748 | 1,648769 | 1,614961 | 1,591417 | 1,560673 | 1,541425
48 | 1,8801751,793202 | 1,746353 | 1,696679 | 1,643530| 1,609593 | 1,585947 | 1,555053 | 1,535699
49 | 1,875687|1,788569 | 1,741620|1,691820| 1,638505| 1,604442 | 1,580697 | 1,549656 | 1,530199
50 |1,871384|1,784125|1,737080|1,687157|1,633682 | 1,599495 | 1,575654 | 1,544469 | 1,524911
55 |1,852280(1,764379 | 1,716893 | 1,666408 | 1,612191 | 1,577435 | 1,553142 | 1,521285|1,501251
60 | 1,836437(1,747984|1,700117|1,649141 |1,594273 | 1,559011 |1,534314|1,501853 | 1,481386
65 |1,823086 |1,734152|1,685951 |1,634544 | 1,579098 | 1,543385 | 1,518326 | 1,485316 | 1,464455
70 | 1,811681 |1,722325|1,673829|1,622040 | 1,566078 | 1,52996 |1,504572 |1,471064 | 1,449840
75 | 1,801825|1,712096 | 1,663338 | 1,611207 | 1,554782 | 1,518297 | 1,492612 | 1,458647 | 1,437090
80 |1,793222|1,703160 | 1,654168 | 1,601730 | 1,544887 | 1,508069 | 1,482111 | 1,447728 | 1,425862
85 |1,785647|1,695287 | 1,646084 | 1,593369 | 1,536147 | 1,499025 | 1,472817 | 1,438048 | 1,415896
90 |1,778927|1,688298 | 1,638904 | 1,585937 | 1,528369 | 1,490968 | 1,464531 | 1,429404 | 1,406986
95 |1,772924|1,682051 | 1,632483 | 1,579288 | 1,521402 | 1,483745| 1,457096 | 1,421637 | 1,398970
100 | 1,767530|1,676434|1,626708 | 1,573302 | 1,515125 | 1,477231 | 1,450386 | 1,414618 | 1,391720
105 | 1,762656 | 1,671357 | 1,621485 | 1,567886 | 1,509441 | 1,471327 | 1,444299 | 1,408244 | 1,385127
110 | 1,758230 | 1,666744 | 1,616739 | 1,562962 | 1,504268 | 1,465951 | 1,438753 | 1,402428 | 1,379106
115 | 1,754193 | 1,662536 | 1,612407 | 1,558465 | 1,499540 | 1,461034 | 1,433676 | 1,397099 | 1,373585
120 | 1,750497 | 1,658680 | 1,608437 | 1,554343 | 1,495202 | 1,456519 | 1,429013 | 1,392198 | 1,368503
125 | 1,747099 | 1,655135| 1,604786 | 1,550549 | 1,491208 | 1,452360 | 1,424714 | 1,387676 | 1,363808
129 |1,744573 | 1,652498 | 1,602069 | 1,547725 | 1,488234 | 1,449260 | 1,421509 | 1,384301 | 1,360303




Prilohy 243
Hodnoty k pre dvojstranny toleran¢ny interval
l1-a 0,90 0,95 0,99
" P 0,90 0,95 0,99 0,90 0,95 0,99 0,90 0,95 0,99
2 15,5124 | 18,2208 | 23,4235 | 31,0923 | 36,5192 | 46,7452 | 155,5690 | 182,7200 | 234,8769
3 5,7881 | 6,8233 | 8,8186 | 8,3060 | 9,7888 | 12,6471 | 18,7825 | 22,1308 | 28,5857
4 4,1571 | 49127 | 6,3722 | 5,3681 | 6,3411 | 8,2207 | 9.,4162 11,1178 | 14,4054
5 3,4993 | 4,1425 | 5,3868 | 4,2907 | 5,0769 | 6,5980 | 6,6550 7,8698 10,2201
6 3,1406 | 3,7226 | 4,8498 | 3,7326 | 4,4222 | 5,7578 | 5,3832 6,3735 8,2916
7 2,9128 | 3,4558 | 4,5085 | 3,3896 | 4,0196 | 5,2411 4,6576 5,5196 7,1907
8 2,7542 | 3,2699 | 4,2707 | 3,1561 | 3,7456 | 4,8893 | 4,1887 4,9677 6,4790
9 2,6368 | 3,1323 | 4,0945 | 2,9861 | 3,5459 | 4,6328 | 3,8602 4,5810 5,9802
10 2,5460 | 3,0258 | 3,9580 | 2,8564 | 3,3935 | 4,4370 | 3,6167 4,2942 5,6102
11 2,4734 | 2,9406 | 3,8488 | 2,7537 | 3,2728 | 4,2818 | 3,4286 4,0726 5,3242
12 2,4140 | 2,8707 | 3,7591 | 2,6703 | 3,1747 | 4,1556 | 3,2786 3,8959 5,0960
13 2,3643 | 2,8123 | 3,6840 | 2,6011 | 3,0932 | 4,0506 | 3,1561 3,7514 4,9093
14 2,3220 | 2,7625 | 3,6201 | 2,5425 | 3,0242 | 3,9617 | 3,0538 3,6309 4,7535
15 2,2855 | 2,7196 | 3,5649 | 2,4922 | 2,9650 | 3,8853 2,9672 3,5286 4,6212
16 2,2537 | 2,6821 | 3,5166 | 2,4486 | 2,9135 | 3,8189 | 2,8926 3,4406 4,5074
17 2,2257 | 2,6491 | 3,4741 | 2,4103 | 2,8684 | 3,7606 | 2,8278 3,3641 4,4084
18 2,2008 | 2,6197 | 3,4362 | 2,3764 | 2,8283 | 3,7089 | 2,7708 3,2968 4,3212
19 2,1785 | 2,5934 | 3,4122 | 2,3461 | 2,7926 | 3,6626 | 2,7203 3,2371 4,2439
20 2,1584 | 2,5697 | 3,3716 | 2,3188 | 2,7604 | 3,6210 | 2,6752 3,1838 4,1748
21 2,1401 | 2,5482 | 3,3437 | 2,2942 | 2,7313 | 3,5834 | 2,6347 3,1359 4,1126
22 2,1235 | 2,5285 | 3,3183 | 2,2718 | 2,7048 | 3,5490 | 2,5979 3,0924 4,0563
23 2,1083 | 2,5105 | 3,2951 | 2,2516 | 2,6806 | 3,5177 | 2,5645 3,0529 4,0050
24 2,0943 | 2,4940 | 3,2736 | 2,2325 | 2,6583 | 3,4888 | 2,5340 3,0168 3,9580
25 2,0813 | 2,4787 | 3,2538 | 2,2151 | 2,6378 | 3,4622 | 2,5060 2,9836 3,9149
30 2,0289 | 2,4166 | 3,1734 | 2,1452 | 2,5549 | 3,3546 | 2,3940 2,8510 3,7425
40 1,9611 | 2,4479 | 3,0688 | 2,0624 | 2,4484 | 3,2160 | 2,2529 2,6836 3,5144
50 1,9184 | 2,3948 | 3,0027 | 1,9991 | 2,3816 | 3,1288 | 2,1660 2,5805 3,3898
60 1,8885 | 2,2500 | 2,9564 | 1,9599 | 2,3351 | 3,0681 2,1063 2,5095 3,2970
70 1,8662 | 2,2236 | 2,9218 | 1,9308 | 2,3005 | 3,0228 | 2,0623 2,4571 3,2284
80 1,8489 | 2,2029 | 2,8947 | 1,9082 | 2,2736 | 2,9875 | 2,0282 2,4165 3,1753
90 1,8348 | 2,1862 | 2,8729 | 1,8899 | 2,2519 | 2,9591 2,0009 2,3840 3,1327
100 1,8232 | 2,1724 | 2,8548 | 1,8749 | 2,2339 | 2,9356 1,9784 2,3573 3,0976




244

Prilohy

Hodnoty k pre jednostranny toleran¢ny interval

l1-a 0,90 0,95 0,99
n 0,90 0,95 0,99 0,90 0,95 0,99 0,90 0,95 0,99
2 10,2528 | 13,0898 | 18,5001 | 20,5815 | 25,2597 | 37,0936 | 103,0287 | 131,4263 | 185,6170
3 4,2582 | 5,3115 | 7,3405 | 6,1553 | 7,6560 | 10,5528 | 13,9955 | 17,3702 | 23,8956
4 3,1879 | 3,9566 | 5,4383 | 4,1620 | 5,1439 | 7,0424 | 7,3799 | 9,0835 | 12,3873
5 2,7424 | 3,3999 | 4,6660 | 3,4067 | 4,2027 | 5,7411 | 5,3618 | 6,5784 8,9391
6 2,4937 | 3,0919 | 4,2426 | 3,0063 | 3,7077 | 5,0620 | 4,4111 5,4056 | 7,3346
7 2,3327 | 2,8938 | 3,9721 | 2,7555 | 3,3995 | 4,6418 | 3,8592 | 4,7279 | 6,4120
8 2,2186 | 2,7543 | 3,7826 | 2,5820 | 3,1873 | 4,3539 | 3,4973 4,2853 5,8118
9 2,1329 | 2,6500 | 3,6415 | 2,4538 | 3,0313 | 4,1431 | 3,2405 3,9723 5,3889
10 2,0657 | 2,5684 | 3,5317 | 2,3547 | 2,9110 | 3,9812 | 3,0480 | 3,7384 | 5,0738
11 2,0113 | 2,5027 | 3,4435 | 2,2754 | 2,8150 | 3,8524 | 2,8977 | 3,5562 | 4,8291
12 1,9662 | 2,4483 | 3,3707 | 2,2102 | 2,7364 | 3,7471 | 2,7768 | 3,4100 | 4,6331
13 1,9281 | 2,4025 | 3,3095 | 2,1555 | 2,6706 | 3,6592 | 2,6770 | 3,2896 | 4,4721
14 1,8954 | 2,3632 | 3,2572 | 2,1088 | 2,6145 | 3,5846 | 2,5932 | 3,1886 | 4,3372
15 1,8669 | 2,3290 | 3,2119 | 2,0684 | 2,5661 | 3,5202 | 2,5215 3,1024 | 4,2224
16 1,8418 | 2,2990 | 3,1721 | 2,0330 | 2,5237 | 3,4640 | 2,4595 3,0279 | 4,1233
17 1,8195 | 2,2725 | 3,1369 | 2,0018 | 2,4863 | 3,4145 | 2,4051 2,9628 | 4,0367
18 1,7996 | 2,2487 | 3,1055 | 1,9738 | 2,4530 | 3,3704 | 2,3571 2,9052 3,9604
19 1,7816 | 2,2273 | 3,0772 | 1,9487 | 2,4231 | 3,3309 | 2,3142 | 2,8539 | 3,8925
20 1,7653 | 2,2078 | 3,0516 | 1,9260 | 2,3961 | 3,2952 | 2,2757 | 2,8079 | 3,8316
21 1,7503 | 2,1901 | 3,0283 | 1,9054 | 2,3715 | 3,2628 | 2,2409 | 2,7663 3,7767
22 1,7367 | 2,1739 | 3,0069 | 1,8865 | 2,3490 | 3,2332 | 2,2092 | 2,7286 | 3,7268
23 1,7241 | 2,1590 | 2,9873 | 1,8691 | 2,3284 | 3,2061 | 2,1802 | 2,6941 3,6813
24 1,7124 | 2,1452 | 2,9692 | 1,85300 | 2,3093 | 3,1811 | 2,1536 | 2,6624 | 3,6396
25 1,70161 | 2,1323 | 2,9524 | 1,8382 | 2,2917 | 3,1580 | 2,1291 2,6332 | 3,6011
30 6571 2,0799 | 2,8838 | 1,7774 | 2,2199 | 3,0640 | 2,0299 | 2,5155 3,4466
40 1,5979 | 2,0103 | 2,7932 | 1,6972 | 2,1255 | 2,9410 | 1,9018 | 2,3642 | 3,2486
50 1,5595 | 1,9653 | 2,7349 | 1,6456 | 2,0650 | 2,8625 | 1,8208 | 2,2689 | 3,1247
60 1,5321 | 1,9333 | 2,6936 | 1,6090 | 2,0222 | 2,8071 | 1,7641 2,2024 | 3,0383
70 1,5113 | 1,9091 | 2,6623 | 1,5813 | 1,9899 | 2,7654 | 1,7216 | 2,1527 | 2,9740
80 1,4948 | 1,8899 | 2,6377 | 1,5594 | 1,9645 | 2,7327 | 1,6883 2,1138 | 2,9238
920 1,4813 | 1,8743 | 2,6177 | 1,5416 | 1,9438 | 2,7061 | 1,6614 | 2,0824 | 2,8832
100 1,4701 | 1,8613 | 2,6010 | 1,5268 | 1,9266 | 2,6840 | 1,6390 | 2,0563 2,8497




Prilohy 245
SHAPIROOV — WILKOYV TEST - koeficienty «,(n)

7 8 9 10 11 12 13 14
1 0,6233 | 0,6052 | 0,5888 | 0,5739 | 0,5601 | 0,5475 | 0,5359 | 0,5251
2 0,3031 | 0,3164 | 0,3244 | 0,3291 | 0,3315 | 0,3325 | 0,3325 | 0,3318
3 0,1401 | 0,1743 | 0,1976 | 0,2141 | 0,2260 | 0,2347 | 0,2412 | 0,2460
4 0 0,0561 | 0,0947 | 0,1224 | 0,1429 | 0,1586 | 0,1707 | 0,1802
5 0 0 0 0,0399 | 0,0695 | 0,0922 | 0,1099 | 0,1240
6 0 0 0 0 0 0,0303 | 0,0539 | 0,0727
7 0 0 0 0 0 0 0 0,0240

15 16 17 18 19 20 21 22
1 0,5150 | 0,5056 | 0,4968 | 0,4886 | 0,4808 | 0,4734 | 0,4643 | 0,4590
2 0,3306 | 0,3290 | 0,3273 | 0,3253 | 0,3232 | 0,3211 | 0,3185 | 0,3156
3 0,2495 | 0,2521 | 0,2540 | 0,2553 | 0,2565 | 0,2565 | 0,2578 | 0,2571
4 0,1878 | 0,1939 | 0,1988 | 0,2027 | 0,2085 | 0,2085 | 0,2119 | 0,2131
5 0,1353 | 0,1447 | 0,1524 | 0,1587 | 0,1686 | 0,1686 | 0,1736 | 0,1764
6 0,0880 | 0,1005 | 0,1109 | 0,1197 | 0,1334 | 0,1334 | 0,1399 | 0, 1443
7 0,0433 | 0,0593 | 0,0725 | 0,0837 | 0,1013 | 0,1013 | 0,1092 | 0,1150
8 0 0,0196 | 0,0359 | 0,0496 | 0,0711 | 0,0711 | 0,0804 | 0,0878
9 0 0 0 0,0163 | 0,1422 | 0,0422 | 0,0530 | 0,0618
10 0 0 0 0 0 0,0140 | 0,0263 | 0,0368
11 0 0 0 0 0 0 0 0,0122

23 24 25 26 27 28 29 30
1 0,4542 | 0,4493 | 0,4450 | 0,4407 | 0,4366 | 0,4328 | 0,4291 | 0,4254
2 0,3126 | 0,3098 | 0,3069 | 0,3043 | 0,3018 | 0,2992 | 0,2968 | 0,2944
3 0,2563 | 0,2554 | 0,2543 | 0,2533 | 0,2522 | 0,2510 | 0,2499 | 0,2487
4 0,2139 | 0,2145 | 0,2148 | 0,2151 | 0,2152 | 0,2151 | 0,2150 | 0,2148
5 0,1787 | 0,1807 | 0,1822 | 0,1836 | 0,1848 | 0,1857 | 0,1864 | 0,1870
6 0,1480 | 0,1512 | 0,1539 | 0,1563 | 0,1584 | 0,1601 | 0,1616 | 0,1630
7 0,1201 | 0,1245 | 0,1283 | 0,1316 | 0,1346 | 0,1372 | 0,1395 | 0,1415
8 0,0941 | 0,0997 | 0,1046 | 0,1089 | 0,1128 | 0,1162 | 0,1192 | 0,1219
9 0,0696 | 0,0764 | 0,0823 | 0,0876 | 0,0923 | 0,0965 | 0,1002 | 0,1036
10 0,0459 | 0,0539 | 0,0610 | 0,0672 | 0,0728 | 0,0778 | 0,0822 | 0,0862
11 0,0228 | 0,0320 | 0,0403 | 0,0476 | 0,0540 | 0,0598 | 0,0650 | 0,0697
12 0 0,0107 | 0,0200 | 0,0284 | 0,0358 | 0,0424 | 0,0483 | 0,0537
13 0 0 0 0,0094 | 0,0178 | 0,0253 | 0,0320 | 0,0381
14 0 0 0 0 0 0,0084 | 0,0159 | 0,0227
15 0 0 0 0 0 0 0 0,0076
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SHAPIROOV - WILKOV TEST

Kvantily w_(n) Shapiroovej — Wilkovej Statistiky W: P(W(n) <W _(n))=«a

n | a=0,01 a=0,05 n |a=0,01 | a=0,05 n | a=0,01 a=0,05
7 0,730 0,803 15 0,835 0,881 23 0,881 0,914
8 0,749 0,818 16 0,844 0,887 24 0,884 0,916
9 0,764 0,826 17 0,851 0,892 25 0,888 0,918
10 0,781 0,842 18 0,858 0,897 26 0,891 0,920
11 0,792 0,850 19 0,863 0,901 27 0,894 0,923
12 0,805 0,859 20 0,868 0,905 28 0,896 0,924
13 0,814 0,866 21 0,873 0,908 29 0,898 0,926
14 0,825 0,874 22 0,878 0,911 30 0,900 0,927
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KRIVKY OPERATIVNYCH CHARAKTERISTIK
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